
第 15 卷　 第 3 期
 

Vol. 15 No. 3
 

　
 　

智　 能　 计　 算　 机　 与　 应　 用

Intelligent
 

Computer
 

and
 

Applications
　

　 2025 年 3 月
 

　
 

Mar.
 

2025

　 　 　 　 　 　刘鹏举,
 

石宇鹏,张宏志,等.
 

基于预训练扩散模型的图像实例语义与视觉和谐化[ J] .
 

智能计算机与应用,2025,15(3):7-
17.

 

DOI:10. 20169 / j. issn. 2095-2163. 24111102

基于预训练扩散模型的图像实例语义与视觉和谐化

刘鹏举1,2,
 

石宇鹏3,
 

张宏志3,
 

姜　 峰2,
 

左旺孟3

(1
 

哈尔滨工业大学
 

医学与健康学院,
 

哈尔滨
 

150001;
 

2
 

哈尔滨工业大学郑州研究院
 

医学健康研究院,
  

郑州
 

450000;

3
 

哈尔滨工业大学
 

计算学部,
 

哈尔滨
 

150001)

摘　 要:
 

近年来,图像实例和谐化作为图像生成领域中的重要分支得到了迅速发展。 然而,如何确保前景实例与背景图像中

的各个元素在语义上具备合理的逻辑关系,并使组合后的图像内容和谐一致,仍是当前研究面临的难点。 此外,受限于高成

本和设备要求,收集大规模的和谐化训练数据存在诸多困难。 为解决这些问题,本文提出一种基于大规模预训练扩散模型的

图像和谐化方法。 该方法基于预训练的 Stable
 

Diffusion
 

2. 0 模型,采用自然语言引导图像填充任务,使模型能够在自然语言

描述和待填充区域图像的条件下生成符合语义需求的和谐图像。 本方法将实例图像的高频信息与低频信息分别作为控制条

件,对预训练模型进行微调,以确保生成结果尽可能保留实例图像的关键内容,最终生成和谐的组合图像。 实验结果表明,本
方法在生成实例阴影、调节光照等方面均表现出优异的效果,有效提升了图像语义与视觉的和谐化质量。
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Abstract:
 

Recent
 

advancements
 

in
 

image
 

generation
 

have
 

led
 

to
 

significant
 

progress
 

in
 

image
 

instance
 

harmonization.
 

However,
 

maintaining
 

semantic
 

consistency
 

between
 

foreground
 

and
 

background
 

elements
 

and
 

achieving
 

visually
 

plausible
 

combinations
 

remain
 

a
 

challenging
 

task.
 

Additionally,
 

the
 

scarcity
 

of
 

large-scale
 

harmonization
 

datasets
 

limits
 

the
 

development
 

of
 

effective
 

methods.
 

To
 

address
 

these
 

challenges,
 

the
 

paper
 

proposes
 

a
 

novel
 

image
 

harmonization
 

approach
 

based
 

on
 

a
 

large- scale
 

pretrained
 

diffusion
 

model.
 

Leveraging
 

the
 

powerful
 

capabilities
 

of
 

Stable
 

Diffusion
 

2. 0,
 

the
 

paper
 

formulates
 

image
 

harmonization
 

as
 

a
 

text-guided
 

image
 

inpainting
 

task.
 

By
 

providing
 

natural
 

language
 

descriptions
 

and
 

specifying
 

target
 

regions,
 

the
 

proposed
 

model
 

can
 

generate
 

harmonized
 

images
 

that
 

seamlessly
 

blend
 

with
 

the
 

background.
 

To
 

further
 

enhance
 

the
 

quality
 

of
 

the
 

generated
 

images,
 

the
 

paper
 

incorporates
 

high-frequency
 

and
 

low-frequency
 

information
 

from
 

the
 

foreground
 

instance
 

as
 

control
 

conditions,
 

ensuring
 

that
 

the
 

essential
 

features
 

of
 

the
 

instance
 

are
 

preserved.
 

Experimental
 

results
 

demonstrate
 

that
 

the
 

proposed
 

approach
 

significantly
 

improves
 

image
 

harmonization
 

quality,
 

especially
 

in
 

terms
 

of
 

generating
 

realistic
 

shadows
 

and
 

adjusting
 

lighting
 

effects.
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0　 引　 言

图像实例和谐化是计算机视觉领域一项基础性

任务,旨在无缝融合前景与背景图像[1] 。 其广泛应

用于各种图像处理应用中,但由于光照、色彩和纹理

等方面的差异,前景与背景的自然过渡一直是研究



难点。 合成图像中视觉元素的不匹配常导致画面缺

乏和谐统一感。 因此,图像实例和谐化技术至关重

要,它通过优化组合图像,提升视觉美感,实现自然

流畅的视觉效果。 传统的图像编辑方法依赖人工设

计特征和规则,例如依靠专业人士使用图像处理软

件手动调整光影、色彩和明暗细节。 这种方法不仅

需要高度专业技能,也限制了非专业用户的效率,且
在复杂场景下的效果有限[2] 。 为解决这些问题,研
究者们积极探索自动化算法,以期简化操作流程,为
非专业人士提供更便捷的图像和谐化途径。

深度学习(Deep
 

Learning)的迅猛发展为图像和

谐化带来了革命性的变革[3] 。 相比传统方法依赖

于手工设计的特征和规则,深度学习模型能够自动

学习图像的深层次特征,并通过端到端的训练实现

对图像的精细化编辑。 基于编码器-解码器架构的

深度学习模型已成为图像和谐化研究的主流[4] 。
这些模型通过提取前景和背景图像的多尺度特征,
并结合注意力机制,实现对图像信息的自适应融合。
此 外, 生 成 对 抗 网 络 ( Generative

 

Adversarial
 

Network,
 

GAN)的引入进一步提升了生成图像的质

量,使得合成图像能够更好地融入背景[5] 。 通过对

抗学习,生成器不断学习生成更逼真的图像,而判别

器则努力区分生成图像与真实图像。 这种对抗过程

促使生成器不断提高生成图像的质量,最终实现前

景与背景的无缝融合。
近年来,扩散模型(Diffusion

 

Model) [6]在图像生

成领域取得了引人注目的进展[7] 。 大型预训练的

扩散模型能够生成细节精致、质量卓越的高分辨率

图像,且在众多任务上超越了传统的生成对抗网络。
扩散模型在图像实例和谐化领域的应用为这一难题

提供了新的解决视角。 本文提出了一种基于大规模

预训练扩散模型的图像实例语义与视觉和谐化方

案,旨在应对背景图像与前景实例不一致时的图像

调整挑战。 具体而言,本研究深入探索了基于扩散

模型的生成方法,通过自然语言引导的图像填充任

务,使模型能够在给定自然语言描述和待填充区域

图像的条件下,生成符合要求的图像。 随后,通过条

件微调模型,进一步优化图像填充区域,确保生成图

像与前景实例的和谐融合。 更具体地,对预训练的

基于自然语言的图像填充模型扩展,使得其能够输

入更多条件。 为了保证模型的对填充区域的生成能

力,本研究对前景实例分别提取高频信息以及低频

信息,将高低频信息作为 2 种控制条件,使得模型可

以生成更具真实性的最终图像。

实验结果显示,基于预训练扩散模型的图像语

义与视觉和谐化方法能够生成视觉质量极高的图

像,且填充结果展现出卓越的和谐性,显著提升合成

图像的整体视觉效果。 本文提出的基于预训练扩散

模型的图像和谐化方法,不仅在图像合成的精准度

上表现优异,还能有效克服传统方法在处理复杂图

像合成任务时的局限,展现出更强的自适应性和灵

活性,为图像处理技术的发展指明了新的方向。 本

文的主要贡献总结如下:
(1)本文首次将大规模预训练扩散模型应用于

图像和谐化任务,通过充分利用模型在海量数据上

学习到的丰富先验知识,显著提升了生成图像的质

量和多样性。
(2)通过引入自然语言描述和图像的高频细节

与低频语义信息作为控制条件,本文提出的方法实

现了对生成图像的精细控制。 生成的图像不仅具有

丰富的细节纹理,而且能够与背景实现平滑过渡,从
而满足多样化的生成需求。

(3)在合成数据集上取得 SOTA 性能。 在 Open
 

Image 数据集上进行了大量实验,结果表明本文的

方法在生成图像的质量和多样性方面均达到了最先

进水平。

1　 相关工作

1. 1　 图像生成模型

图像生成技术旨在设计合理的概率模型,以准

确拟合从随机变量到真实图像的映射关系。 根据不

同的建模方法,基于深度学习的图像生成模型呈现

出多种形式,主要包括变分自编码器 ( Variational
 

Autoencoder,
 

VAE) [8] 、生成式对抗网络( Generative
 

Adversarial
 

Network,
 

GAN ) [9] 和 去 噪 扩 散 模 型

( Denoising
 

Diffusion
 

Probabilistic
 

Model,
 

DDPM) [6,10]等。 近年来,基于 GAN 和扩散模型的

图像生成技术得到了广泛关注和深入研究。 由

Goodfellow 等学者[9] 提出的 GAN,通过生成器和判

别器之间的对抗性训练,逐步逼近真实数据分布,从
而生成高质量的图像。 研究者们不断优化 GAN 中

的生成器和判别器结构,使其在不同图像生成任务

中表现出色[10-11] 。 例如,StyleGAN[12-13] 引入自适应

特征变换方法来注入图像的风格信息,从而显著提

升生成图像的质量,并为后续的图像编辑任务奠定

了重要基础[14-18] 。 此外,BigGAN[19] 通过引入类别

条件的批量归一化机制,使生成器能够生成多种类

别的自然图像,进一步扩展了其在图像生成任务中
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的适用范围。
随着计算资源的提升和大规模预训练模型的不

断发展,去噪扩散模型( DDPM)逐渐成为学术界的

研究热点。 DDPM 通过前向加噪和反向去噪过程实

现图像生成:在前向过程中,模型逐步向样本数据添

加噪声;在反向过程中,模型逐步去除噪声以恢复真

实数据分布。 基于 DDPM 的模型在多模态生成任

务 中 取 得 了 显 著 进 展[20-22] 。 其 中, Stable
 

Diffusion[22]利用感知压缩方法将图像表示压缩到低

维空间中,并在该空间中通过 DDPM 进行建模,极
大地提高了生成速度和计算效率,同时减小了模型

规模,使其在性能和资源消耗方面具有独特优势。
1. 2　 图像实例和谐化

在图像处理任务中,将前景实例直接粘贴到背

景图像上后,往往会产生明显的画面不协调问题。
图像实例和谐化的目的是对这一组合结果进行处

理,使前景与背景的视觉效果更加和谐统一。 传统

图像和谐化方法主要关注图像信号的统计特征,对
图像的颜色、对比度等方面进行基本矫正[23-25] 。 这

些算法通常较为简单高效,因此被广泛集成在各类

图像处理软件中。 然而,传统方法主要用于校正图

像内部颜色分布不均等简单场景,难以应对前景和

背景在内容、色彩等方面差异较大的复杂情况。 图

像实例和谐化的目标是更进一步解决前景与背景的

边缘不一致、阴影缺失、亮度差异等细节问题。
随着深度学习的快速发展,基于卷积神经网络

的图像和谐化技术以其更强的鲁棒性和泛化能力受

到广泛关注。 近年来,GANs 在图像翻译任务中取

得了突破性进展,推动了其在图像和谐化问题中的

应用探索。 例如,Bargainnet 通过在生成器中引入注

意力机制, 改进了 U - Net 结构, 并设计了基于

Domain
 

Translation 的训练方式,从而提升了前景实

例与背景图像在风格和内容上的一致性[26] 。 类似

地,S2AM 模型通过注意力机制捕获前景与背景之

间的交互信息,并将这些信息融入 U-Net 的跳跃连

接过程,以增强生成图像的整体协调性。 在此基础

上,文献[27]进一步改进了 S2AM,采用预训练模型

来提取前景和背景的交互信息,显著提升了处理效

果。 FRIH[28]通过分阶段处理和自适应聚类,实现

了更细粒度的区域感知和谐化,从而生成更逼真的

合成图像。 虽然上述模型在真实性、效率和一致性

等方面得到了快速发展,因语义信息、及真实训练数

据缺乏等问题,还需要进一步发展。

1. 3　 语义图像合成

在给定空间语义标定图(简称语义图) 的条件

下,语义图像生成的目标是生成逼真的图像,并确保

生成图像的空间语义类别与语义图精确对应。 作为

一种条件图像生成模型,语义图像生成允许用户通

过语义图来控制图像内容,从而大大提升了图像生

成的灵活性。 这项技术具有广泛的应用前景,近年

来因其独特的实用价值而受到高度关注,特别是基

于 GANs 的语义图像生成技术取得了显著进展。
在基于 GANs 的语义图像生成中,研究者们不

断改进生成器和判别器,以提升生成图像的细节和

真实感。 例如,SPADE[29] 提出了自适应空域特征变

换方法,通过在生成器的特征批量归一化中自适应

学习仿射变换参数,使生成器更好地利用语义信息。
CC-FPSE[30]则通过语义图预测生成器中卷积核的

参数,以调制卷积过程中的特征响应,从而增强生成

图像的语义一致性。 同样地,SC-GAN[31] 利用语义

图预测生成语义向量,自适应学习生成器中相关的

卷积参数,进一步改善了语义对齐效果。 LGGAN[32]

则更进一步,利用局部上下文信息,提出额外分支来

精细化生成图像中的细节,从而增强了图像的局部

一致性和自然感。 另一方面,CollogeGAN[33] 通过为

特定语义类别训练多个 StyleGAN,以提高图像中特

定类别的细节质量,精细化生成的图像效果。 总之,
基于 GANs 的语义图像生成技术通过一系列创新性

的结构设计,使生成器能够更精确地响应语义信息,
实现了对图像内容的有效控制,为语义图像生成的

实际应用提供了坚实的技术基础。 这些方法的不断

优化,为高质量、定制化图像生成提供了新的思路和

可能性。

2　 方法

在本节内容中,首先对基于扩散模型的图像填

充进行详细介绍。 接下来,将详细阐述本研究动机

和详细的方法。 最后,将对本文所提出的模型训练

及损失函数进行深入介绍。
2. 1　 基于扩散模型的图像填充

扩散模型(Diffusion
 

Model,
 

DM)作为一种概率

生成模型,通过在噪声向量之上实施一系列细致的

概率扩散步骤,从而逐步合成出高质量的图像。 在

每一个扩散阶段,该模型首先将现有的噪声向量与

一个新的随机噪声向量相结合,随后通过一个可逆

转换网络进行处理。 随着扩散步骤的递进,模型能

够逐渐细化和完善图像的质量,每一阶段都在不断
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地丰富着图像的细节与结构复杂度。 扩散模型的学

习机制基于一个时长为 T 的马尔可夫去噪流程,该
流程可以被划分为 2 个主要阶段:前向加噪过程与

反向去噪过程。 在前向加噪阶段,假定有一个初始

样本 x0, 从给定的真实数据分布 q(x) 中抽取而来。
模型将在 x0 的基础上执行总共 T 步的噪声注入操

作。 在此过程中,每一步所加入的噪声水平由预定

义的一系列方差值 {βt ∈ (0,
 

1)} T
t = 1 来控制, 这些

方差决定了每一次迭代中噪声强度的变化。 具体而

言,加噪过程遵循特定的算法设计,旨在模拟从清晰

到模糊的数据退化路径,为后续反向去噪过程奠定

基础。 其加噪过程为:

　 q(xt | xt -1) = N(xt; 1 - βt xt -1,βtI)

q(x1:T | x0) = ∏
T

t = 1
q(xt | xt -1) (1)

其中, xt 表示时间步为 t 时的加噪结果, I 表示

标准的高斯噪声。 当步数 T 足够大时, xT 将无限趋

近于高斯噪声。 在反向去噪过程中,模型 θ(xt,t)
预测 xt 的去噪结果 xt -1。 实际应用中, (·) 通常使

用
 

U-Net
 

结构的自编码器实现。 训练过程中,目标

损失函数可简化为:
ctrl = Ex, ~ N(0,1),t[‖ - θ(xt,t)‖2

2] (2)
　 　 其中, t 表示

 

{0,
 

1,…
 

,
 

T} 中的随机采样。 在

扩散模型( DM) 中,高斯噪声采样经过一系列的去

噪过程,逐步逼近真实数据分布。 这一过程可视为

一个逆扩散过程,通过不断降低噪声水平,最终生成

高质量的图像。 去噪过程的关键在于一个可学习的

去噪函数 (·), 该函数能够根据当前噪声样本和

时间步,预测出上一时刻的噪声样本。
为了缓解高维图像数据带来的训练复杂度和不

稳定性问题,Stable
 

Diffusion
 

(SD) [22]
 

提出了一种基

于两阶段的扩散生成模型。 Stable
 

Diffusion 首先利

用一个自编码器对图像进行感知压缩,将原始的高

维图像空间映射到一个低维的潜在空间。 具体而

言,编码器
 

EI
 

将原始图像 x0 ∈ ℝ wx×hx×3
编码为潜在

表示 Z0 ∈ ℝ wz×hz×4, 其中 wx > wz,hx > hz。 通过该

方式,Stable
 

Diffusion 有效地去除了图像数据中的冗

余信息, 降低了模型的训练难度。 随后, Stable
 

Diffusion 在这个低维的潜在空间上进行扩散过程,
从而生成高质量的图像。 由于潜在空间的维度显著

降低,模型的训练变得更加稳定。
基于 Stable

 

Diffusion 的图像填充模型[16] 采用

了以语义文本为引导的
 

U-Net
 

结构去噪网络 (·)

来实现图像修补。 该模型以待修补图像和相应的语

义文本描述作为联合输入,通过优化约束目标函数

来生成修补后的图像。 具体而言,模型将文本编码

为语义向量,并将其与图像的潜在表示相结合,作为

去噪网络的输入。 类似于式(2),模型的优化目标

也写为:
ctrl = Ex, ~ N(0,1),t[‖ - θ(xt,t)‖2

2] (3)
　 　 在此过程中,Stable

 

Diffusion 采纳了 CLIP 中的

中文文本编码器,对输入的文本进行精准编码,生成

文本条件 C l。 同时,利用预训练的自编码器技术,
对内容缺失的图像进行有效处理,从而提取出图像

条件 C i。 随后,通过利用交叉注意力机制将文本条

件 C l 巧妙地融入到 U-Net 网络中,从而得到:
　 Q =WQΨ(Z t);

 

　 K =WKΦ(C l);　 V =WVΦ(Z l);

　 　 　 　 　 　 τ(Q,K,V) = σ
QKT

d
V( ) (4)

其中, Ψ(·)
 

与
 

Φ(·) 分别表示去噪网络
 

θ 在
隐空间中对噪声图像编码 Z t 以及文本条件 C l 进行

深度特征提取的操作;τ(Q,K,V) 负责融合这些特

征;σ 为 Softmax 激活函数,用于增强结果的判别性。

设定内容缺失图像的二值掩码为M ∈ ℝ wx×hx,其中,
掩码值 M 为 1 的区域标志着图像内容的缺失。 图

像条件 C i 是通过预训练的自编码器对内容缺失图

像进行编码所得,随后,将
 

C l
 与噪声图像的隐空间

编码 Z t 在通道维度上进行拼接,共同构成去噪网络

的输入:
Z in = c(Z t,C i,M′) (5)

　 　 其中, Z in 为去噪网络输入;函数 c 为按维度拼

接操作; M' ∈ ℝ wz×hz 由 M 经最近邻插值得到。
在测试阶段,对于给定的内容缺失图像

 

Iin 及对

应的文本描述 T, 研究首先利用编码器 EI 对图像 Iin
 

进行编码, 以获得图像条件编码 C i。 同时,借助

CLIP 文本编码器,将文本描述 T 转化为文本编码

CT。 在此基础上,从高斯分布中采样得到一个初始

噪声图ZT ∈ ℝ wz×hz×4。 随后,去噪网络 θ 以图像条

件编码
 

C i 和文本编码 C l 为条件,对初始噪声图 ZT

进行逐步去噪处理,直至得到高质量的隐空间表示

Z0。 最后,通过解码器
 

DI 对 Z0
 进行解码, 从而生成

目标填充图像。
2. 2　 基于扩散模型的图像填充

虽然
 

Stable
 

Diffusion
 

的图像填充效果良好,但
其生成内容由文本引导,难以与图像实例保持一致。
本 文 提 出 一 种 基 于

 

ControlNet[34]
 

微 调
 

Stable
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Diffusion
 

模型的方案,以最大程度地保留图像实例

内容,从而为图像实例和谐化提供一种新的解决方

案。
 

本文设计的
 

Stable
 

Diffusion
 

网络微调结构如图
 

1
 

所示。

图 1　 模型训练架构图

Fig.
 

1　 Model
 

training
 

architecture

　 　 通 过 借 鉴 ControlNet[34] 的 思 路, 为 Stable
 

Diffusion 引入了额外的编码器,以增强图像生成的

控制能力。 具体而言,给定前景实例 Iins 和背景图像

Ibg,本方法从前景实例 Iins 中提取条件信息, 包括高

频和低频信息,将其作为控制条件 Ic。 随后,Ic 通过

多层 卷 积 网 络 进 一 步 提 取 信 息, 作 为 Stable
 

Diffusion 中额外编码器的输入。 编码器输出的信息

经过缩放后,以跳跃连接的方式作为残差加入到

Stable
 

Diffusion 解码器的每一层特征中,从而提升模

型对条件信息的响应。 由于数据标注形式的限制,
本方法难以获取大量带有文本描述的图像,因此使

用 BLIP [35]生成图像的文本描述,以弥补这一不足。
为提高训练的稳定性, 本方法采用 Zero -

Convolution 操作,即在将 Ic 提取的特征输入额外编

码器之前,先经过参数初始化为 0 的卷积操作,与背

景图像 Ibg 在时间步 t 的加噪结果相加, 然后输入到

额外编码器中。 同时,额外编码器的输出也经过

Zero - Convolution 后, 作 为 残 差 加 入 到 Stable
 

Diffusion 解码器中。 整个训练过程中,仅更新卷积

神经网络和额外编码器、即 ControlNet 中的参数,从
而确保模型在训练初始阶段能够生成较为合理的图

像,提供更优的参数初始值,使训练过程更加稳定。
整个过程可用如下公式表述:

Fc = Z{Fctrl[Z[C(σ( Ic))] + Igt
t ]}

F̈
-
i
dec =Fi

dec + λFi
c (6)

　 　 其中, Fc 表示 ControlNet
 

的输出特征; Z 表示

Zero-Convolution; Fctrl 表示额外引入的特征编码器;
C 表示图

 

1 中卷积神经网络;σ 表示前景实例图像

条件提取算子; Fi
dec 表示 Stable

 

Diffusion
 

解码器特

征; λ 表示控制条件强度; F̈
-
i
dec 表示融合前景图像信

息的
 

Stable
 

Diffusion
 

解码器特征。
本方法通过使用高斯模糊将前景实例的图像信

号分解为高频和低频信息,分别用于保持前景实例

的结构细节和颜色特征,并提出了一种多条件融合

策略来整合这些特征。 具体而言,高频特征有助于

保持前景实例的轮廓和纹理信息,而低频特征用于

保留其整体色彩和光影效果。 通过多条件融合策

略,本方法在尽可能保留前景实例原始信息的前提

下,实现了前景和背景的和谐融合,生成视觉一致性

更高的合成图像。
　 　 (1)结构控制:在条件图像合成任务中,边缘信

息常作为图像内容的结构控制条件[36-38] 。 为确保

和谐化结果中的实例结构与待融合图像实例的结构

尽可能保持一致,本文选用 Canny 算子提取实例图

像的边缘信息来引导和谐化图像的生成。 不同控制

条件和谐化结果如图 2 所示。 图 2(a)为未经和谐

化的图像(前景实例直接粘贴的效果),与图 2( b)、
图 2(c) (右下角为边缘特征)对比,可以看出利用

边缘信息能够有效保留前景实例的结构特征。
(2)

 

颜色控制:虽然高频特征可以有效保留前

景实例的结构信息,但其颜色特征未能得到充分保

留,从而导致图像色彩差异较大。 为解决该问题,本
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方法进一步引入图像的低频特征作为控制条件,以
维持前景实例的色彩一致性。 本方法采用高斯模糊

方式提取前景实例的颜色特征,如图 2(d)右下角所

示,该颜色特征反映了前景实例各空间位置的色彩

信息。 通过使用低频特征来控制图像合成,有效保

留了前景实例的颜色特性(见图 2(d))。

　 　 　 　 　 　 　 　 　 (a)
 

像素粘贴　 　 　
 

(b)
 

无条件
 

　
 

　
  

(c)
 

高频特征条件
 

　
 

(d)
 

低频特征条件　
 

(e)
 

联合特征条件

图 2　 不同控制条件和谐化结果图

Fig.
 

2　 Harmonization
 

results
 

under
 

different
 

control
 

conditions

　 　 (3)高低频特征联合引导的图像实例和谐化:
本文提出

 

一种融合高频和低频条件信息的方法,假
设 Fl

c 和 Fh
c 分别表示 ControlNet 通过结构控制和颜

色控制获得的中间特征,则两者联合引导下的中间

特征可以定义为:

F̈
-

dec =Fdec + λ lFl
c + λhFh

c (7)
　 　 其中, λ h

 与λ l 分别表示结构控制和颜色控制的

强度。 模型测试示意如图 3 所示。 实验结果表明,
通过两者的组合进行前景实例控制,能够有效地保

留输入图像实例的视觉特征,同时为用户提供了一

种多模态的生成方案。

It-1

IhC

C

gt

U-Net

?λl

?λl

?λh

?λh

gtIt

Il

Control
Net

Control
Net

图 3　 模型测试示意图

Fig.
 

3　 Schematic
 

diagram
 

of
 

model
 

testing

2. 3　 模型训练及损失函数

在优化过程中,本方法冻结了 Stable
 

Diffusion
的所有参数,仅对 ControlNet 中的参数进行训练。
训练过程依循类似于式(8)的约束方法,先后优化

颜色式控制和结构控制模型:
ctrl = Ex, ~ N(0,1),t[‖ - θ(Z in,t,Ψ(y),λFc‖2

2]
(8)

　 　 具体而言,给定背景图像 Ibg 及其中的实例区域

标注 M(其中 1 表示实例区域),本方法首先获取缺

失区域图像 Ims 及其包含的前景实例 Iins,研究推得:

Ims = (1 - m)☉Ibg (9)
Iins = m☉Ibg (10)

　 　 随后,分别将 Ibg 和 Ims 编码至隐空间中,得到编

码结果
 

Z0
 和 Zms。 接着,从序列

 

{0,1,…,T}
 

中随

机采样一个时间步
 

t,并对
 

Z0
 执行

 

t
 

步加噪操作,以
得到

 

Z t。 训练过程中使用式(8)中的损失函数进

行约束。
　 　 在此,

Z in = c(Z t,Zms,M′) (11)
　 　 其中, M′

 

是通过 M 最近邻插值到与 Z t 相同尺

寸的掩模,三者通过通道维度拼接得到融合特征;
y 表示背景图像 Ibg 经 BLIP 模型生成的文本描述;
Fc 为通过 ControlNet 处理后提取的前景实例的边缘

特征(或高斯模糊)结果。 由于本方法利用 BLIP 模

型生成自然语言描述,训练时仅需使用自然图像样

本及其实例级标注,简化了对数据的依赖。

3　 实验验证
 

文中将详细介绍本研究所采用的训练设置,包括

数据集的选择、训练过程的实验设置以及评价指标的

定义。 接下来,通过定量和定性的实验结果,将展示

所提方法的有效性。 此外,本研究还进行了消融实

验,以系统验证模型各个组件在整体性能中的作用和

贡献。 这些实验结果不仅为方法的有效性提供了实

证支持,也为后续研究提供了重要的参考依据。
3. 1　 训练和测试设置

(1)数据集:本文实验基于 Open
 

Images 数据

集[39]进行。 该数据集包含 900 万多张图片和超过

1 亿个标注框,涵盖了自然场景、建筑、街景、艺术品

等多个领域,共涉及 6
 

000 余种类别。 其标注信息

结合了人工标注与机器辅助标注,提供了丰富的实

例标注和分类标注,具备较高的数据多样性和标注

精度。 由于数据集规模较大,本研究方法选取了其
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中 12. 5%的子集用于模型训练。 在测试阶段,实验

从 Open
 

Images 数据集中随机抽取了 2
 

000 张测试

样本,确保每张样本图片仅包含一个实例标注,且不

对实例类别加以限制,以全面评估模型的泛化能力

和不同类别实例的处理效果。
(2)实验设置:本方法使用 8 张 NVIDIA

 

A6000
显卡进行训练,每次迭代的样本数量设为 64。 训练

采用 Adam 优化器,初始学习率为
 

1×10-6,权重衰减

率设为 0. 01,并在训练初期进行 10
 

000 步的学习率

warmup[40] 。 所有训练图像的尺寸统一为 512×512。
本方法基于 Stable

 

Diffusion 预训练模型的 2. 0 版

本,且在训练过程中条件控制强度均设置为 1。 以

边缘信息为控制条件的实验共耗时 24
 

h,以颜色信

息为控制条件的实验耗时 96
 

h。
(3)评价指标:图像实例和谐化的目标是确保和

谐化结果与输入内容的一致性,同时提高生成图像的

真实性。 为衡量内容一致性,本方法使用均方误差

(Mean
 

Squared
 

Error, MSE) 和峰值信噪比 ( Peak
 

Signal-to-Noise
 

Ratio, PSNR) [41] 作为指标。 其中,
MSE和 PSNR 用于计算和谐化图像与对应真实图像

在像素层面的差异。 为了评估和谐化结果的真实

性, 本 方 法 使 用 Fréchet
 

Inception
 

Distance (FID) [42] 。 FID 通过 Inception -v3 模型提

取真实数据集和生成图像集的特征向量,并计算两

者特征分布的 Fréchet 距离,其计算公式如下:
 

FID = ‖μx - μy‖2 + Tr(Σx + Σy - 2(ΣxΣy)
1
2 ) (12)

　 　 其中, μ x 和 μ y 分别表示真实数据集和生成数

据集的特征向量集合的均值; Σ x
 和 Σ y 分别表示两

者的协方差矩阵; Tr 表示矩阵的迹运算;
 

‖·‖表

示向量的二范数。 FID 值越小,表示生成数据集的

特征分布与真实数据集更加接近,表明生成模型的

图像质量越高。
3. 2　 定量和定性实验结果

3. 2. 1　 定性实验结果

图 4 展示了图像填充的对比结果。 测试样本选

自 Open
 

Image 数据集中仅包含一个前景实例的图

像。 具体而言,本节首先从数据集中选取一张图像,
将其作为背景图输入模型,但前景部分进行了擦除;
然后,以该图像的前景图作为组合实例输入模型。
在本方法中,高频和低频条件强度均设置为 1(λ l

 =
λ h =

 

1)。 对于 Paint
 

By
 

Example[43] ,测试时以前景

图像作为其参考输入;对于 Stable
 

Diffusion,使用

BLIP 获取前景图像的文本描述并输入模型以生成

对应图像。 对比图 4 中结果图可见,本方法在保持

原始图像实例信息方面表现最佳。 受限于自然语言

描述的容量,Stable
 

Diffusion 仅保留了前景实例的部

分特征(如类别和大致颜色),而 Paint
 

By
 

Example
虽提取了图像特征,但由于其特征表示的维度较小

(d = 1
 

024),无法很好地呈现实例图像的细节信

息。 得益于本方法对前景实例高频和低频特征的有

效利用,生成结果能最大程度地保留前景实例的细

节和信息完整性。 图 5 展示了图像和谐化的结果,
从图 5 中可以看出,本方法在调整光照、颜色以及为

前景实例增添合理阴影方面效果显著。

(a)真实图像

(b)本文方法

(c)PaintByExample

(d)StableDiffusion
图 4　 各个方法可视化对比结果

Fig.
 

4　 Visual
 

results
 

of
 

different
 

models
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和
谐

化
结

果
组

合
图

像
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谐
化
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果

组
合

图
像

图 5　 图像和谐化结果

Fig.
 

5　 Results
 

of
 

image
 

harmonization

3. 2. 2　 定量实验结果

本节还对本方法与 2 个基准模型 - Stable
 

Diffusion 和 Paint
 

By
 

Example 进行了定性比较。 实

验中,本方法的条件控制强度均设为 1。 对于 Stable
 

Diffusion,本方法使用 BLIP 为背景图像生成描述文

本并作为提示词以获取和谐化结果;对于 Paint
 

By
 

Example,以前景实例的区域标注作为其掩码输入。
不同方法在 Open

 

Dataset 的 PSNR / MSE / FID 定

量指标见表 1。 Stable
 

Diffusion 通过提示词提取实例

图像的基本信息,仅能对前景实例的类别和颜色等属

性做出简单概括,但因提示词的局限性,难以完整表

达前景实例的详细内容。 而 Paint
 

By
 

Example 采用

CLIP 的图像编码器,将前景实例的内容信息编码至

图像特征空间。 然而,由于 Paint
 

By
 

Example 在图像

信息表示向量上的维度限制(1
 

024),图像中的大部

分细节信息在过程中被丢失。 相比之下,本方法通过

对图像高频和低频特征的有效利用,在和谐化图像中

最大程度地保留了前景实例的丰富信息。

表 1　 不同方法在 Open
 

Dataset 的 PSNR / MSE / FID 定量指标

Table
 

1　 Quantitative
 

results
 

of
 

PSNR / MSE / FID
 

on
 

testing
 

sets

方法 FID↓ PSNR / dB↑ MSE↓

Stable
 

Diffusion 18. 93 30. 58 61. 09

Paint
 

By
 

Example 17. 52 30. 16 65. 99

本文方法 11. 79 31. 26 53. 08

　 　 表 2 进一步展示了控制强度 (λh 与 λ l) 对图像

生成质量的影响。 为方便测试,每组实验的控制强

度λh 与
 

λ l 设置为相同值(即
 

λh = λ l,简记为λc),此
简化不会影响实验的有效性。 由表 2 可见,尽管训

练时控制强度设置为恒定值 1,测试阶段的最佳效

果并不一定在相同强度下实现。 这一发现提示,通
过合理调节

 

λc, 生成图像质量可进一步优化。

表 2　 条件控制强度 λc 对图像生成质量的影响

Table
 

2　 Impact
 

of
 

conditional
 

control
 

strength
 

λc
 on

 

image
 

generation
 

quality

λc FID↓ PSNR
 

/ dB↑ MSE↓ λc FID↓ PSNR
 

/ dB↑ MSE↓

0. 1 18. 10 30. 59 61. 01 0. 6 11. 31 31. 28 54. 23

0. 2 17. 29 30. 28 63. 13 0. 7 11. 88 31. 29 53. 07

0. 3 15. 55 30. 83 59. 89 0. 8 11. 71 31. 23 53. 17

0. 4 12. 95 30. 93 57. 47 0. 9 11. 80 31. 23 53. 10

0. 5 12. 35 31. 19 54. 15 1. 0 11. 79 31. 26 53. 08
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3. 3　 消融实验

针对高频和低频控制强度的设置进行了消融实

验,具体探讨了高频控制强度 λh 和低频控制强度 λ l

对图像和谐化效果的影响,如图 6 所示。 实验结果

表明,随着高频控制强度 λh 的增加,合成结果中的

空间结构逐渐与真实图像的前景实例结构一致。 然

而,当缺少低频信息的控制时,和谐化图像中的实例

颜色难以与目标图像相匹配。 类似地,当低频条件

缺失于图像合成过程中时,合成图像在结构上难以

与输入实例保持一致。 由此可见,同时应用高频和

低频条件信息可显著提升模型的生成效果和一

致性。
λh

λ l

真实图像

高频条件

低频条件

图 6　 高低频条件控制强度对生成效果的影响

Fig.
 

6　 Effects
 

of
 

high
 

and
 

low
 

frequency
 

conditional
 

control
 

strength

　 　 除了利用高低频特征分解对图像合成结果进行

联合控制外,本方法还对不同输入信号形式进行了

消融实验。 具体而言,研究对比了直接使用原始图

像信息作为输入条件的效果,结果如图 7 所示。 由

于在获取组合图像时可能对前景实例进行插值操

作,直接使用原始图像作为生成条件往往无法实现

对质量较差的前景实例的细节增强。 因此,本方法

基于高低频分解的图像和谐化方案在生成效果上具

备更高的鲁棒性,能够有效地处理各类前景实例的

细节和色彩问题。

(a)实景实例

(c)基于原始信号的
生成结果

（d）基于高/低频信号
分解的生成结果

（b）背景图像

图 7　 基于不同输入条件的生成结果

Fig.
 

7　 Visual
 

results
 

of
 

different
 

input
 

conditions

4　 结束语

在大规模扩散预训练模型的推动下, 基于

Stable
 

Diffusion 的图像填充模型展示了极高的生成

真实性。 然而,该模型的填充内容主要依赖于文本

描述,难以捕捉前景图像实例的细节特征,因为前景

实例的许多细微特征难以通过自然语言进行准确表

达。 针对该问题,本文提出从前景实例中提取边缘

信息作为高频特征,并使用高斯模糊生成低频特征,
以此分别保留前景实例的结构和颜色信息。 采用

ControlNet 框架,分别以高频和低频特征为控制条

件,训练出多层控制的图像填充模型。 在推理阶段,
通过特征加权和的方式有效融合高频和低频信息,
以确保生成图像能完整地呈现前景实例的特征信

息。 为验证模型的有效性,设计了 2 组基准实验,从
定性和定量角度对生成效果进行评价,结果显示所

提出的方法在图像实例和谐化问题上具有显著优

势。 此外,本文还开展了消融实验,进一步探讨了条

件控制权重和输入条件形式对模型性能的影响。 实

验结果表明,本文设计的方法合理有效,在和谐化质

量上表现优异。
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