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摘　 要:
 

受深度学习显著成功的启发,研究人员尝试将深度神经网络(DNN)引入到推荐系统中,以学习用户对项目的偏好。
然而,稀疏的评分数据容易导致过拟合,且 DNN 通常导致较高的计算复杂度和存储成本。 为了解决这些问题,提出一种融合

矩阵补全(MC)与带注意力机制的反向传播神经网络(BPAM)的推荐算法:MC-BPAM。 首先,将原始用户-项目评分矩阵的

未知元素通过低秩矩阵补全模型进行填充;然后,根据补全后的矩阵,利用反向传播(BP)神经网络来学习目标用户与其邻居

的复杂关系。 此外,还加入了一种注意力机制,以捕捉每个用户对所有最近目标用户的全局影响。 最后,在 ml-la,filmtrust 和
A-Digital-Music

 

这 3 个真实数据集上进行了实验,MC-BPAM 的均方根误差 (RMSE) 达到了 0. 269
 

5 ~ 0. 574
 

7,平均绝对误

差 (MAE) 达到了 0. 180
 

4~ 0. 345
 

9,相对于 BPAM 模型,MC-BPAM 的 RMSE 和 MAE 分别降低了至少 54. 59%和 47. 94%。
MC-BPAM 算法显著地提高了推荐系统的性能。
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Abstract:
 

Inspired
 

by
 

the
 

remarkable
 

success
 

of
 

deep
 

learning,
 

researchers
 

have
 

attempted
 

to
 

introduce
 

Deep
 

Neural
 

Networks
 

(DNN)
 

into
 

recommendation
 

systems
 

to
 

learn
 

user
 

preferences
 

for
 

items.
 

However,
 

sparse
 

scoring
 

data
 

is
 

prone
 

to
 

overfitting,
 

and
 

high
 

computational
 

complexity
 

and
 

storage
 

costs
 

are
 

usually
 

required
 

in
 

DNN.
 

In
 

order
 

to
 

solve
 

these
 

problems,
 

a
 

recommendation
 

algorithm,
 

MC-BPAM,
 

is
 

proposed
 

by
 

fusing
 

Matrix
 

Completion
 

(MC)
 

and
 

Back
 

Propagation
 

neural
 

network
 

with
 

Attention
 

Mechanism
 

(BPAM) .
 

Firstly,
 

the
 

unknown
 

elements
 

of
 

the
 

original
 

user-item
 

scoring
 

matrix
 

are
 

filled
 

in
 

by
 

the
 

low-rank
 

matrix
 

completion
 

model.
 

Then,
 

the
 

Back
 

Propagation(BP)
 

neural
 

network
 

is
 

used
 

to
 

learn
 

the
 

complex
 

relationship
 

between
 

the
 

target
 

user
 

and
 

its
 

neighbors
 

according
 

to
 

the
 

completed
 

matrix.
 

In
 

addition,
 

an
 

attention
 

mechanism
 

has
 

been
 

incorporated
 

to
 

capture
 

the
 

global
 

impact
 

of
 

each
 

user
 

on
 

all
 

nearest
 

target
 

users.
 

Finally,
 

experiments
 

are
 

carried
 

out
 

on
 

the
 

three
 

real
 

datasets
 

of
 

ml- la,
 

filmtrust
 

and
 

A-Digital-Music,
 

and
 

the
 

Root
 

Mean
 

Squared
 

Error
 

(RMSE)
 

of
 

MC-BPAM
 

reaches
 

0. 269
 

5 ~ 0. 574
 

7,
 

and
 

the
 

Mean
 

Absolute
 

Error
 

(MAE)
 

reaches
 

0. 180
 

4 ~ 0. 345
 

9,
 

which
 

decrease
 

by
 

at
 

least
 

54. 59%
 

and
 

47. 94%
 

respectively
 

compared
 

with
 

the
 

BPAM
 

model.
 

The
 

MC-BPAM
 

algorithm
 

significantly
 

improves
 

the
 

performance
 

of
 

recommendation
 

systems.
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0　 引　 言

随着时代的发展,人们从海量的数据中找到自

己真正感兴趣的内容是极其困难的。 为了解决这个

问题,研究人员提出了个性化推荐系统,其基本思想

是用信息过滤的方法发现用户的偏好,从而为用户

提供合适的项目[1] 。 作为推荐系统中最经典的技

术之一,协同过滤( Collaborative
 

Filtering,CF) 是根

据用户的历史行为数据挖掘用户的偏好[2-4] 。
传统的协同过滤算法通常分为 2 类:矩阵分解

( Matrix
 

Factorization, MF ) [5] 和 基 于 邻 域 的 方

法[6-7] 。 前者先学习用户和项目的潜在空间,并将



两者映射到公共空间中,最后利用用户和项目之间

的相似性为每个用户的偏好进行预测。 然而,真实

的评分数据会出现长尾分布,很容易在 MF 方法中

出现稀疏性问题[8-9] 。 基于邻域的 CF 方法则将相

似用户或项目进行平均或加权后,再对目标用户的

评分进行预测。 Liang 等学者[10] 将自编码器应用于

基于隐式反馈的 CF 推荐任务,通过非线性概率模

型克服线性因子模型的局限。 由于用户不可能为所

有的项目进行评分,故由评分数据构成的矩阵通常

都是非常稀疏的,从而导致推荐性能不高。
在过去几年里,为了能够更好地缓解评分数据

的稀疏性问题[11] ,人们提出了许多策略。 任永功等

学者[12]提出一种基于社交网络能量扩散的协同过

滤推荐算法,在一定程度上缓解了数据的稀疏性。
陈佩武等学者[13] 在含隐式反馈信息的矩阵奇异值

分解语义模型中引入了隐性信任关系,降低了数据

的稀疏性。 高子建等学者[14] 提出的谱聚类和隐语

义模型有效缓解了稀疏性。 Lemire 等学者[15] 提出

了 Slope
 

One 算法,通过对稀疏矩阵进行填充,在预

测时使用线性回归思想以缓解推荐系统中的稀疏性

问题。 向小东等学者[16]基于 Slope
 

One 算法提出了

一种改进评分稀疏矩阵的方法,通过评分预测公式

对目标用户进行评分预测。
基于注意力机制的反向传播神经网络( Back

 

Propagation
 

neural
 

network
 

with
 

Attention
 

Mechanism,
BPAM)在基于邻域的 CF 算法中引入了反向传播

(Back
 

Propagation,BP)神经网络,能够有效地捕获

目标用户与其邻居之间的非线性关系,但该算法不

能克服数据的稀疏性[17-18] 。 为了降低评分数据的

稀疏性和捕获目标用户与其邻居之间的复杂关系,
本文 提 出 了 一 种 新 的 融 合 矩 阵 补 全 ( Matrix

 

Completion,MC)与 BPAM 的推荐算法:MC-BPAM。
该算法先对评分矩阵进行补全,再将恢复后的矩阵

作为 BPAM 模型的输入进行评分预测。

1　 相关工作

1. 1　 矩阵补全

在矩阵存在缺失元素的情况下,恢复其缺失值

的问题被称为矩阵补全[19-20] 。 在一般的 MC 问题

中,需要根据近似低秩性来恢复缺失元素。 对于用

户集 U 和项目集 V 所组成的原始评分矩阵 Z =
( zui) | U| ×| V| , 根据低秩性对缺失数据进行补全,优化

模型为:

min
R

 

rank(R),
 

s. t.
 

rui = zui,(u,i) ∈ Ω (1)

　 　 其中, R =( rui) | U| ×| V| 表示补全后的评分矩阵;
Ω ⊆ {1,2,…, | U | } × {1,2,…, | V | } 表示原始评

分矩阵 Z 已知元素的下标集合; | U | 和 | V | 分别

表示用户和项目集合的势。
式( 1 ) 的求解是一个 NP 难问题, 秩函数

rank(R) 在 ‖R‖2 ≤ 1 约束下的凸包络函数为

Φ(R)=‖R‖∗, 其中 ‖·‖2 和 ‖·‖∗ 表示矩阵

的谱范数和核范数。 将最优化模型(1)凸松弛到矩

阵核范数最小化模型:
min

R
‖R‖∗,

 

s. t.
  

rui = zui,(u,i) ∈ Ω (2)

　 　 上述矩阵补全方法已被广泛应用在推荐系统、
计算机视觉、图像修复和图像分类等领域中。
1. 2　 样本集的构建

对每个用户 u ∈ U, 计算用户评分向量之间的

余弦相似度来获得 k 个最近邻用户 ( K
 

Nearest
 

Users,KNU),其中 k 是预先指定的最近邻用户数

量。 用户 u 的 KNU 评分矩阵 Nu ∈ ℝ | V| ×(k+1) 由目

标用户 u 和其 k 个最近邻用户对所有项目的评分信

息所构成。 Nu 的前 k列是 u的 KNU 对所有项目的评

分,记为 Xu;u 对所有项目的评分为 Nu 中的最后一

列,记为 yu。 对于用户 u和项目 i 构建输入输出样本

对 (Xu
i ,

 

yui ), 其中 Xu
i 是矩阵 Xu 的第 i 行,yui 是向量

yu 的第 i个元素。 在训练过程中,根据预测评分 ŷui 和
真实评分 yui 之间的误差来调整参数,其中 yui = zui。
1. 3　 带注意力机制的反向传播神经网络

带注意力机制的反向传播神经网络(BPAM)模

型的架构如图 1 所示,其中 BP 神经网络包括输入

层、隐藏层和输出层。 将注意力机制引入 BP 神经

网络,不仅可以考虑最近邻用户对目标用户的局部

注意力,还能够捕捉目标用户的最近邻用户对其最

近邻用户集的全局注意力[21] 。
　 　 对于目标用户 u ∈ U, 其 KNU 集合表示为 Tu =
{nu

1 ,nu
2 ,…,nu

k}, 其中 nu
j 为 u 的第 j 个最近邻用户,

j = 1,…,k。 在对用户 u进行预测评分时,将 Tu 中的

用户 nu
j 对 u 的影响视为局部注意力,对应的矩阵记

为Wu ∈ ℝ k×o,其中 o为隐藏层中神经元的数量。 将

用户 nu
j 对 Tu 的影响视为全局注意力,所有用户的全

局注意力矩阵由A ∈ ℝ | U| ×o 表示。 ATu ∈ ℝ k×o 表示

A 的子矩阵,由其第 nu
1 ,nu

2 ,…,nu
k 行组成,即对应于

用户 u 的 k 个最近邻用户。 全局注意力机制使模型

不容易陷入局部最优。
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图 1　 BPAM 模型的体系结构

Fig. 1　 Architecture
 

of
 

the
 

BPAM
 

model

2　 MC 与 BPAM 的融合

为了缓解矩阵的稀疏性,通过求解优化模型

(2)将原始评分矩阵进行补全,形成新的评分矩阵

R。 用户 u 对应的训练样本集 Du 由 KNU 评分矩阵

Nu 构成,即 Du = {(Xu
1 ,yu

1 ),…,(Xu
| Vu|

,
 

yu
| Vu|

)}, 其

中 Vu 表示用户 u 的所有评分项目的子集。 MC -
BPAM 包括原始评分矩阵的补全、输入层、注意力机

制层、反向传播层和输出层,如图 2 所示。

4.0 2.33.0

1.0 5.04.2
2.0 1.01.0

Xu yu

用户u的KNU评分矩阵
Nu∈R｜V｜?(k+1)

构
造
样
本
对

1.02.7 3.05.0
1.34.0 2.33.6
1.02.0 1.82.0

补全的评分矩阵R∈R｜U｜?｜V｜

3.25.0 3.01.0
2.62.0 3.01.0
2.01.0 4.02.8

MC

1 0 3 5
0 4 0 0
1 2 0 2

0 5 3 1
0 2 3 1
2 1 4 0
评分矩阵Z∈R｜U｜?｜V｜

基于注意力机制的BP神经网络

BP神经网络

用户注意力
反馈

ŷ

4.01.2 3.02.3

Xi
u

图 2　 MC-BPAM 的结构

Fig. 2　 Structure
 

of
 

MC-BPAM

　 　 MC-BPAM 的训练过程可分为 2 个阶段:正向

传播和误差反向传播。 用户 u、项目 i 的基于正向传

播的评分预测为:

hu
i = σ((Wu + αATu)

TXu
i + bu

i ) (3)

ŷu
i = σ((Wu

h) Thu
i + bu

h)
 

(4)
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　 　 其中, hu
i ∈ ℝ o×1 表示隐藏层的值; σ(·) 表示

Sigmoid 激活函数; Wu ∈ ℝ k×o 和 bu
i ∈ ℝ o×1 分别表

示输入层与隐藏层之间的连接权重矩阵与偏置向

量; Wu
h ∈ ℝ o×1 和 bu

h ∈ ℝ 1×1 分别表示隐藏层与输出

层之间的权重向量与偏置; α 表示用于调整全局注

意力的权衡参数。
对于 MC - BPAM 模型,正则化的目标函数如

下:

E = 1
2 ×| U | ∑

| U|

u = 1
Eu +

λ1

2
‖A‖2

F (5)

　 　 同时推得:

Eu = 1
| Vu |

∑
i∈Vu

(yu
i - ŷu

i ) 2 + λ 2(‖Wu‖2
F +

‖Wu
h‖2

F + ‖bu
i ‖2

F +(bu
h) 2) (6)

其中, λ1 和 λ2 表示非负的正则化系数, ‖·‖F

表示矩阵的 Frobenius 范数。
对于模型参数 A 和 θ = {Wu,Wu

h,bu
i ,bu

h:u ∈
U}, 均按照均值为 0、标准差为 0. 01 的高斯分布随

机初始化,基于随机梯度下降方法更新模型参数。
对于训练样本 (Xu

i ,yu
i ), 采用误差反向传播策略。

取学习率 η ∈ (0,1), 则参数更新公式为:
ATu: = ATu

- η(αeu
i Xu

i + λATu)

Wu: = Wu - η(eu
i Xu

i + λWu)

bu
i : = bu

i - ηeu
i

Wu
h: = Wu

h - η(gu
i hu

i + λWu
h)

bu
h: = bu

h - ηgu
i

ì

î

í

ï
ï
ï
ï

ï
ï
ïï

(7)

　 　 在式(7)中,

gu
i = ŷu

i (1 - ŷu
i )(yu

i - ŷu
i ) (8)

eu
i = hu

i ☉(I - hu
i )☉Wu

hgu
i

 (9)
　 　 其中,“☉”表示哈达玛乘积; I 表示元素都是 1
的 o 维向量。

综上,通过引入注意力机制,MC-BPAM 结合局

部权重和全局权重来预测缺失评分。 所提模型的训

练过程交替迭代前向传播和误差反向传播,直到达

到收敛条件。 算法 1 总结了 MC -BPAM 的整个过

程。
算法 1　 MC-BPAM 的算法框架

1. 输入评分矩阵 Z,最近邻用户数 k,权衡参数

α;
2. 通过求解式(2)得到补全后的评分矩阵 R;
3. 计算用户 u 的 k 个最近邻用户( KNU),集合

Tu = {nu
1 ,nu

2 ,…,nu
k},u ∈ U;

4. 根据 Tu 构造用户 u 的评分矩阵 Nu,u ∈ U;
5. 根据 Nu 建立训练集 Du = {(Xu

1 ,yu
1 ),…,

(Xu
| Vu|

,
 

yu
| Vu|

)},u ∈ U;
6. 随机初始化模型参数 A 和 θ;
7. 当目标函数(5)不满足终止条件

8. 　 对于 u ∈ U
9. 　 　 对于 (Xu

i ,yu
i ) ∈ Du

10. 　 　 　 由式(4)预测评分 ŷu
i ;

11. 　 　 　 由式(7)更新 ATu 和 θ;
12. 　 　 结束

13. 　 结束

14. 结束

15. 输出模型参数 A 和 θ。

3　 实验结果与分析

3. 1　 数据集与评估指标

在 3 个公开的数据集上进行实验:MovieLens 中

的 ml - la、 filmtrust,Amazon 中的 A - Digital - Music。
这 3 个数据集的基本信息见表 1。 其中,数据稀疏

度是指在评分矩阵中,无评分数据的元素占整个矩

阵空间的比率。 将每个数据集的用户按 3 ∶ 1 随机

分成训练集和测试集。

表 1　 推荐系统数据集的基本信息

Table
 

1　 Basic
 

information
 

about
 

the
 

recommendation
 

system
 

datasets

数据集 用户数 项目数 评分数 稀疏度 / % 评分范围

ml-la 610 9
 

724 100
 

836 98. 30 [0,
 

5]

filmtrust 1
 

508 2
 

071 35
 

497 98. 86 [0,
 

5]

A-Digital-Music 1
 

000 4
 

796 11
 

677 99. 90 [0,
 

5]

　 　 在推荐系统中,通常使用均方根误差 ( Root
 

Mean
 

Squared
 

Error, RMSE) 和平均绝对误差(Mean
 

Absolute
 

Error, MAE) 来衡量预测模型在测试集上

的性能。 RMSE 的计算公式为:

RMSE =
∑

( i,j)∈Ωtest

( rij - r̂ij) 2

| Ωtest |
(10)
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　 　 其中, r̂ij 表示预测的评分, rij 表示实际评分。
Ωtest 表示测试集中已评分元素的指标集。 MAE 的计

算公式为:

MAE =
∑

( i,
 

j)∈Ωtest

| rij - r̂ij |

| Ωtest |
 

(11)

　 　 RMSE 和 MAE 值越小,预测性能越好。
3. 2　 模型参数设置

对于 MC-BPAM 模型,在集合{3,5,7,9,11}中

调整最佳的最近邻用户的数量;以 0. 2 的间隔测试

了从 0 到 2 之间的注意力比率 α。 将所提出的模型

与以下 5 种模型进行比较。
(1) 概 率 矩 阵 分 解 ( Probabilistic

 

Matrix
 

Factorization,PMF)。 是一种经典的概率算法,只考

虑潜在因素,并使用矩阵分解来建立用户和项目之

间的双线性关系[22] 。
(2) 深度矩阵分解( Deep

 

Matrix
 

Factorization,
DMF)。 将矩阵分解中的线性嵌入操作替换为双路

径神经网络[23] 。
(3)深度协同过滤(Deep

 

Collaborative
 

Filtering,
DeepCF)。 将表示学习与匹配函数学习结合到协同

过滤方法中, 以捕获用户和项目之间的低阶关

系[24] 。
( 4 ) 宽 度 协 同 过 滤 ( Broad

 

Collaborative
 

Filtering,BroadCF)。 将用户项目评分数据输送到宽

度学习系统(Broad
 

Learning
 

System,BLS) [25] 。
(5)BPAM。 引入了全局注意力矩阵,考虑了目

标用户对其最近邻用户集的全局影响[26] 。
本文对上述 5 种模型的参数进行优化调整。 对

于 PMF 模型,设置用户和项目的因子数均为 30,用
户和项目的正则化参数分别为 0. 001 和 0. 000

 

1。
对于 DMF 模型,设置批量大小为 256,学习率为

0. 000
 

1。 对于 DeepCF 模型,设置表示学习部分的

多层感知器的大小为[512,256,128,64],批量大小

和学习率与 DMF 的设置相同。 在 BroadCF 模型中,
设置最近邻的用户和项目数均为 5,映射的特征组

和增强特征组的数量均为 25,映射特征维度和增强

特征维度均为 10。 对于 BPAM 模型,在集合{3,5,
7,9}中选择最佳的最近邻用户的数量。 所有实验

都是在 Python 中实现的。
3. 3　 实验结果比较

对于所有数据集,将 MC-BPAM 与现有的最新

模型作比较,每个模型运行 20 次,求得平均结果。
表 2 和表 3 分别比较了不同模型的 RMSE 和 MAE,

其中最佳结果以粗体显示。
实验结果表明,与 PMF 相比, MC - BPAM 在

RMSE 和 MAE 方面至少改进了 74. 63%和 59. 08%,
性能提升相对显著。 主要原因可能是 PMF 仅捕捉

线性潜在因素,即用户和项目之间的线性关系;而
MC-BPAM 利用了矩阵补全算法,缓解了数据的稀

疏性,且所使用的 BP 神经网络能捕捉目标用户和

其近邻之间的非线性关系。 与 DMF 和 DeepCF 两

种基于深度神经网络(Deep
 

Neural
 

Networks,DNN)
的算法相比,MC-BPAM 在 RMSE 和 MAE 方面至少

提升了 78. 5%和 83. 76%,改善效果更加显著。 尽

管基于 DNN 的算法和 MC-BPAM 都能够捕捉用户

和项目之间的非线性关系,但前者容易受过拟合问

题的影响。 与 BroadCF 和 BPAM 相比,MC -BPAM
的 RMSE和MAE 至少提升了 15. 31%和 0. 63%。 综

上,实验结果证实了所提出的 MC-BPAM 在 3 个数

据集上的有效性和优越性。

表 2　 不同模型的 RMSE 值比较

Table
 

2　 Comparison
 

of
 

RMSE
 

values
 

for
 

different
 

models

模型 ml-la filmtrust A-Digital-Music

PMF 1. 152
 

1 1. 139
 

2 2. 156
 

0

DMF 1. 190
 

8 1. 211
 

6 2. 262
 

4

DeepCF 1. 846
 

1 1. 648
 

2 2. 091
 

3

BroadCF 0. 816
 

5 0. 919
 

2 0. 727
 

8

BPAM 0. 968
 

3 0. 856
 

3 1. 120
 

6

MC-BPAM 0. 405
 

8 0. 269
 

5 0. 574
 

7

表 3　 不同模型的 MAE 值比较

Table
 

3　 Comparison
 

of
 

MAE
 

values
 

for
 

different
 

models

模型 ml-la filmtrust A-Digital-Music

PMF 0. 802
 

7 0. 915
 

8 1. 485
 

6

DMF 1. 049
 

5 1. 169
 

2 1. 942
 

1

DeepCF 1. 658
 

7 1. 528
 

3 1. 867
 

2

BroadCF 0. 516
 

2 0. 605
 

6 0. 352
 

2

BPAM 0. 766
 

4 0. 676
 

4 0. 825
 

3

MC-BPAM 0. 211
 

9 0. 180
 

4 0. 345
 

9

3. 4　 不同超参数对 MC-BPAM 的影响

以 RMSE和MAE为评价指标,在 ml-la、filmtrust
和 A - Digital - Music 数据集上比较不同超参数对

MC-BPAM 的推荐性能的影响。
3. 4. 1　 最近邻用户的数量

本节分析最近邻用户的数量 k 对 MC-BPAM 的

推荐性能的影响。 设置 k ∈ {3,5,7,9,11}, 图 3 报

告了 MC-BPAM 的 RMSE 和 MAE。 观察图 3 可以
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看出:较小的 k 值具有较大的误差,而较大的 k 值往

往有助于提高预测性能;但当 k 值过大时,预测性能

会略有下降。 这可能是因为过多的近邻数目错误地

引入了更多的噪声,从而导致过拟合的发生。 从评

价误差来看,ml-la 和 A-Digital-Music 的最佳 k 值

为 7,
 

filmtrust 的最佳 k 值为 9。 考虑到运行效率和

精度之间的权衡,本文根据上述结果设置参数 k。
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图 3　 不同 k 值下的 RMSE 和 MAE 值

Fig. 3　 RMSE
 

and
 

MAE
 

values
 

under
 

different
 

k
 

values

3. 4. 2　 注意力比率

除了最近邻用户数 k 之外,注意力比率 α 的选

择也是影响推荐性能的关键因素。 取注意力比率

α ∈ {0,0. 2,0. 4,…,1. 8,2. 0}, 计算 MC-BPAM 的

RMSE 和MAE值。 当 α = 0 时,所提出的 MC-BPAM
模型不考虑目标的最近邻用户的全局影响。 在 3 个

数据集上运行 20 次实验,平均后的结果如图 4 所

示。 从图 4 可以看出, ml - la 的最佳 α 值为 0. 8,
filmtrust 的最佳 α 值为 0. 6,A-Digital-Music 的最佳

α 值为 0. 4,且性能显著优于 α = 0 时的预测结果,即
注意力能够提高模型的性能。 较大的 α往往产生较

差的预测性能,这可能是模型过度关注近邻用户所

致。 在 3 个数据集上,本文根据上述结果设置注意

力比率 α。
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图 4　 不同注意力比率 α下的预测误差

Fig. 4　 Prediction
 

errors
 

under
 

different
 

attention
 

ratios
 

α

4　 结束语

本文提出了一种基于矩阵补全的 BP 神经网络

推荐算法 MC -BPAM,该算法融合了注意力机制。
在 MC-BPAM 算法中,先利用最小化核范数模型对

原始用户-项目矩阵中的未知元素进行补全,得到

完整的评分矩阵;再通过 BP 神经网络学习目标用

户与其近邻之间的复杂关系。 与 DNN 相比,浅层的

BP 神经网络不仅可以降低计算和存储成本,还可以

防止由于评分数量少而导致的模型过拟合。 此外,
所提模型引入了注意力机制,以获取用户影响其最

近邻用户集的全局注意力。 最后,在 3 个数据集上

进行了实验,结果表明所提出的 MC-BPAM 算法比

单一的 BPAM 算法具有更好的推荐效果。 本文仅

根据用户对项目的评分进行推荐,评分数据中的项

目信息、浏览时间和社交网络等辅助内容对推荐性

能也有影响。 因此,在今后的研究中可以把上述相

关信息融入到推荐模型中,以提高用户满意度和推

荐性能。
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