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基于随机游走的级联网络社区发现算法

王　 亮， 杨海陆， 陈德运
（哈尔滨理工大学 计算机科学与技术学院， 哈尔滨 １５００８０）

摘　 要： 随着 Ｗｅｂ ２．０ 的不断推广以及社交应用的不断普及，在线社交网络结构分析得到了各领域学者的广泛关注。 社区是

网络中内嵌的密集群组，保证了社区内部用户的强相关性和一致性，因此广泛应用于病毒防护、商品推荐等现实系统。 本文

提出一种基于随机游走的级联网络社区发现算法，主要解决非直连节点间的相似性度量问题。 提出一种基于 ２－ｈｏｐ 随机游

走的局部可达性计算方法，通过对游走终点一致的节点进行层次聚类，社区结构可在较短的时间内迭代生成。 实验结果表

明，本方法在级联网络社区发现中具有较高的性能和效率，对星形社区具有较高的匹配性。
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０　 引　 言

随着 ５Ｇ 技术的不断推广以及“互联网＋”战略

的积极部署，微信、微博等社交网络早已融入人们的

日常生活及学习之中。 更多的人选择在社交网络进

行交流、发表观点，社交网络早已成为现实世界在网

络空间的真实缩影，社交网络结构分析也因此成为

各学科领域的研究热点和学术前沿问题。
社区结构（Ｃｏｍｍｕｎｉｔｙ）是社交网络中的重要结

构，社区内部用户之间的链接较为紧密，社区之间的

用户链接较为稀疏。 从这一角度来看，社区结构可

以广泛应用于诸如商品推荐、病毒防护等应用系统。
例如，可以对社区内部用户推荐相似的产品，或切断

社区之间的联系降低病毒的传播范围等。 级联网络

是一种特殊的社交网络，微博网络就是典型的级联

网络，这种网络中普遍存在星形结构（形成于对高

影响力用户的大量关注），就使得社区内部节点可

能不具有直接联系，这给社区识别任务带来了极大

的挑战。
目前来看，基于随机游走的动态算法能够有效

解决这一问题，其基本原理利用了社区结构对“游
走者”的捕获作用。 当“游走者”游走到社区边缘

时，由于社区内部链接远大于社区间的链接，因此

“游走者”有极大的概率再次游走回社区内部。 由

此可见，位于相同社区的两节点，其随机游走的探测

路径应该具有较高的重叠性。 Ｒｏｓｖａｌｌ 等人［１］ 引入

一种信息论方法，揭示加权有向网络中的社区结构。
通过将网络随机游走的概率流作为真实系统中的信

息流，社区结构可以由概率流压缩生成。 Ｈｕａｎｇ 等

人［２］探讨随机游走思想在构建社区模块度函数中

的应用。 在这种方法中，模块度函数被定义为社区



引起的马尔可夫随机游走和一个零概率模型的之间

的差异。 刘阳等人［３］提出一种边权预处理方法，根
据多重随机游走对网络连接的遍历情况重新衡量网

络边权。 预处理后的边权作为网络拓扑的有效补充

信息，能够将网络结构去模糊化，从而改善现有算法

的社区发现性能。 杨海陆等人［４］设计了一种基于 ２
－ｈｏｐ 互随机游走的异质网络节点相似性度量函数，
通过将相似性函数推广到层次聚类并设计相应的相

似矩阵校准方案，异质社区识别任务可以在较短的

时间内迭代完成。 辛宇等人［５］ 提出一种改进的语

义社会网络重叠社区发现随机游走策略，以 ＬＤＡ
（Ｌａｔｅｎｔ Ｄｉｒｉｃｈｌｅｔ Ａｌｌｏｃａｔｉｏｎ）算法为基础建立语义空

间，实现节点语义信息到语义空间的量化映射。 在

后续的研究中，Ｘｉｎ 等人［６］ 提出适应性随机游走概

念，将模型推广至动态社区识别任务。 在最近的研

究中，Ｏｋｕｄａ 等人［７］ 提出了一种带约束随机行走相

似性度量方法检测图的社区结构。 其基本思想是随

机游走能够途经相似节点的起始点属于同一社区的

可能性较大。
上述方法在社区识别领域得到了普遍认可，但

忽略了以下两方面要素。 首先，没有对游走长度进

行约束，这使得“游走者”能够捕获的信息处于不确

定状态；其次，上述方法普遍拒绝“游走者”重复访

问已经通过的顶点，而这一情况在密度较高的社区

中是普遍存在的。
为了解决这一问题，提出一种基于 ２－ｈｏｐ 结构

探测的社区识别方法。 基本思路是：如果“游走者”
的起始点位于相同社区，则“游走者”能够囊括的 ２－
ｈｏｐ 探测节点集应该具有较高的重叠性。 该思想充

分考虑了节点的直接相似性和结构相似性，因此识

别出的社区结构具有一定的稳定性。
１　 定义及算法

定义 １　 级联网络是一组由节点、链接关系组

成的复杂网络模型 Ｇ ＝ ｛Ｖ，Ｅ｝， 其中 Ｖ 为网络节点

集合， Ｅ ＝ （ｖｉ，ｖｊ） ｖｉ，ｖｊ ∈ Ｖ{ } 为链接集合。
级联网络通常呈现出较强的星形特征，节点度

服从幂律分布。 微博、知乎等社交网络就是常见的

级联网络，其中用户为网络节点，用户之间的社交关

系为网络链接。
定义 ２　 级联网络社区结构被定义为一组节点

集 Ｃ ＝ ｛ｖｉ，．．．，ｖｊ｝。 识别社区的目的在于发现网络社

区集合 Ｃ ＝ ｛Ｃ１，Ｃ２，．．．，Ｃｋ｝， 满足 Ｃｉ ∩ Ｃｊ ≠ ∅，ｉ ≠
ｊ。

定义 ３　 节点 ｕ 的邻居节点 Ｎ（ｕ） 定义为：

Ｎ（ｕ） ＝ ｖ （ｕ，ｖ） ∈ Ｅ{ } ， （１）
　 　 如果节点 ｕ 和节点 ｖ 互为邻居节点，则节点 ｕ
和节点 ｖ 之间必有直接链接。

定义 ４　 随机游走。 从 Ｇ ＝ ｛Ｖ，Ｅ｝ 中的任意节

点开始，随机游走将以转移概率 Ｐ ＝ １ ／ Ｎ（ｕ） 转

移到邻居节点，直到遍历全图。
定义 ５　 节点 ｕ 的探测集合定义为节点 ｕ 能够

探测到的 ２－ｈｏｐ 随机游走节点集合，即：
ｅ（ｕ） ＝ （ｎｉ ｉ ∈ Ｎ（ｕ））；（ｎ ｊ ｊ ∈ Ｎ（ ｉ））， （２）

　 　 如果 ２ 个节点位于同一社区，由于节点之间存

在强相关性，因此以这两个节点为起始节点的随机

游走模型所探测到的终点集应具有较高的重叠性。
如图 １ 所示， 节点 ｎ１ ～ ｎ９ 的探测集合分别为：
ｅ（ｎ１）： （ｎ２， ｎ４）； （ｎ１， ｎ５）， （ｎ１， ｎ３， ｎ５） ．
ｅ（ｎ２）： （ｎ１， ｎ５）； （ｎ２， ｎ４）， （ｎ２， ｎ４， ｎ６， ｎ８） ．
ｅ（ｎ３）： （ｎ４）； （ｎ１， ｎ３， ｎ５） ．
ｅ（ｎ４）： （ｎ１， ｎ３， ｎ５）； （ｎ２， ｎ４）， （ｎ４）， （ｎ２，

ｎ４， ｎ６， ｎ８） ．
ｅ（ｎ５）： （ｎ２， ｎ４， ｎ６， ｎ８）； （ｎ１， ｎ５）， （ｎ１， ｎ３，

ｎ５）， （ｎ５， ｎ７， ｎ９）， （ｎ５， ｎ９） ．
ｅ（ｎ６）： （ｎ５， ｎ７， ｎ９）； （ｎ２， ｎ４， ｎ６， ｎ８）， （ｎ６），

（ｎ６， ｎ８） ．
ｅ（ｎ７）： （ｎ６）； （ｎ５， ｎ７， ｎ９） ．
ｅ（ｎ８）： （ｎ５， ｎ９）； （ｎ２， ｎ４， ｎ６， ｎ８）， （ｎ６， ｎ８） ．
ｅ（ｎ９）： （ｎ６， ｎ８）； （ｎ５， ｎ７， ｎ９）， （ｎ５， ｎ９） ．
这里，分号前半段代表以 ｕ 为起始点的 １－ｈｏｐ

探测节点，记为 ｅ１（ｕ） ；后半段代表 ２－ｈｏｐ 探测节

点，记为 ｅ２（ｕ）。 研究发现，ｎ２ 和 ｎ４ 的探测集合具有

较高的重叠性，因此相似性较高。
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图 １　 级联网络中的局部随机游走

Ｆｉｇ． １　 Ｌｏｃａｌ ｒａｎｄｏｍ ｗａｌｋ ｉｎ ｃａｓｃａｄｅ ｎｅｔｗｏｒｋ

　 　 定义 ６　 探测集重叠度。 探测集 ｅ（ｕ） 与探测

集 ｅ（ｖ） 的重叠度定义为：

Ｏ ｅ（ｕ），ｅ（ｖ）( ) ＝ ｅ（ｕ） ＋ ｅ（ｖ） － ｅ（ｕ） ∩ ｅ（ｖ）
ｅ（ｕ） ＋ ｅ（ｖ）

，

（３）

７３２第 ３ 期 王亮， 等： 基于随机游走的级联网络社区发现算法



　 　 定义 ７　 节点相似性度量函数。 对于任意节点

ｕ，ｖ ∈ Ｖ，ｕ 和 ｖ 之间的相似性定义为：

ｓｉｍ（ｕ，ｖ） ＝
Ｏ ｅ１（ｕ），ｅ１（ｖ）( ) ＋ Ｏ ｅ２（ｕ），ｅ２（ｖ）( )

２
， （４）

　 　 其中，分子部分前半式度量节点间的直接相关

性，后半式度量节点间的结构相关性。
根据式（４），可以计算出图 １ 各节点之间的相

似关系，例如：

ｓｉｍ（ｎ２，ｎ４） ＝ １
２
· ４

５
＋ １

２
·１２

１３
＝ ０．８６１ ５， （５）

ｓｉｍ（ｎ２，ｎ８） ＝ １
２
· １

２
＋ １

２
· ８

１２
＝ ０．５８３ ３． （６）

　 　 可以看出，虽然 ｎ２ 和 ｎ４ 之间没有直接链接，但
相近的游走终点增加了 ｎ２ 和 ｎ４ 位于同一社区的可

能性。 而对于 ｎ２ 和 ｎ８ 而言，虽然二者同样相邻 ２－
ｈｏｐ 距离，但将二者划为同一社区显然会降低社区

的结构稳定性。
２　 基于层次聚类的社区识别算法

本节给出基于层次聚类的社区发现算法 ＨＣＤ
（Ｈｉｅｒａｒｃｈｉｃａｌ－ｂａｓｅｄ Ｃｏｍｍｕｎｉｔｙ Ｄｅｔｅｃｔｉｏｎ）。 算法采

用贪婪思想，每次操作选取相似性最高的两个节点 ／
社区进行合并。 实现过程如算法 １ 所示。

算法 １　 基于层次聚类的社区发现算法 ＨＣＤ
输入：级联网络 Ｇ ＝ ｛Ｖ，Ｅ｝
输出：社区集合 Ｃ ＝ ｛Ｃ１，Ｃ２，．．．，Ｃｋ｝
（１）计算全局相似性度量矩阵 Ｓ；
（２）初始化 Ｃ ＝ Ｃ１，Ｃ２，．．．，Ｃｎ{ } ，Ｃ ｉ ＝ Ｖｉ{ } ；
（３）初始化 Ｃｂａｃｋ ＝ Ｃ１，Ｃ２，．．．，Ｃｎ{ } ，Ｃ ｉ ＝ Ｖｉ{ }

（４）Ｓｅｔ ｔ ＝ １；
（５）选定 Ｓａｂ 最大的社区 Ｃａ，Ｃｂ；
（６） Ｃｋ ← Ｃａ ∪ Ｃｂ；
（７） Ｃ ＝ Ｃ ＼ Ｃａ，Ｃｂ{ } ∪ Ｃｋ；
（８） Ｃｂａｃｋ ＝ Ｃｂａｃｋ ∪ Ｃｋ；
（９） Ｉｆ Ｃ ≠ １ ｔｈｅｎ
（１０）　 Ｇｏ ｔｏ ｓｔｅｐ （１７）；
（１１） Ｅｌｓｅ
（１２）　 Ｃ ｔｒｅｅ ＝ Ｃ１

ｂａｃｋ，Ｃ２
ｂａｃｋ，．．．，ＣＨ

ｂａｃｋ{ } ；
（１３）　 Ｃ ＝ ａｒｇ ｍａｘＣ∈Ｃｔｒｅｅ

ＥＱ（Ｃ）；
（１４）Ｒｅｔｕｒｎ Ｃ．
（１５）根据算法 ２ 校准矩阵 Ｓ；
（１６）删除相似性矩阵行列 ａ，ｂ 并添加行列 ｋ；
（１７）Ｓｅｔ ｔ ＝ ｔ ＋ １ ａｎｄ ｇｏ ｔｏ ｓｔｅｐ （５）．
对于算法 １，当两节点合并为社区后，其余节点

需要重新计算与该社区之间的相似关系，因此需要

校准相似性度量矩阵 Ｓ。 简单的扩展即可将节点之

间的相似性度量扩展到社区之间的相似性程度，具
体步骤如算法 ２ 所述。

算法 ２　 相似性矩阵校准算法

输入：相似性度量矩阵 Ｓ， 新生成社区 Ｃｕｖ；
输出：校准后的相似性度量矩阵 ΔＳ
（１）对于 ｅ（ｕ） 和 ｅ（ｖ）， 合并 ｅ１（ｕ） ， ｅ１（ｖ） 以

及 ｅ２（ｕ）， ｅ２（ｖ） 中的 ｕ，ｖ 后分别取并集；
（２） ｅ１（ｘ） 中同时包含 ｕ，ｖ，替换 ｕ，ｖ为 ｕｖ，删除

ｕ，ｖ 的 １－ｈｏｐ 节点集；
（３） ｅ１（ｘ） 中包含 ｕ，ｖ中的一个，替换 ｕ，ｖ为 ｕｖ；
（４） ｅ１（ｘ） 包含 ｕ，ｖ 的 １－ｈｏｐ 节点，如果 ｅ２（ｘ）

中包含 ｕ，ｖ， 删除 ｅ２（ｘ） 中的 ｕ，ｖ， 添加社区 Ｃｕｖ；
（５）与 ｕ，ｖ 距离超出 ２－ｈｏｐ 的节点不做处理；
（６）Ｒｅｔｕｒｎ．
如图 ２ 所示， 假设节点 ｎ２ 和 ｎ４ 合并为社区 Ｃ２４

可得变化后的探测集合为：
ｅ（ｎ１）： （ｎ２ ，４）； （ｎ１， ｎ３， ｎ５） ．
ｅ（ｎ２，４）： （ｎ１， ｎ３， ｎ５）； （ｎ２ ， ４）， （ｎ２ ，４）， （ｎ２，４，

ｎ６， ｎ８） ．
ｅ（ｎ３）： （ｎ２，４）； （ｎ１， ｎ３， ｎ５） ．
ｅ（ｎ５）： （ｎ２，４， ｎ６， ｎ８）； （ｎ１， ｎ３， ｎ５）， （ｎ５， ｎ７，

ｎ９）， （ｎ５， ｎ９） ．
ｅ（ｎ６）： （ｎ５， ｎ７， ｎ９）； （ｎ２，４， ｎ６， ｎ８）， （ｎ６），

（ｎ６， ｎ８） ．
ｅ（ｎ７）： （ｎ６）； （ｎ５， ｎ７， ｎ９） ．
ｅ（ｎ８）： （ｎ５， ｎ９）； （ｎ２，４， ｎ６， ｎ８）， （ｎ６， ｎ８） ．
ｅ（ｎ９）： （ｎ６， ｎ８）； （ｎ５， ｎ７， ｎ９）， （ｎ５， ｎ９） ．
此时重新计算节点间的相似性可得：

ｓｉｍ（ｎ２，４，ｎ８） ＝ １
２
· ２

５
＋ １

２
· ６

１０
＝ ０．５００ ０．（７）

略小于合并前的相似程度 ０．５８３ ３。

n7

n6

n5

n8

n9

n2,n4

n3

n1

｀ 图 ２　 基于节点合并的社区形成

Ｆｉｇ． ２　 Ｃｏｍｍｕｎｉｔｙ ｆｏｒｍａｔｉｏｎ ｂａｓｅｄ ｏｎ ｎｏｄｅ ｃｏｍｂｉｎａｔｉｏｎ

　 　 算法的迭代过程最终会生成一个层次化树，因
此为了在合适的位置进行分割以获得最优的社区结
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构，采用模块度函数度量社区质量，模块度最大的层

级即为所求。
算法 １ 在生成社区时采用 Ｃｂａｃｋ 记录生成社区，

采用 Ｃ 作为算法计数器，这种策略使得下次合并社

区时之前的合并节点仍有机会加入其它社区，因此

社区具有重叠性。 ＥＱ 函数广泛用于度量重叠社区

的质量，定义为：

ＥＱ ＝ １
Ｄ∑ｉ

∑
ｖ∈Ｃｉ，ｗ∈Ｃｉ

１
ＯｖＯｗ

Ａｖｗ －
ｄｖｄｗ

Ｄ
é

ë
ê
ê

ù

û
ú
ú ． （８）

这里 ｄｖ 为 ｖ的节点度， Ｄ ＝∑ ｖｗ
Ａｖｗ 为网络节点

的总度数； Ａｖｗ 为网络邻接矩阵中的元素； Ｏｖ 为节点

ｖ 归属的重叠社区个数； Ｃ ｉ 为网络中的第 ｉ个重叠社

区。
３　 实验结果与分析

本节给出算法在真实数据集上的运行结果。 实

验的运行环境为 Ｉｎｔｅｌ Ｐｅｎｔｉｕｍ Ｇ３２６０ ３．３ＧＨｚ 处理

器，４ ＧＢ 内存，Ｗｉｎｄｏｗｓ ７ 操作系统，采用 Ｃ＋＋与

Ｍａｔｌａｂ Ｒ２０１３ｂ 混合编程。
３．１　 人工合成网络社区识别结果

ＬＦＲ Ｂｅｎｃｈｍａｒｋ 人工合成网络在生成时会根据

规则生成 Ｇｒｏｕｎｄ － ｔｒｕｔｈ 社区（固有存在的社区结

构），因此与固有社区之间的差距越小，算法的性能

越优。 用归一化互信息度量社区划分结果 ＣＡ 与 ＣＢ

之间的差别，其定义为：

ＮＭＩ（ＣＡ，ＣＢ） ＝
Ｈ（ＣＡ） ＋ Ｈ（ＣＢ） － Ｈ（ＣＡ，ＣＢ）

Ｈ（ＣＡ）Ｈ（ＣＢ）
． （９）

其中， Ｈ（Ｃ） 表示划分 Ｃ 的香农熵，当划分 ＣＡ

与划分 ＣＢ 完全一致时 ＮＭＩ（ＣＡ，ＣＢ） ＝ １，当划分 ＣＡ

与划分 ＣＢ 完全不同时 ＮＭＩ（ＣＡ，ＣＢ） ＝ ０。
利用 ＬＦＲ－Ｂｅｎｃｈｍａｒｋ 提供的 Ｍａｔｌａｂ 数据生成

器生成了网络规模为 Ｎ ＝ １ ０００ 以及 Ｎ ＝ ５ ０００ 的复

杂网络，其中最小社区尺寸 ｃｍｉｎ ＝ １０； 最大社区尺寸

ｃｍａｘ ＝ ５０；节点的社区从属度 ｏｍ ＝ ２；混合参数为 μ ＝
０．３； 权重分配参数设为 μｗ ＝ ０．１； 社区重叠度 γ 选

取 ０～０．５。 比对算法选择了较为典型的 ６ 种社区识

别算法，分别为：ＧＮ、ＦＮ、ＬＦＭ、ＣＯＰＲＡ、ＣＰＭ 以及

ＬＰＡ。 实验结果如图 ３～图 ６ 所示。
　 　 从实验中可以看出，当 Ｎ ＝ １ ０００ 时，ＨＣＤ 方法

的 ＮＭＩ 指标接近于 ＣＯＰＲＡ 方法，略优于 ＬＰＡ 以及

ＬＦＭ，优于 ＧＮ 以及 ＦＮ。 主要原因在于 ＧＮ 和 ＦＮ 面

向非重叠社区识别，另外由于级联网络星形结构较

为丰富，因此基于模块度优化的社区识别方法性能

有所下降。

　 　 当 Ｎ ＝ ５ ０００ 时，所有算法性能均有所提升，但
总体趋势不变。 对于识别出的社区个数，当 Ｎ ＝ １
０００ 时 ＨＣＤ 与 Ｇｒｏｕｎｄ－ｔｒｕｔｈ 社区个数较为接近。 同

样满足这一情况的还有 ＣＯＰＲＡ 以及 ＬＦＭ。 在 Ｎ ＝
５ ０００时 ＣＰＭ 算法同样与 Ｇｒｏｕｎｄ－ｔｒｕｔｈ 较为接近，
一个可能的原因在于大规模网络社区粒度较低。
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图 ３　 各算法的 ＮＭＩ指标（Ｎ ＝ １ ０００）
Ｆｉｇ． ３　 Ｔｈｅ ＮＭＩ ｓｃｏｒｅ ｏｆ ｅａｃｈ ａｌｇｏｒｉｔｈｍ （Ｎ ＝ １ ０００）
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图 ４　 各算法的 ＮＭＩ指标（Ｎ ＝ ５ ０００）
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图 ５　 各算法识别社区数（Ｎ ＝ １ ０００）

Ｆｉｇ． ５　 Ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｄｅｔｅｃｔｅｄ ｃｏｍｍｕｎｉｔｉｅｓ （Ｎ ＝ １ ０００）
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图 ６　 各算法识别社区数（Ｎ ＝ ５ ０００）
Ｆｉｇ． ６　 Ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｄｅｔｅｃｔｅｄ ｃｏｍｍｕｎｉｔｉｅｓ （Ｎ ＝ ５ ０００）

３．２　 真实网络社区识别结果

本部分选择新浪微博作为实验数据。 由于新浪微

博 ＡＰＩ 存在爬取数量限制，因此使用 Ｐｙｔｈｏｎ 编写了面

向网页的微博爬虫程序，结果存于ＭｙＳＱＬ 数据库中。
收集了 ２０１８ 年 １０ 月 ～ ２０１９ 年 ９ 月共 １２ 个月

用户所发的微博帖子，选取任意网络节点作为初始

爬取节点，采用自底向上的方法爬取初始节点的 ６
层邻居结构。 向上爬取的主要原因在于大多数微博

用户的粉丝数量远远大于关注数量，因此如果向下

爬取数据，广度优先会造成过大的时间开销。 最终

爬取到的数据量较为庞大，因此过滤掉了微博数少

于 ５０ 的用户以及关注数 ／被关注数少于 ５ 的用户。
研究中关注于社区模块度以及社区个数，实验

结果如图 ７、图 ８ 所示。
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图 ７　 微博网络社区个数

Ｆｉｇ． ７　 Ｎｕｍｂｅｒ ｏｆ ｃｏｍｍｕｎｉｔｉｅｓ ｉｎ ｍｉｃｒｏ－ｂｌｏｇ ｎｅｔｗｏｒｋｓ

　 　 从实验结果来看，ＨＣＤ 算法的模块度函数略小

于 ＣＯＰＲＡ，优于其他 ５ 种方法。 原因在于微博网络

具有典型的级联特性，星形结构更加清晰，因此社区

粒度普遍较低。 ＨＣＤ 识别社区个数较少，这表明

ＨＣＤ 的局部游走策略是有效的，并且具有较高的效率。
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图 ８　 微博网络社区模块度

Ｆｉｇ． ８　 Ｍｏｄｕｌａｒｉｔｙ ｏｆ ｃｏｍｍｕｎｉｔｉｅｓ ｉｎ ｍｉｃｒｏ－ｂｌｏｇ ｎｅｔｗｏｒｋｓ

　 　 为了更清晰地给出 ＨＣＤ 算法的社区识别结果，
研究还选择了节点数较少的 Ｆｏｏｔｂａｌｌ 网络给出社区

识别结果。 如图 ９ 所示，ＨＣＤ 识别出的社区结构具有

较低的粒度，但总体来看，仍然保证了较高的紧密性。

图 ９　 Ｆｏｏｔｂａｌｌ 网络社区识别结果

Ｆｉｇ． ９　 Ｃｏｍｍｕｎｉｔｙ ｓｔｒｕｃｔｕｒｅ ｉｎ Ｆｏｏｔｂａｌｌ ｎｅｔｗｏｒｋｓ

４　 结束语

针对基于随机游走的社区识别方法无法有效识

别级联网络中的星形社区这一问题，提出一种带约束

随机游走的社区识别方法 ＨＣＤ。 首先定义了随机游

走的探测集合以及探测集重叠性度量函数，然后设计

了一种面向社区迭代的相似性度量函数以及相似性

矩阵校准方法，最后采用层次化聚类方法输出社区结

果。 在人工合成网络和真实网络上的实验结果表明，
ＨＣＤ 算法能够有效地度量非直连节点之间的相似

性，在星形社区识别中具有较高的性能和效率。
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