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基于强化学习的海克斯棋博弈算法研究与实现

张芃芃， 孟　 坤， 杨震栋
（北京信息科技大学 计算机学院， 北京 １００１９２）

摘　 要： 本文旨在研究如何将强化学习模型合理地应用在海克斯棋博弈算法中，并给出程序实现方案。 以蒙特卡洛树搜索生

成数据集训练卷积神经网络的方式，使得模型能够在不断自我对弈的过程中，修正自身选择动作的策略，更新模型参数，从而

达到提升棋力的目的。 实验结果表明，通过强化学习算法能够准确地评估海克斯棋的局面，并有效地选择有利的落子位置，
使得海克斯棋博弈系统获得高质量的决策能力。
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０　 引　 言

随着人工智能的兴起，人们对计算机博弈的研

究日趋深入，计算机博弈算法也已越来越多地被应

用在各棋种上。 海克斯棋是近年来比较流行的计算

机博弈棋种之一，现已成为中国大学生计算机博弈

大赛的竞技项目［１］。 其规则很简单：博弈的双方依

次在菱形的棋盘上落子，当任意一方最先将自己的

两条边界用己方的棋子连接起来，则该方获胜。
强化学习也称增强学习［２］，是一类在自身智能

体不断摸索和尝试的过程中，依靠环境带来的反馈

更新自身决策方式的机器学习算法。 当智能体模型

做出某种动作后产生了有利的状态，则对模型进行

奖励，反之则进行惩罚。 以此不断迭代，最终使模型

具有高质量的决策能力。 本文将强化学习模型合理

地应用在海克斯棋博弈算法中，使得模型能够通过

不断自我对弈，提升棋力。
１　 强化学习模型算法设计

海克斯棋是一种完全信息博弈，能够通过模拟

大量对局来学习优良的落子选择方法。 受 ＡｌｐｈａＧｏ

Ｆａｎ［３］和 ＡｌｐｈａＧｏ Ｚｅｒｏ［４］的算法启发，在模型的核心

部分使用价值－策略网络二合一的卷积神经网络，
使其输入原始棋盘，输出该局面输赢概率作为价值

评估，同时输出每个落子位置获胜的概率分布作为

策略评估。 首先采取随机落子的方式，使用蒙特卡

洛树搜索［５］ 生成大量对局样本，用监督学习的方

式，根据最后的胜负结果、棋面状态以及走法的模拟

来训练神经网络。 以局面最终输赢训练价值网络的

同时，用局面每个落子位置获胜频率分布训练策略

网络。 然后将这个模型加入到新建立的对手池中，
并在从对手池中随机选择一个模型和最新模型进行

对弈的过程中，同样通过蒙特卡洛树搜索模拟生成

对局，从而产生对弈数据，对神经网络进行训练。 并

在将训练完成的模型加入到对手池中后，再利用新

的模型继续模拟对弈，继而持续进行从对手池中选

择模型对弈的过程，以此迭代出一个效果最佳的模

型。
１．１　 神经网络的设计

使用神经网络的目的在于能够对于给定的海克



斯棋局面做出准确估价的同时，给出最佳的落子位

置。 因此选择多输出的卷积神经网络，使其同时具

有价值输出和策略输出。
对于一个大小为 １１×１１ 的海克斯棋局面来讲

可以抽象成一个 １１×１１×２ 的三维张量，作为模型的

输入。 其中，最低的维度用来区分棋盘上每一个位

置的落子情况。 考虑到 ３×３ 大小的卷积核刚好能

够覆盖到任何一个方向上的双桥［６］，使得神经网络

能够描述和考虑对局面影响较大的特定布局模式。
因此在样本输入网络后，首先通过一个含有 ３２ 个 ３
×３ 卷积核的卷积层，再依次通过 ２ 个含有 ６４ 个 ３×
３ 卷积核的卷积层，然后通过一个含有 ９６ 个 ３×３ 卷

积核的卷积层，接着通过含有 １２８ 个神经元的全连

接层，最后通过一个神经元输出价值评估，通过一个

含有 １２１ 个神经元的全连接层输出策略评估。 另

外，所有的卷积层均使用线性整流函数作为激活函

数，以保证在训练过程中误差反向传播的高效进行。
神经网络结构图如图 １ 所示。

Convolution1
kernal:32,3?3,stride:1
activationfunction:ReLU

Convolution2
kernal:64,3X3,stride:1
activationfunction:ReLU

Convolution3
kernal:64,3?3,stride:1
activationfunction:ReLU

Convolution4
kernal:96,3?3,stride:1
activationfunction:ReLU

Dense1
neuron:128
activationfunction:Sigmoid

Dense:2
neuron:1
Sigmoid

Dense:3
neuron:121
Softmax

1?1 1?121

11?11?2

图 １　 神经网络

Ｆｉｇ． １　 Ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

　 　 网络的训练过程使用均方差作为价值输出 Ｖ 的

损失函数 ＬＶ， 并将多分类交叉熵作为策略输出 Ｐ 的

损失函数 ＬＰ， 用 ＲＭＳｐｒｏｐ 优化器在 ２ 个输出的总损

失函数 Ｌ 上梯度下降，从而使得模型的参数 θ 收敛，
计算公式如下：

ＬＶ ＝ （Ｖ（Ｓ，θ） － ｚ） ２， （１）

ＬＰ ＝ － ∑
ａ∈Ａ

π（Ｓ，ａ）ｌｏｇ２Ｐ（Ｓ，ａ，θ）， （２）

Ｌ ＝ （１ － α）ＬＶ ＋ αＬＰ ＋ β‖θ‖２ ． （３）
　 　 其中， Ｓ 为输入的棋局状态； ｚ 是局面最终输

赢； Ａ 是对棋局所有能够触发的动作集合； ａ 是 Ａ 中

的一个元素； π 是用蒙特卡洛树搜索逼近的落子获

胜的概率分布； α为加权系数，用于调节训练时对价

值和策略的重视程度； β 是 Ｌ２ 权重正则化水平的系

数，用于防止过拟合。
１．２　 数据集的生成

用于训练网络的数据样本含有价值标签和策略

标签，其生成过程分为 ２ 种。 第一种在随机对弈的

过程中生成，第二种是在模型自我对弈的过程中生

成，２ 种生成方式在标注方法上完全相同。
对于价值标签，使用局面最终的胜负结果进行

标注，若该局面最终胜利，则将其标注为“１”，反之

则标注为“０”。
对于策略标签，则通过引入 ＵＣＢ 公式的蒙特卡

洛树搜索，即 ＵＣＴ 算法，模拟出每一个可落子位置

获胜的概率，再转化成分布得到。 对此可阐述为：首
先对于给定的局面随机选择一个未被探索过的子节

点，若所有子节点均被探索过，则根据 ＵＣＢ 公式选

择一个值最大的节点，公式如下：

ＵＣＢ ＝ Ｗ
Ｎ

＋ Ｃ ２ｌｎ Ｎ′
Ｎ

． （４）

　 　 其中， Ｎ 表示子节点访问次数； Ｎ′ 表示父节点

访问次数； Ｗ 为子节点获胜次数， Ｃ 为平衡系数，以
此调节选择当前最优和具有优势潜力节点的偏向程

度即平衡探索与利用。
接着，将选择出来的节点进行拓展，然后双方随

机落子直到对局结束。 若该对局己方胜利，则在沿

叶子节点回溯到根节点的过程中，给每个节点访问

次数加一的同时，获胜次数也加一。 反之，则仅将每

个节点的访问次数加一。 以此迭代这个过程，在模

拟大量对局后，取出根节点，将其每个子节点获胜频

率转化成分布后作为根节点局面的策略标注。
１．３　 模型的决策算法

模型的决策算法不只依赖于神经网络的输出，
而是根据蒙特卡洛树搜索算法，对给定的局面大量

模拟，每次选择节点时才使用网络的输出，计算出每

个可选择节点的有利程度，在此基础上选择最有利

的节点进行拓展。 对于每个给定的输入局面 Ｓ′， 其

在动作 ａ 执行后的局面记为 Ｓ， 则模型所输出的动

作 ａ^ 满足下式：
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ａ^ ＝ ａｒｇ ｍａｘ
ａ∈Ａ

（Ｑ（Ｓ，θ） ＋ ｕ（Ｓ′，ａ，θ））， （５）

Ｑ（Ｓ，θ） ＝ （１ － λ）Ｖ（Ｓ，θ） ＋ Ｗ（Ｓ）
Ｎ（Ｓ）

， （６）

ｕ（Ｓ′，ａ，θ） ＝ η Ｐ（Ｓ′，ａ，θ）
１ ＋ Ｎ（Ｓ′）

． （７）

　 　 其中， λ 为混合系数，用来控制网络的价值输

出和模拟胜率的选择倾向程度。 η为调节系数，用来

控制网络价值输出和策略输出对决策的影响程度。

通过计算 ａ^ 选择出最优的节点来拓展，不断模

拟后，再通过上式求出最佳动作后作为模型的输出。
模型决策的数据流图如图 ２ 所示。
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图 ２　 模型决策的数据流图
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１．４　 自我对弈的训练过程

模型决策效果的提升主要依赖于自我对弈生成

数据集来训练网络的过程，这需要维护一个对手池，
用来存放模型的历代版本。 由于不同模型仅在网络

参数上存在区别，因此在对手池中存放模型等价于

存放网络参数。 故首先将监督学习训练完成的网络

参数放入对手池中，每次从中随机选取一个网络参

数组成模型后作为最新加入对手池的网络参数所组

成模型的对手，进行多次双循环对弈，将对弈过程中

的局面用其胜负结果标注其价值，并使用蒙特卡洛

树搜索获得其策略标签。 再用新生成的数据集训练

当前的网络，以此获得新一代的网络参数，并放入对

手池中，继续自我对弈。 模型自我对弈过程的数据

流图如图 ３ 所示。
２　 系统界面及算法实现

２．１　 海克斯棋界面的实现

根据海克斯棋的规则和特点，使用 ＰｙＱｔ５ 实现

海克斯棋人机对弈软件，其界面如图 ４ 所示。 该软

件具备单步计时、输出棋谱、悔棋等常用功能，能够

轻松与博弈比赛的打谱软件对接，具有较强的可扩

展性。
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图 ３　 模型自我对弈过程的数据流图
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图 ４　 海克斯棋界面

Ｆｉｇ． ４　 ＧＵＩ ｏｆ Ｈｅｘ ｇａｍｅ

２．２　 卷积神经网络的实现

考虑到生成模型的过程中需要对卷积神经网络

进行训练，因此选择 ＴｅｎｓｏｒＦｌｏｗ 框架进行编程，并使

用 ＣＵＤＡ 和 ｃｕＤＮＮ 实现 ＧＰＵ 加速。 神经网络的

ＴｅｎｓｏｒＦｌｏｗ 实现如图 ５ 所示。
２．３　 蒙特卡洛树搜索的实现

在生成数据集和模型决策时均要使用蒙特卡洛

树搜索，二者只在每次选择节点的方式上存在区别，
因此蒙特卡洛树搜索算法的实现仅需完成树搜索的

框架，留出节点评估更改接口即可。
３　 实验结果与分析

模型的效果需要从神经网络的训练效果和模型

的对弈胜率两个角度衡量。 本实验在 Ｗｉｎｄｏｗｓ 系统

下进行，开发环境为 Ｐｙｔｈｏｎ ３．６。
神经网络的训练方面，统计监督学习过程中每

轮训练时在验证集下的损失函数和轮数的关系，并
绘制 ｌｏｓｓ 曲线，如图 ６ 所示。
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图 ５　 神经网络的 ＴｅｎｓｏｒＦｌｏｗ 实现

Ｆｉｇ． ５　 Ｉｍｐｌｅｍｅｎｔａｔｉｏｎ ｏｆ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｂｙ Ｔｅｎｓｏｒｆｌｏｗ

0.012
0.01
8e�3
6e�3
4e�3
2e�3

0

0 10 20 30 40 50 60 70 80 90 100 110
图 ６　 ｌｏｓｓ曲线
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　 　 由图 ６ 可知，神经网络的损失函数在训练到第

１００ 轮左右时已基本收敛，其值大概在 ６．５９×１０－４左

右。 经过分析后发现该训练过程较为有效。
模型的对弈方面，使用经过 １０ 次以内（含第 １０

次）自我对弈训练过的网络参数分别组成共计 １１
个强化学习模型，与仅使用 ＵＣＴ 算法下的模型分先

后手，分别对局 １０ 次。 即每个强化学习模型与 ＵＣＴ
算法模型进行 ２０ 次对局，统计胜负情况，得到强化学

习模型胜率与其网络训练次数的关系，如图 ７ 所示。
由图７可以看出，强化学习模型在自我对弈生

成数据集并训练的过程中，与ＵＣＴ算法模型对弈的

胜率具有显著提升，并在第 １０ 轮左右基本收敛。 而

且最后一次训练出来的网络参数所组成的模型在和

ＵＣＴ 算法模型对弈时，已经能够赢得 ８０％的对局。
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图 ７　 胜率与训练次数的关系
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　 　 综上可知，神经网络的训练效果和模型的对弈

胜率均说明通过强化学习算法能够准确地评估海克

斯棋的局面，并有效地选择有利的落子位置，使得海

克斯棋博弈系统具有高质量的决策能力。
４　 结束语

本文针对海克斯棋的强化学习算法展开研究，给
出强化学习模型所需要的各个组成部分的算法流程和

计算公式，包括神经网络结构，蒙特卡洛树搜索和模型

决策算法等。 最后通过实验证明强化学习模型可以通

过不断自我对弈，提升海克斯棋博弈系统的智能程度。
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