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基于 Ｓｅｑ２Ｓｅｑ 模型的命名实体识别方法

王卫红， 冯　 倩， 吕红燕， 曹玉辉
（河北经贸大学 信息技术学院， 石家庄 ０５００６１）

摘　 要： 本文针对传统命名实体识别方法中存在严重依赖大量人工特征导致文本特征表示不充分的问题，提出一种基于

Ｓｅｑ２Ｓｅｑ 模型的命名实体识别方法。 利用 ＢＲＥＴ 预训练模型动态生成字的语义向量，通过 Ｓｅｑ２Ｓｅｑ 模型中的编码器对字向量

进行编码，并引入注意力机制为词语分配权重，从而获取文本局部特征和全局特征。 最后，将得到的特征输入到解码器中，通
过 ｓｏｆｔｍａｘ 层预测序列标签。 实验结果表明，该方法在准确率、召回率与 Ｆ１ 值上均有所提升，具有良好的适用性。
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０　 引　 言

命名实体识别（ＮＥＲ）是知识图谱构建中最为

关键的一部分［１］，广泛应用于智能问答、知识管理、
语义搜索等领域中的人名、地名、组织名、时间、货币

等信息的识别。 近年来研究者将命名实体识别任务

视为序列标注问题，对序列中的每一个字标注一个

标签，并根据最终的标签判定命名实体的边界和类

型［２］。 命名实体识别任务中文本特征提取的好坏

直接影响命名实体识别的准确率，进而间接影响知

识图谱构建的质量。
随着技术的不断发展，采用端到端的神经网络

模型成为命名实体识别最主流的方法，与传统的方

法相比，该模型不依赖于人工特征和领域知识，在处

理命 名 实 体 识 别 任 务 时 表 现 出 更 好 的 效 果。
Ｓｅｑ２Ｓｅｑ 模型是 Ｇｏｏｇｌｅ 在 ２０１４ 年提出的，成功应用

于机 器 翻 译、 自 动 摘 要、 问 答 系 统 等 领 域［３］。
Ｓｅｑ２Ｓｅｑ 模型主要用来处理序列到序列的映射问

题，结构采用编码器和解码器的形式，根据具体应用

场景选择编码器端和解码器端使用的神经网络，来
获得问题的最优解。

本文提出一种基于 Ｓｅｑ２Ｓｅｑ 模型的命名实体识

别方法，该方法利用 ＢＥＲＴ 预训练模型来生成字和

词的语义向量，并在 Ｓｅｑ２Ｓｅｑ 模型中加入注意力机

制进一步获得文本的特征，从而准确的获得文本特

征，提高命名实体识别的性能。
１　 相关工作

目前，国内外学者针对命名实体识别中大量依

赖人工特征导致文本特征表示不充分的问题进行了

大量研究，包括基于机器学习的命名实体识别、基于

神经网络的命名实体识别。 例如：俞鸿魁等人提出



一种基于层叠隐马尔可夫模型的中文命名实体方

法，取得了较好的效果；张玥杰等人采用最大熵模型

融合局部和全局特征，并加入启发式规则进行优化，
得到了较好的性能；周俊生等人针对中文机构名特

点，提出一个基于层叠条件随机场模型的自动识别

算法；Ｚｈｏｕ 提出使用四种不同的特征去提高 ＨＭＭ
在 ＮＥＲ 上的性能。 这些研究大都基于统计机器学

习方法，仍然存在依赖大量人工特征，适用性差等问

题，未能充分表达文本的隐含特征。
神经网络作为一种深度学习技术具有强大的计

算能力、学习能力、特征提取能力，弱化了对人工特

征和领域知识的依赖，在序列标注任务中有强大的

优势。 如：采用条件生成式对抗网络（ ＣＧＡＮ） 中图

像概率分布的思想，设计了生成式对抗网络模型，用
于实体识别［４］；利用文本的语言结构来改进 ＢＲＮＮ－
ＣＮＮ 的命名实体识别，并采用卷积双向递归网

络［５］；一种更快的 Ｂｉ－ＬＳＴＭ ＮＥＲ 替代方案：迭代扩

张卷积神经网络（ＩＤ－ＣＮＮ），具有比传统 ＣＮＮ 更好

的性能［６］；基于 ＣｈａｒＷＮＮ 的深层神经网络，使用词

级和字符级表示［７］；针对中文词语边界问题，提出

基于深度学习框架的字词联合方法，将字特征和词

特征相结合，有效地提高了实体识别的准确率［８］；
引入基于实例的迁移学习方法，弥补了深度学习在

小数据集上的不足，取得了较好的效果［９］；Ｌａｔｔｉｃｅ
ＬＳＴＭ 网络结构，该方法将传统的 ＬＳＴＭ 单元改进为

网格 ＬＳＴＭ，在字模型的基础上显性利用词与词序

信息，避免了分词错误传递的问题［１０］；采用 ＣＲＦ 对

句子进行分词，在此基础上使用 Ｂｉ－ＬＳＴＭ 模型进行

实体识别［１１］；一种使用混合双向 ＬＳＴＭ 和 ＣＮＮ 架

构自动检测词和字符级特征的方法，提高了实体识

别性能［１２］；基于 ＢＥＲＴ－ＩＤＣＮＮ－ＣＲＦ 的中文命名实

体识别方法，具有较强的语义表达能力［１３］；基于

ＢＥＲＴ－ＢｉＬＳＴＭ－ＣＲＦ 的命名实体识别方法，增强了

字符间的推理能力［１４］；ＢＧＲＵ－ＣＲＦ 体系结构，实现

了实体消歧，提高了实体识别的性能［１５］。
上述研究从基于机器学习和神经网络两方面进

行了研究，并取得了一定的效果，但大多是都是基于

ＢｉＬＳＴＭ－ＣＲＦ 架构上的改进，具有一定的局限性。
本文提出一种基于 Ｓｅｑ２Ｓｅｑ 模型的命名实体识别方

法，该方法通过使用具有强大表义能力的 ＢＥＲＴ 预

训练模型获取文本中字的语义表示，利用 Ｓｅｑ２Ｓｅｑ
模型对文本进行特征提取，引入注意力机制来得到

文本局部特征，充分的考虑文本上下文信息，提高命

名实体识别的准确性。

２　 ＢＥＲＴ－Ｓｅｑ２Ｓｅｑ－Ａｔｔｅｎｔｉｏｎ
２．１　 模型思想

命名实体包含重要的信息，是关系抽取和事件

抽取的基础，其语义信息的表达将直接影响知识表

示的性能和知识图谱构建的质量。 传统的基于规则

和字典的方法，过度依赖于领域知识和规则的制定，
可使用性较差。 基于统计的命名实体识别模型对数

据进行概率化建模，具有良好的序列标注能力，但依

赖于特征模板，灵活性较差。 因此，针对传统的命名

实体识别方法中存在严重依赖大量人工特征导致文

本特征表示不充分的问题，采用 ＢＥＲＴ 模型训练得

到字的语义向量，将字向量输入到 Ｓｅｑ２Ｓｅｑ 模型进

行编码和解码，最后在 ｓｏｆｍａｘ 层进行序列标签

预测。
２．２　 模型架构

ＢＥＲＴ－Ｓｅｑ２Ｓｅｑ－Ａｔｔｅｎｔｉｏｎ 模型旨在解决传统的

命名实体识别方法中严重依赖大量人工特征导致文

本特征表示不充分的问题，其中采用 ＢＥＲＴ 预训练

模型获取字的语义信息量，采用 Ｓｅｑ２Ｓｅｑ 模型和注

意力机制获取文本全局特征和局部特征。
ＢＥＲＴ 模型考虑了字的局部信息与局部窗口外

字的联系，充分考虑了上下文信息，在不同语境下表

示的字向量是不一样的，具有强大的语义表达能力。
Ｓｅｑ２Ｓｅｑ 模型采用编码器和解码器的方式，其中编

码器和解码器采用 ＢｉＬＳＴＭ 网络结构，具有强大的

特征提取能力。 在编码阶段将输入序列信息压缩为

固定大小的状态向量 Ｓ，压缩过程中会有信息损失，
序列越长，对信息造成的损失就越大，因此加入注意

力机制减少信息的损失。 注意力机制是一种用来分

配有限信息处理能力的选择机制，其特点为选择性

地关注某些重要的信息，相应的忽略同一时刻接收

到的其他信息［１６］，从而可以得到文本的局部特征，
减少 Ｓｅｑ２Ｓｅｑ 模型对信息的损失。

本文提出 ＢＥＲＴ－Ｓｅｑ２Ｓｅｑ－Ａｔｔｅｎｔｉｏｎ 模型框架

如图 １ 所示。 模型框架分为三层，ＢＥＲＴ 层、编码层

和解码层。
２．２．１　 ＢＥＲＴ 层

ＢＥＲＴ 预训练语言模型采用了双向 Ｔｒａｎｓｆｏｒｍｅｒ
进行编码，预训练任务包括 Ｍａｓｋｅｄ 语言模型和

Ｎｅｘｔ Ｓｅｎｔｅｎｃｅ Ｐｒｅｄｉｃｔｉｏｎ，模型的输入是位置信息、
词、句子三种向量的叠加，充分利用了字左右两侧的

文本信息，能够动态生成字级别和词级别的语义向

量。 ＢＥＲＴ 模型输入表示如图 ２ 所示。
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图 １　 模型架构图

Ｆｉｇ． １　 Ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 ＢＥＲＴ 输入模型采用［ＣＬＳ］作为句子开始标记，
采用［ＳＥＰ］作为句子结束标记，可用于分类任务。
本文采用 ＢＥＲＴ 模型将文本中的字信息表示成向

量，其中字向量通过查询向量表得到。 首先定义一

个字典 Ｄｃ，将字向量存储在矩阵 Ｒａ× Ｄｃ ，给定一个

句子 Ｐ由 ｎ个字组成，每个字向量表示为 ｃｉ（１≤ ｉ≤
ｎ），句子向量表示为 ｐ ＝ ｃ１：ｃ２：．．．：ｃｎ[ ] 。 采用 ＢＥＲＴ
预训练模型训练文本，得到句子向量作为 Ｅｎｃｏｄｅｒ
层的输入。
２．２．２　 Ｅｎｃｏｄｅｒ 层

从图 １ 可以看出 Ｅｎｃｏｄｅｒ 层使用的是双向 ＬＳＴＭ
网络，ＬＳＴＭ 网络是为了解决传统 ＲＮＮ 中存在的梯度

消失和梯度爆炸问题而提出的一种特殊的循环神经

网络，广泛应用于自然语言理解中序列建模问题。
ＬＳＴＭ 网络包含三个门结构，分别是遗忘门、输入门和

输出门，具体计算过程，式（１） ～式（５）：

[CLS] 猫 很 可 爱 [SEP] 它 会 撒 娇 [SEP]

E[CLS] E猫 E很 E可 E爱 E[SEP] E它 E会 E撒 E娇 E[SEP]

EA EA EA EA EA EA EB EB EB EB EB

E0 E1 E2 E3 E4 E5 E7 E8 E8 E9 E10

词/字向量

句子向量

位置向量

图 ２　 ＢＥＲＴ 输入模型

Ｆｉｇ． ２　 ＢＥＲＴ ｉｎｐｕｔ ｍｏｄｅｌ

ｆｔ ＝ σ Ｗｆ· ｈｔ －１，ｃｔ[ ] ＋ ｂｆ( ) ， （１）
ｉｔ ＝ σ Ｗｉ· ｈｔ －１，ｃｔ[ ] ＋ ｂｉ( ) ． （２）

Ｃ ｔ ＝ ｆｔ∗Ｃ ｔ －１ ＋ ｉｔ∗ Ｃ ｔ

～
． （３）

ｏｔ ＝ σ Ｗｏ ｈｔ －１，ｃｔ[ ] ＋ ｂｏ( ) ． （４）
ｈｔ ＝ ｏｔ∗ｔａｎｈ Ｃ ｔ( ) ． （５）

　 　 其中， ｆｔ，ｉｔ，ｏｔ 分别为遗忘门、输入门和输出门；
Ｗｆ，Ｗｉ，Ｗｏ 为权重矩阵； ｂｆ，ｂｉ，ｂｏ 为偏置向量； ｃｔ 为 ｔ
时刻的输入； ｈｔ －１ 表示 ｔ － １时刻隐藏层输出的向量；
Ｃ ｔ －１ 表示 ｔ － １ 时刻的状态向量；σ 和 ｔａｎｈ 为不同的

神经元激活函数。
　 　 单向的 ＬＳＴＭ 网络只能获得一个方向的信息，
但在序列建模问题中需要充分利用上下文信息，因
此，本文采用了双向 ＬＳＴＭ 网络结构，进行命名实体

识别研究。 在前向网络结构中得到的隐藏节点表示

为 ｈｔ
→ ＝ ｇ ｈｔ －１，ｃｔ

→
( ) ， 在反向网络结构中得到的隐藏

节表示为 ｈｔ
→ ＝ ｇ ｈｔ －１，ｃｔ

→
( ) ， 将前向表示和反向表示

进行拼接作为最终的隐藏节点，将其表示为 ｈｔ ＝

ｈｔ
→：ｈｔ

←
[ ] 。 由于在编码阶段将输入序列信息压缩为

一个固定大小的状态向量 Ｓ，会产生信息损失，在解

码阶段可能出现信息丢失的现象。 因此，本文使用

了注意力机制来提高解码阶段的准确性。
注意力机制模拟人类视觉注意力机制，为不同

的特征赋予不同的权重，从而凸显出上下文中的关

键信息。 计算公式（６） ～公式（８）：

ｃｔ ＝ ∑
ｎ

ｔ ＝ １
ａｉｔｈｔ， （６）

ａｉｔ ＝
ｅｘｐ ｅｉｔ( )

∑
ｎ

ｋ ＝ １
ｅｘｐ ｅｉｋ( )

， （７）

ｅｉｔ ＝ ｓｃｏｒｅ（ ｓｉ －１，ｈｔ）， （８）
　 　 其中， ｃｔ 为注意力机制输出的加权求和特征向
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量； ｈｔ 为编码器网络隐藏层向量； ａｉｔ 为权重值， ｓｉ －１
为解码器网络的隐层状态向量。
２．２．３　 Ｄｅｃｏｄｅｒ 层

Ｄｅｃｏｄｅｒ 层采用的是 ＬＳＴＭ 网络结构，输入包含

ｃｔ、 隐含层的状态向量 ｓｔ 和 ｔ － １ 时刻的真实标签。
经过 ＬＳＴＭ 处理输入到 ｓｏｆｔｍａｘ 层，得到 ｙｔ，ｔ时刻第 ｉ
个样本的概率分布，计算公式（９） 和（１０）：

ｐ ｙｉ ｜ ｙ１，．．．，ｙｉ －１( ) ＝ ｆ ｙｉ －１，ｓｉ，ｃｉ( ) ， （９）
ｓｉ ＝ ｆ ｓｉ －１，ｙｉ －１，ｃｉ( ) ， （１０）

　 　 ｓｏｆｔｍａｘ 层实现对概率归一化，并输出类别，计
算公式（１１）：

ｙｔ ＝ ｓｏｆｔｍａｘ ｆ ｙｉ －１，ｓｉ，ｃｉ( )·Ｗ ＋ ｂ( ) ， （１１）
２．３　 方法步骤

本文提出的 ＢＥＲＴ－Ｓｅｑ２Ｓｅｑ－Ａｔｔｅｎｔｉｏｎ 模型主

要包括 ３ 个步骤：
（１）使用 ＢＥＲＴ 预训练模型将字转成向量形

式。
（２）采用 Ｓｅｑ２Ｓｅｑ 模型中的编码端对文本进行

特征提取，并引入注意力机制减少信息损失。
（３）采用 Ｓｅｑ２Ｓｅｑ 模型中的解码端对序列进行

解码，通过 ｓｏｆｔｍａｘ 层进行分类，得到最优序列。
ＢＥＲＴ－Ｓｅｑ２Ｓｅｑ－Ａｔｔｅｎｔｉｏｎ 算法步骤如下：
输入：训练集 ｔｒａｉｎ，测试集 ｔｅｓｔ，字向量维度 ｈ，

隐藏层节点数 ｈｉｄｄｅｎ＿ｓｉｚｅ，批次大小 ｂａｔｃｈ＿ｓｉｚｅ
输出： 准确率 Ｐ、召回率 Ｒ 和 Ｆ１ 值

（１）采用 ＢＥＲＴ 预训练模型得到字向量，存储

到字典 Ｄｃ 中；
（２）根据公式（１） ～ 公式（５）计算隐藏状态向

量；
（３）将前向和反向 ＬＳＴＭ 网络结构得到的隐藏状

态向量进行拼接，得到最终的向量表示 ｈｔ ＝ ｈｔ
→：ｈｔ

←
[ ] ；

（４）根据公式（６） ～公式（８）计算加权求和特征

向量 ｃｔ；
（５）根据公式（９）、公式（１０）计算序列概率分

布，使序列概率最大化；
（６）根据公式（１１）对概率归一化，并根据得到

的概率分类，得到最优序列标签；
（７）使用训练好的模型对测试集进行标签预

测。
３　 实验与结果分析

３．１　 实验设计

实验采用 １９９８ 年 １ 月份《人民日报》语料数据

集和 ＭＳＲＡ 语料数据集，对其中的人名（ＰＥＲ）、地
名（ＬＯＣ）和机构名（ＯＲＧ）进行识别，其中 ８０％作为

训练集，２０％作为测试集。 数据集信息统计表见

表 １。
表 １　 数据集信息统计

Ｔａｂ． １　 Ｄａｔａ ｓｅｔ ｉｎｆｏｒｍａｔｉｏｎ ｓｔａｔｉｓｔｉｃｓ

数据集 训练集 测试集

《人民日报》 １５ ８５０ ３ ９６２

ＭＳＲＡ ２３ ７００ ４ ４００

　 　 模型参数设置：ＢＥＲＴ 预训练模型采用 ＢＥＲＴ－
Ｂａｓｅ，字向量和词向量长度为 １２８，ＢｉＬＳＴＭ 隐藏层

为 １ 层，前向和后向神经元个数为 １２８，学习率为

０．００１。
３．２　 标注模型与评价指标

标注模型选用 ＢＩＥＯ，Ｂ 代表实体的开始，Ｉ 代表

实体中间的字符，Ｅ 代表实体中的最后一个字符，Ｏ
代表另一个非实体字符。

评价指标选用准确率 Ｐ、召回率 Ｒ 和 Ｆ１ 值，计
算公式（１２） ～ 公式（１４）：

Ｐ ＝ 正确识别的实体数
实际抽取的实体数

× １００％， （１２）

Ｒ ＝ 正确识别的实体数
实体总数

× １００％， （１３）

Ｆ１ ＝ ２ × Ｐ × Ｒ
Ｐ ＋ Ｒ

． （１４）

３．３　 结果分析

（１）输入字向量的语义准确度对命名实体识别

的效果存在一定的影响，本文在《人民日报》语料数

据集 上 采 取 了 三 种 向 量 表 示 方 式， 第 一 种 是

Ｗｏｒｄ２ｖｅｃ，第二种是 ＥＬＭＯ，第三种是 ＢＥＲＴ。 实验

结果见表 ２。
表 ２　 表示模型对比

Ｔａｂ． ２　 Ｍｏｄｅｌ ｃｏｍｐａｒｉｓｏｎ

模型 实体类别 Ｐ ／ ％ Ｒ ／ ％ Ｆ１ ／ ％

Ｗｏｒｄ２ｖｅｃ 人名 ９０．１８ ８７．９２ ８９．０４

地名 ８７．３７ ８９．６５ ８８．４９

机构名 ８４．７１ ８０．２４ ８２．４１

ＥＬＭＯ 人名 ９２．９６ ８９．５４ ９２．２１

地名 ９３．１５ ８８．６２ ９０．８４

机构名 ８６．９１ ８９．０７ ８８．０１

ＢＥＲＴ 人名 ９５．２４ ９３．７９ ９４．５０

地名 ９４．０７ ９２．８０ ９３．４３

机构名 ９０．５６ ９２．２８ ９１．４１

　 　 从表 ２ 可以看出使用 ＢＥＲＴ 模型得出的人名、
地名、 机 构 名 的 准 确 率、 召 回 率、 Ｆ１ 值 优 于

Ｗｏｒｄ２ｖｅｃ、ＥＬＭＯ 模型，其中人名识别率最高，机构
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名识别率最低，主要原因在于人名结构组成相对简

单，机构名存在嵌套、缩写等信息。 ＢＥＲＴ 模型相比

于 Ｗｏｒｄ２ｖｅｃ 在人名、地名、机构名上 Ｆ１ 值分别提升

了 ５．４６％、４．９４％、９％，相比于 ＥＬＭＯ 在人名、地名、
机构名上 Ｆ１ 值分别提升了 ２．２４％、２．５９％、３．４％，说
明 ＢＥＲＴ 模型可以更好地表示字或词的语义信息，
提高了命名实体识别的性能。

（２） 采用三种方法在 《人民日报》 数据集和

ＭＳＲＡ 数据集上进行了 ５０ 轮迭代， Ｆ１ 值与迭代次

数的关系如图 ３ 所示，横坐标迭代次数，纵坐标为

Ｆ１ 值。 从图 ３（ａ）可以看出在《人民日报》数据集上

三种模型在迭代 ２５ 次后达到最高的 Ｆ１ 值；从图 ３
（ｂ）在可以看出 ＭＳＲＡ 数据集上三种模型在迭代 ２０
次后达到最高的 Ｆ１ 值。 综合图 ３（ａ）和图 ３（ｂ）可以

看出 ＢＥＲＴ－Ｓｅｑ２Ｓｅｑ－Ａｔｔｅｎｔｉｏｎ 模型在两个数据上的

Ｆ１ 值均高于其他两个模型，具有较好的性能。
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（ｂ） ＮＳＤＲＡ 语料数据集

（ｂ） ＮＳＤＲＡ Ｃｏｒｐｕｓ ｄａｔａ ｓｅｔ
图 ３　 Ｆ１ 与迭代次数关系图

Ｆｉｇ． ３　 Ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ Ｆ１ ａｎｄ ｔｈｅ ｎｕｍｂｅｒ ｏｆ
ｉｔｅｒａｔｉｏｎｓ

　 　 （３）为了验证模型的有效性，将本文提出的算

法与 ＣＲＦ 模型、ＢｉＬＳＴＭ－ＣＲＦ 模型、ＬＳＴＭ－ＣＮＮｓ 模

型在两个数据集上进行对比实验，实验结果见表 ３、
表 ４。

表 ３　 《人民日报》语料数据集

Ｔａｂ． ３　 《Ｐｅｏｐｌｅ＇ｓ Ｄａｉｌｙ 》ｃｏｒｐｕｓ ｄａｔａ ｓｅｔ

模型 Ｐ ／ ％ Ｒ ／ ％ Ｆ１ ／ ％

ＣＲＦ ８６．２１ ８３．４８ ８４．８２

ＢｉＬＳＴＭ－ＣＲＦ ９１．５７ ８８．３１ ８９．９１

ＬＳＴＭ－ＣＮＮｓ ９２．０３ ９０．１６ ９１．０８

ＢＥＲＴ－Ｓｅｑ２Ｓｅｑ－Ａｔｔｅｎｔｉｏｎ ９４．６５ ９３．５８ ９４．１１

表 ４　 ＭＳＲＡ 语料数据集

Ｔａｂ． ４　 ＭＳＲＡ ｃｏｒｐｕｓ ｄａｔａ ｓｅｔ

模型 Ｐ ／ ％ Ｒ ／ ％ Ｆ１ ／ ％

ＣＲＦ ８３．１０ ８２．０９ ８２．５９

ＢｉＬＳＴＭ－ＣＲＦ ９０．７２ ８７．５０ ８９．０８

ＬＳＴＭ－ＣＮＮｓ ９１．８２ ９０．０９ ９０．９４

ＢＥＲＴ－Ｓｅｑ２Ｓｅｑ－Ａｔｔｅｎｔｉｏｎ ９４．２６ ９２．８７ ９３．５５

　 　 从表 ３ 和表 ４ 可以看出，本文提出的 ＢＥＲＴ－
Ｓｅｑ２Ｓｅｑ－Ａｔｔｅｎｔｉｏｎ 模型在准确率、召回率和 Ｆ１ 值上

均优于其他模型。 在 《人民日报》 语料数据集上

ＢｉＬＳＴＭ－ＣＲＦ 模型与 ＣＲＦ 模型相比 Ｆ１ 值提高了 ５．
０９％，说明基于神经网络的混合模型比单一模型识

别效果好，ＢＥＲＴ－Ｓｅｑ２Ｓｅｑ－Ａｔｔｅｎｔｉｏｎ 模型与 ＢｉＬＳＴＭ
－ＣＲＦ 模型相比 Ｆ１ 值提高了 ４．２％，与 ＬＳＴＭ－ＣＮＮｓ
模型相比 Ｆ１ 值提高了 ３．０３％。 在 ＭＳＲＡ 语料数据

集上 ＢｉＬＳＴＭ－ＣＲＦ 模型与 ＣＲＦ 模型相比 Ｆ１ 值提高

了 ６．４９％，ＢＥＲＴ－Ｓｅｑ２Ｓｅｑ－Ａｔｔｅｎｔｉｏｎ 模型与 ＢｉＬＳＴＭ
－ＣＲＦ 模型相比 Ｆ１ 值提高了 ４．４７％，与 ＬＳＴＭ－ＣＮＮｓ
模型相比 Ｆ１ 值提高了 ２．６１％。

由此表明，本文提出的模型可以高效的提取文

本全局特征和局部特征，并得到更为精准的语义理

解，减少了对人工特征的依赖，达到了较好的命名实

体识别效果。
４　 结束语

针对传统的命名实体识别方法中存在严重依赖

大量人工特征导致文本特征表示不充分的问题，提
出一种基于 Ｓｅｑ２Ｓｅｑ 模型的命名实体识别方法。 利

用 ＢＥＲＴ 预训练模型得到字的上下文语义向量，并
在 Ｓｅｑ２Ｓｅｑ 模型的编码阶段加入注意力机制，改善

信息压缩导致无法准确提取文本特征的问题。 通过

实验验证，该模型在一定程度上提高了命名实体识

别的效果，具有良好的适用性。 本文下一步考虑将

位置信息、词性信息融入到向量表示中，并优化神经

网络模型，提高训练效率。 其次尝试将迁移学习、对
抗神经网络等技术运用到命名实体识别任务中，提
高 ＮＥＲ 的性能。
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　 　 本文算法在 ＣＯＣＯ 数据集上的部分检测结果，
如图 ４ 所示。 从图 ４ 可以看出，本文设计的基于回

归和分类的关节点检测算法能够有效准确定关节

点，有效的识别出小尺度的关节点；同时，当关节点

密集，易出现错误关联的情况下，也取得较好的关联

效果。

图 ４　 ＣＯＣＯ 数据集检测效果图

Ｆｉｇ． ４　 ＣＯＣＯ ｄａｔａｓｅｔ ｄｅｔｅｃｔｉｏｎ ｅｆｆｅｃｔ ｍａｐ

４　 结束语

本文介绍了一种基于回归关节点偏移量与分类

热力图的多人姿态估计算法，用以解决大多 Ｂｏｔｔｏｍ－
ｕｐ的关节点检测方法识别精度低下，容易造成关

节点误判及精度受限这一问题。 首先，对于人体关

节检测，大多数算法采用回归关节点坐标或分类关

节热力图的方式，具有一定的偏差，识别率低。 本文

在此基础上，同时分类预测关节点热力图和回归关

节点坐标的 ２－Ｄ 偏移向量，以精确定位关节点位

置。 此外，使用部件关联字段对关节点进行关联，以
达到在低分辨率热力图上存储细粒度信息的能力；
最后利用 Ｈｏｐｃｒｏｆｔ－Ｃａｒｐ 算法对进行人体姿态解析，
将一个 Ｋ 分图匹配问题转变为二分图匹配，极大提

高准确率并减少了时间复杂度。
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