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基于肌肉激活度的关节运动角度分层预测

张文艳， 曹　 乐， 阚　 秀， 汪新坤， 杨　 诞

（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 针对表面肌电信号控制假肢手臂大范围关节角度预测精度低的问题，本文提出一种基于肌肉激活度的大范围关节运

动角度分层预测。 第一层使用误差反向传播网络（ＢＰＮＮ）搭建三分类器，对关节角度进行低、中、高 ３ 个级别的初步划分；第
二层使用粒子群（ＰＳＯ）算法对支持向量回归机（ＳＶＲ）算法自动寻参，并采用 ３ 个 ＰＳＯ－ＳＶＲ 模型对不同级别的关节角度进行

精确预测。 实验结果表明，该种策略下关节角度的预测值与真实值有较高的一致性，角度预测误差不超过 ７°，有助于提高仿

生假肢手臂关节活动的灵活性。
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０　 引　 言

肌电控制假肢手臂是利用表面 肌 电 信 号

（ｓＥＭＧ）作为控制信号的动力式假肢，是一种生物

电信号控制的人机协同系统。 肌电控制假肢手臂的

原理为：将上肢残疾者上肢残端肌肉的表面肌电信

号转化为假肢动作的控制源信号，进而用假肢手臂

充当失去的手臂动作。 目前对于肌电控制假肢手臂

的研究主要集中在不同肢体动作的模式分类［１］。
对肢体的运动状态，如：用力情况、运动速度、关节角

度和关节转动幅度的研究较少，但是在仿生假肢手

臂的实际应用中，仅靠模式分类的结果无法实现假

肢手臂的关节像人的上肢一样灵活。
随着智能机器人技术的不断发展，肌电信号控

制假肢手的关键问题变为使用表面肌电信号实现连

续运动的精确预测，实现假肢手臂像人的手臂一样

灵活动作。 针对提高关节灵活性，深度学习和机器

学习的方法已经应用于关节角度预测。 Ｃｌａｎｃｙ［２］ 使

用非线性动力学模型建立肌电信号和关节力矩的关

系，相比传统关节力矩估计有了实质性的改善；
Ｐａｒａｓｕｒａｍａｎ［３］使用遗传算法（ＧＡ）估计关节力矩；
Ｍｏｂａｓｓｅｒ 和 Ｅｋｌｕｎｄ［４］将快速正交搜索（ＦＯＳ）应用于

关节角度估计，其反映了 ｓＥＭＧ 和关节角度之间的

线性关系；Ｄｉｎｇ 和 Ｈａｎ［５］ 使用神经网络建立 ｓＥＭＧ
和关节运动量之间的关系。

目前的研究集中于多关节估计和闭环反馈，对
关节预测范围的研究少之又少。 在人机交互的过程

中，假肢手臂不可避免的要做关节运动范围较大的

动作，所以大范围关节角度的预测准确性对于假肢

手臂精确控制至关重要。 但角度范围增大不可避免

的会对角度拟合精度产生较大影响，如何对大范围

关节角度进行精确预测是目前研究的热点和难点。
基于上述问题，本文提出了连续关节角度分层

方案来对大范围关节角度进行预测。 第一层采用



ＢＰＮＮ 算法构建分类器，将大范围关节角度划分为 ３
个等级的小范围关节信号；第二层使用 ＳＶＲ 模型，
使用 ＰＳＯ 算法对其中高斯核函数和松弛变量自动

寻参，对小范围关节角度进行精确预测。 此方案实

现了对大范围关节角度的精确预测。

１　 系统框架

针对上肢关节角度预测准确率不高的问题，本

文提出基于肌肉激活度的分层预测方案，如图 １ 所

示。 首先，采集尺侧腕屈肌、桡侧腕屈肌、桡侧长腕

伸肌和指伸肌的表面肌电信号，并将采集到的表面

肌电信号进行预处理；其次，对处理过的表面肌电信

号计算肌肉激活度，使用 ＢＰＮＮ 分层算法将大范围

角度划分为 ３ 个小范围角度；最后，使用 ３ 个 ＰＳＯ－
ＳＶＲ 模型对关节角度进行准确预测。
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图 １　 基于肌肉激活度的分层预测方案

Ｆｉｇ． １　 Ｈｉｅｒａｒｃｈｉｃａｌ ｐｒｅｄｉｃｔｉｏｎ ｓｃｈｅｍｅ ｂａｓｅｄ ｏｎ ｍｕｓｃｌｅ ａｃｔｉｖａｔｉｏｎ

　 　 该方案适用于大范围关节角度动态预测，结合

深度学习和机器学习算法，其复杂性低、处理快速、
参数少且提取特征值较少，将粒子群算法用于模型

参数寻优，避免了人工调参耗时长、不准确的缺点。

２　 信号处理

２．１　 信号预处理

本文使用小波变换的方法进行表面肌电信号的

降噪处理。 小波变换对信号的时频域特征同时进行

局部分析，其特点为分辨率分析［６］。 小波变换法对

肌电信号进行降噪处理的原理为：通过丢弃高斯白

噪声（ＷＧＮ） ｅ（ｎ） 来抑制信号 ｓ（ｎ） 中的噪声部分，
并恢复去噪后的信号 ｆ（ｎ）， 基本模型表示为公

式（１）。
ｓ（ｎ） ＝ ｆ（ｎ） ＋ ｅ（ｎ） （１）

　 　 本文选用 ｄｂ４ 小波进行 ５ 层分解，如图 ２ 所示。
首先，通过执行小波变换分解原始信号；其次，对得

到的细节系数应用适合的阈值，并将所有系数归 ０
到其相关阈值之下；最后，基于修改后的细节系数重

构去噪后的表面肌电信号。
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图 ２　 基于小波变换的肌电信号去噪

Ｆｉｇ． ２　 Ｄｅｎｏｉｓｉｎｇ ｏｆ ＥＭＧ ｓｉｇｎａｌ ｂａｓｅｄ ｏｎ Ｗａｖｅｌｅｔ Ｔｒａｎｓｆｏｒｍ

　 　 对去噪后的表面肌电信号，首先使用截止频率

为 ３０ Ｈｚ 的四阶巴斯特沃（ｂｕｔｔｅｒ）高通滤波器去除

运动伪迹；其次，对去除运动伪迹的信号进行全波整

流，将信号取绝对值；最后，将全波整流后的信号通

过四阶巴斯特沃低通滤波器，截止频率为 ５ Ｈｚ，用
于模拟肌肉低通滤波器特性。 表面肌电信号预处理
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步骤如图 ３ 所示。

预处理后信号

小波去噪
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30Hz高通

图 ３　 预处理步骤

Ｆｉｇ． ３　 Ｐｒｅｔｒｅａｔｍｅｎｔ ｓｔｅｐｓ

２．２　 肌肉激活度

将采集到的手部力信号的最大值视为 １００％肌

肉激活度的信号，最大值定义为 ＭＶＣ，将处理过的

肌电信号除以 ＭＶＣ，得到归一化后的信号 ａ（ ｔ）。
利用信号 ａ（ ｔ） 建立神经激活模型，求解神经激

活度 ｂ（ ｔ）， 信号 ａ（ ｔ） 的长度为 ｌ，ｉ 的取值为 １ ∶ ｌ，
λ１、λ２ 为递归系数， ε 为增益系数， ｄ 为电极延迟时

间，该模型如公式（２） ～公式（５）：
λ１ ＝ Ｌ１ ＋ Ｌ２ （２）

λ２ ＝ Ｌ１∗Ｌ２ （３）
ε ＝ λ１ ＋ λ２ ＋ １．０ （４）

ｂｉ（ ｔ） ＝ ε∗ａｉ（ ｔ － ｄ） － λ１ｂｉ（ ｔ － １） － λ２ｂｉ（ ｔ － ２）
（５）

　 　 这是一个递归模型，单次的神经激活度 ｂｉ（ ｔ）
和前两次的神经激活度 ｂｉ（ ｔ － １）、λ２ ｂｉ（ ｔ － ２） 有关，
λ１ ＝ ０．５，λ２ ＝ ０．５。

建立非线性模型，根据神经激活度 ｂ（ ｔ） 求解肌

肉激活度 ｃ（ ｔ）， 肌肉激活模型如公式（６）：
ｃ（ ｔ） ＝ （ｅＣｂｉ（ ｔ） － １） ／ （ｅＣ － １） （６）

　 　 其中， Ｃ 是非线性形状系数，代表肌肉激活强

度 ｃ（ ｔ） 和神经激活强度 ｂ（ ｔ） 的非线性程度， Ｃ 的

取值为－１．５， ｃ（ ｔ） 为计算出的肌肉激活强度。 左手

和右手尺侧腕屈肌、桡侧腕屈肌、桡侧长腕伸肌和指

伸肌的肌肉激活度如图 ４ 所示。
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图 ４　 肌肉激活度

Ｆｉｇ． ４　 Ｍｕｓｃｌｅ ａｃｔｉｖａｔｉｏｎ

３　 关节角度分层预测算法

为了能够对大范围关节角度做到精准预测，使
用 ＢＰＮＮ 算法将大范围关节角度划分为小范围关节

角度。 ＢＰＮＮ 算法将大范围关节角度进行三分类，
分别为 ０° ～ ３０°，３１° ～ ６０°，６１° ～ ９０°，建立 ３ 个 ＳＶＲ
模型对小范围关节角度预测。
３．１　 ＢＰＮＮ 算法

ＢＰＮＮ 是一种信号前向传播，误差反向传播的

多层前馈神经网络［７］。 在信号前向传播中，施加的

输入信号从输入层 Ｘ 向前传播经过隐含层处理，直
到输出层 Ｙ 输出信号。 每一层神经元的状态只会

影响其连接的下一层神经元状态。 如果输出层 Ｙ

没有得到期望输出，就会进入反向传播过程，根据误

差信号调整网络各层的权值和阈值，使 ＢＰＮＮ 的实

际输出不断接近期望输出，如图 ５ 所示。
x1

x2

xn

ωij
y1

ym

ωjq

输入层 隐含层 输出层

图 ５　 ＢＰＮＮ 结构图

Ｆｉｇ． ５　 ＢＰＮＮ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 ＢＰＮＮ 在预测输出之前要进行网络训练，会产生

记忆和预测能力。 隐含层输出Ｍ通过公式（７） 计算。

Ｍ ｊ ＝ ｆ（∑
ｎ

ｉ ＝ １
（ωｉｊｘｉ － ａ ｊ）），　 ｊ ＝ １，２，…，ｌ （７）
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　 　 其中， ａ为隐含层阈值； ｌ为隐含层节点数； ｎ为

输入节点数； ωｉｊ 为输入层和隐含层之间的连接权

值； ｘ 为输入变量； ｆ 为隐含层激励函数。 本文所选

的激励函数如公式（８）：

ｆ（ｘ） ＝ １
１ ＋ ｅ －ｘ （８）

　 　 ＢＰＮＮ 的预测输出 Ｎ 计算公式（９）：

Ｎｑ ＝ ∑
ｌ

ｊ ＝ １
Ｍ ｊω ｊｑ － ｂｑ，　 ｑ ＝ １，２，…，ｍ （９）

　 　 其中，ｍ为输出节点数； ｂ为输出层阈值； ω ｊｑ 为

隐含层和输出层的连接权值； Ｍ 为隐含层输出。 网

络预测误差的计算如公式（１０）：
ｅｒｒｏｒｋ ＝ Ｙｑ － Ｎｑ，　 ｑ ＝ １，２，…，ｍ （１０）

　 　 其中， Ｙｑ 为期望输出； Ｎｑ 为网络预测输出；
ｅｒｒｏｒ 为网络预测误差。

网络连接权值 ωｉｊ 和 ω ｊｑ 更新的计算为公式

（１１）和公式（１２）：

ωｉｊ ＝ ωｉｊ ＋ ηＭ ｊ（１ － Ｍ ｊ）ｘ（ ｉ）∑
ｍ

ｋ ＝ １
ω ｊｑ ｅｒｒｏｒｋ，

　 　 　 　 　 　 　 ｉ ＝ １，２，…，ｎ； ｊ ＝ １，２，…，ｌ （１１）
ω ｊｑ ＝ ω ｊｑ ＋ ηＭ ｊ ｅｒｒｏｒｋ，　 ｊ ＝ １，２，…，ｌ； ｑ ＝ １，２，…，ｍ

（１２）
其中， ｎ 为输入层节点数， η 为学习速率。
根据预测误差 ｅｒｒｏｒ 更新隐含层节点阈值 ａ 和输

出层节点阈值 ｂ 的计算公式为公式（１３）和公式（１４）：

ａｊ ＝ ａｊ ＋ ηＭｊ（１ － Ｍｊ）∑
ｍ

ｋ ＝１
ωｊｑ ｅｒｒｏｒｋ， ｊ ＝ １，２，…，ｌ （１３）

　 　 　 ｂｑ ＝ ｂｑ ＋ ｅｒｒｏｒｋ，　 ｑ ＝ １，２，…，ｍ （１４）
　 　 ＢＰＮＮ 网络的训练过程，见表 １。

表 １　 ＢＰＮＮ 训练过程

Ｔａｂ． １　 ＢＰＮＮ ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ

网络训练步骤

Ｓｔｅｐ１：初始化网络，根据数据特征确定 ｎ、ｌ、ｍ、ωｉｊ、ωｊｑ、ａ、ｂ，确定学习速率 η 和神经元激励函数；
Ｓｔｅｐ２：根据公式（７）和公式（８）计算隐含层输出 Ｍ；
Ｓｔｅｐ３：根据公式（９）计算输出层输出 Ｎ；
Ｓｔｅｐ４：根据公式（１０）计算网络预测误差 ｅｒｒｏｒ；
Ｓｔｅｐ５：根据公式（１１）（１２）更新网络连接权值 ωｉｊ 和 ωｊｑ；
Ｓｔｅｐ６：根据公式（１３）（１４）更新网络节点阈值 ａ 和 ｂ；
Ｓｔｅｐ７：判断算法迭代是否结束，若没有结束，返回 Ｓｔｅｐ２。

　 　 ＢＰＮＮ 搭建根据系统输入输出数据的特点确定

其结构，由于以肌肉激活度为输入信号的维数为 ８，
待分类的角度信号共有 ３ 类，所以搭建的 ＢＰ 神经

网络输入层为 ８ 个节点，输出层为 ３ 个节点。 ＢＰＮＮ
的隐含层节点数会影响网络的分类准确率，隐含层

节点数太少会造成网络学习不充分，影响分类精度；
隐含层节点数太多会增加训练时间造成过拟合。 隐

含层节点数 ｌ 的选择如公式（１５）：
ｌ ＝ ｌｏｇ２ｎ （１５）

　 　 其中， ｌ 为隐含层节点数； ｎ 为输入层节点数；
ｍ 为输出层节点数； ｓ 为 ０～１０ 之间的常数。
３．２　 ＰＳＯ－ＳＶＲ 算法

本文使用 ＳＶＲ 算法对小范围关节角度进行精

确预测。 为进行小范围预测，训练 ３ 个 ＳＶＲ 模型即

０°～３０°、３１° ～６０°和 ６１° ～ ９０°，且训练数据对应的关

节角度范围与 ＢＰＮＮ 相同。 ＳＶＲ 模型中有需要手

动确定参数，但是人工调参需要大量的先验经验，容
易造成训练模型结果不佳。 为了解决人工调参的缺

点，本文引入 ＰＳＯ 算法自动寻优 ＳＶＲ 模型参数。
３．２．１　 ＳＶＲ 模型原理及训练

ＳＶＲ 是一种拟合算法，通过非线性变换将样本

映射到高维线性特征空间，并利用原始空间的核函

数代替高维空间的点积运算，最终构造变量的拟合

函数［８］。 假设数据样本空间为 ｛（ ｘ１， ｙ１），…，（ ｘｎ，
ｙｎ）｝ ⊂ Ｎ × Ｒ， 其中， ｘ 为输入； ｙ 为输出； ｎ 为训练

样本数； Ｎ 为训练样本空间。
ＳＶＲ 的研究目的是用一个函数来表示 ｘ 和 ｙ 之

间的关系，即对于给定的 ｘ 可以通过函数来预测相

应的 ｙ 值。 本文构造的拟合函数如公式（１６）：
ｆ（ｘ） ＝ ωφ（ｘ） ＋ ｂ （１６）

　 　 其中， ω为法向量； ｂ 为截距； φ（ｘ） 为 ｘ 的非线

性映射，当 ｘ 和 ｙ 之间的关系为非线性时， φ（ｘ） 可

以将 ｘ 映射到一个新的空间。 在公式（１３）中确定

回归系数 ω 和 ｂ ，这个问题可以转化为一个凸优化

问题，计算如公式（１７）：

　 　 目标函数：ｍｉｎ １
２
（ω·ω） ＋ Ｃ（∑

ｌ

ｉ ＝ １
ξ ＋ ξ∗）

　 　 约束条件：
ｙ － ω·φ（ｘ） － ｂ ≤ ε ＋ ξ
ωφ（ｘ） ＋ ｂ － ｙ ≤ ε ＋ ξ∗

ξ，ξ∗ ≥ ０

ì

î

í

ï
ï

ïï

（１７）

其中， ξ、ξ∗ 为松弛因子； φ（ｘ） 为非线性映射

函数； Ｃ 为惩罚系数； ε 为函数的拟合精度。
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引入拉格朗日乘子 αｉ，αｉ
∗，ηｉ 和 ηｉ

∗，相应的拉

格朗日方程为公式（１８）：

Ｌ（ω，ξ，ξ∗） ＝ １
２

‖ω‖２ ＋ Ｃ∑
ｎ

ｉ ＝ １
（ξ ＋ ξ∗） －

　 　 ∑
ｎ

ｉ ＝ １
αｉ ε ＋ ξ － ｙｉ ＋ ωφ（ｘ） ＋ ｂ( ) －

　 　 ∑
ｎ

ｉ ＝ １
αｉ

∗（ε ＋ ξ － ｙｉ － ωφ（ｘ） － ｂ） －

　 　 ∑
ｎ

ｉ ＝ １
（λξ ＋ λ∗ξ∗）

（１８）

根据对偶原理将原问题转化为公式（１９）：

ｍａｘ
α，α∗

｛ － １
２ ∑

ｌ

ｉ ＝ １
∑

ｌ

ｊ ＝ １
（αｉ － α∗

ｉ ）（α ｊ － α∗
ｊ ）∗Ｋ（ｘｉ，ｘ ｊ） －

　 　 ε∑
ｌ

ｉ ＝ １
（αｉ ＋ α∗

ｉ ） ＋ ∑
ｌ

ｉ ＝ １
ｙｉ（αｉ － α∗

ｉ ）｝

约束条件：

∑
ｌ

ｉ ＝ １
（αｉ － αｉ

∗） ＝ ０， ０≤ αｉ ≤ Ｃ， ０≤ α∗
ｉ ≤ Ｃ （１９）

其中， Ｋ（ｘｉ，ｘ ｊ） ＝ φ（ｘｉ ） Ｔφ（ｘ ｊ）， 本文中使用的

Ｋ（·，·） 为 ＲＢＦ 核函数。
ＳＶＲ 的最终预测模型为公式（２０）：

ｆ（ｘ） ＝ ∑
ｌ

ｉ ＝ １
（αｉ － α∗

ｉ ）Ｋ（ｘｉ，ｘ ｊ） ＋ ｂ （２０）

　 　 ＳＶＲ 中惩罚系数 Ｃ 和 ＲＢＦ 核函数的参数 γ 会

对最终的拟合效果产生较大的影响，其原因为：惩罚

系数 Ｃ 用来全衡损失和分类间隔的权重，如果选择

错误会造成硬间隔或是过拟合的情况；参数 γ 影响

高斯函数的幅宽，进而影响数据在高维空间的映射。
惩罚系数 Ｃ 和核函数参数 γ 的选取非常重要，但是

对于如何选取这两个参数却没有明确的理论依据。
３．２．２　 ＰＳＯ 模型原理及训练

基于 ＳＶＲ 参数选择不确定性的问题，本文提出

使用 ＰＳＯ 算法选取参数来改进 ＳＶＲ 模型。 ＰＳＯ 是

一种基于种群的随机搜索算法，用于解决无约束优

化问题［９］。 在粒子生成过程中，粒子根据自身的经

验以及相邻粒子的经验改变其位置。 ＰＳＯ 系统将局

部搜索方法与全局搜索策略相结合，以达到开发与

探索的平衡。 粒子的新位置和速度将用公式（２１）
和（２２）更新。
　 ｖｋ＋１ｉ ＝ ωｖｋｉ ＋ ｃ１ｒａｎｄ（ｐｂｅｓｔｋｉ － ｘｋ

ｉ ） ＋
　 　 　 　 ｃ２ｒａｎｄ（ｇｂｅｓｔｋｉ － ｘｋ

ｉ ），ｉ ＝ １，２，…，Ｎ （２１）
　 　 　 　 　 　 　 　 ｘｋ＋１

ｉ ＝ ｘｋ
ｉ ＋ ｖｋ＋１ｉ （２２）

　 　 其中， ｃ１ 和 ｃ２ 是加速度系数，分别调整最大步

径，以达到全局最佳粒子和单个最佳粒子； ｒａｎｄ 是随

机数均匀分布在［０，１］；ω是惯性重量，保持全局和局

部搜索能力的平衡； Ｎ 表示粒子数； ｋ 表示当前迭代

的次数； ｖｉ 指定粒子速度； ｘｉ 指定位置； ｐｂｅｓ ｔｉ 是粒子

局部最佳位置； ｇｂｅｓ ｔｉ 是所有粒子的全局最佳位置。
使用表 ２ 中的参数构建 ＰＳＯ 优化算法，将惩罚

系数 Ｃ 和核函数参数 γ 作为 ＰＳＯ 的两类鸟群，每次

迭代后重新更新鸟群位置，直到达到迭代次数时停

止。 使用 ＰＳＯ 优化 ＳＶＲ 的步骤见表 ３。
表 ２　 ＰＳＯ 算法参数说明

Ｔａｂ． ２　 ＰＳＯ ａｌｇｏｒｉｔｈｍ ｐａｒａｍｅｔｅｒ ｄｅｓｃｒｉｐｔｉｏｎ

参数 取值

粒子 ｘ Ｃ，γ

搜索空间维数 ｄ ２

粒子数量 Ｎ ５０

个体学习因子 ｃ１ ２

社会学习因子 ｃ２ ２

惯性因子 ω ０．５

ｒ１ ０．８

ｒ２ ０．３

迭代次数 １００

表 ３　 ＰＳＯ 优化 ＳＶＲ 步骤

Ｔａｂ． ３　 ＰＳＯ ｏｐｔｉｍｉｚａｔｉｏｎ ＳＶＲ ｓｔｅｐｓ

步骤

Ｓｔｅｐ１：初始化粒子群算法的粒子群，生成初始位置 ｘｉ 和速度 ｖｉ， 设置粒子群算法的初始参数；

Ｓｔｅｐ２：将样本序列集和样本测试集分开，寻找各自的极值 ｐｂｅｓｔｉ 和全局极值 ｇｂｅｓｔｉ；

Ｓｔｅｐ３：按照公式（２１）和公式（２２）进行迭代更新以 ｖｉ 及 ｘｉ；

Ｓｔｅｐ４：根据种群适应度值更新 ｐｂｅｓｔｉ 和 ｇｂｅｓｔｉ；
Ｓｔｅｐ５：返回全局最优参数。 该数据集所需的最优核函数是根据最优核参数对应的核函数来确定的，

在此基础上，得到了全局极值 ｇｂｅｓｔｉ 可用作 ＳＶＲ 的最优参数：惩罚系数 Ｃ 和核函数参数 γ；

Ｓｔｅｐ６：利用上一步得到的最优参数和训练样本集训练 ＳＶＲ 模型；

Ｓｔｅｐ７：使用测试样本集来评估上述训练的 ＳＶＲ 的预测性能。
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４　 实验分析

４．１　 实验数据采集

本实验选用 ５ 名男性受试者，年龄在 ２２ ～ ２６ 岁

之间，且无肌肉或神经系统疾病。 为保证实验的正

确性，５ 名受试者在正式采集数据前进行 ２ ｈ 的动作

训练，以保证受试者的动作标准，并确认 ＭＹＯ 臂环

及惯性传导单元（ＩＭＵ）佩戴于手臂正确位置。 采集

实验前，使用酒精擦拭受试者手臂对应肌肉，受试者

身体放松坐于实验台前，手肘置于实验台表面。 针

对手臂关节角度实验，本实验选取了 ４ 块肌肉进行

分析，所选肌肉分别为尺侧腕屈肌、桡侧腕屈肌、桡
侧长腕伸肌和指伸肌。 图 ６ 为受试者执行关节角度

测量的动作，每名受试者循环执行角度测试动作 ２０
次（包括 １０ 次 ０°～９０°和 １０ 次 ９０° ～０°），持续时间为

１ ｍｉｎ。 为避免持续动作造成肌肉疲劳，受试者执行

一次动作后休息 ４ ｍｉｎ，休息结束后开始下一次动作。
图 ７ 为受试者关节角度测量系统，本系统包括采集表

面肌电信号的 ＭＹＯ 臂环、采集上肢关节角度信息的

ＩＭＵ、上位机、３Ｄ 打印的圆柱体、ＦＳＲ 传感器、采集卡。

90?

0?

图 ６　 角度采集动作

Ｆｉｇ． ６　 Ａｎｇｌｅ ｃｏｌｌｅｃｔｉｏｎ ａｃｔｉｏｎ

IMU

MYO臂环

FSR传感器
圆柱体

上位机

采集卡

图 ７　 角度采集系统

Ｆｉｇ． ７　 Ａｎｇｌｅ ｃｏｌｌｅｃｔｉｏｎ ｓｙｓｔｅｍ

４．２　 关节角度分级分类结果分析

在第一层 ＢＰＮＮ 关节角度分级算法中，使用肌

肉激活度作为特征矩阵输入进 ＢＰ 神经网络，在 ３
个角度级别（０° ～ ３０°，３１° ～ ６０°，６１° ～ ９０°）中选取

２５％的数据作为训练集，另外 ７５％的数据作为测试

集，查看测试集的分类成功率，并进行 ＢＰＮＮ 关节角

度分级算法的性能测试。 为比较肌肉激活度与传统

的肌电特征值之间的差异， 选用肌电信号处理中广

泛使用的时域信号均方根值（ＲＭＳ） 做对比实验，以

肌肉激活度为特征和以 ＲＭＳ 为特征的 ＢＰＮＮ 算法

分类对比图如图 ８ 所示。 肌肉激活度和 ＲＭＳ 在

ＢＰＮＮ 分层算法中的性能表现见表 ４。
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0 100 200 300 400 500 600 700 800 900

实际测试集类别
预测测试集类别

测试集样本

BP分层算法测试集实际分类和预测分类图
3.0
2.8
2.6
2.4
2.2
2.0
1.8
1.6
1.4
1.2
1.0

类
别

标
签

（ｂ） 以 ＲＭＳ 为特征

图 ８　 ＢＰＮＮ 算法分类对比图

Ｆｉｇ． ８　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｃｏｍｐａｒｉｓｏｎ ｄｉａｇｒａｍ ｏｆ ＢＰＮＮ ａｌｇｏｒｉｔｈｍ
表 ４　 肌肉激活度和 ＲＭＳ 在 ＢＰＮＮ 分层算法中的性能表现

Ｔａｂ． ４ 　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｍｕｓｃｌｅ ａｃｔｉｖａｔｉｏｎ ａｎｄ ＲＭＳ ｉｎ ＢＰＮＮ
ｈｉｅｒａｒｃｈｉｃａｌ ａｌｇｏｒｉｔｈｍ

选用的特征 肌肉激活度 ＲＭＳ

分类正确率 ０．９３８ ９ ０．６００ ０
Ｋａｐｐａ 系数 ０．９０８ ４ ０．４００ ３
ＭａｃｒｏＦ１ ０．９３８ ５ ０．５９９ ６
时间 ２．８５３ ２５５ ｓ ２．７３４ ７０９ ｓ

４．３　 关节角度预测分析

在第二层使用 ＳＶＲ 模型对小范围关节角度进行

准确的拟合，并使用 ＰＳＯ 算法对 ＳＶＲ 模型的惩罚参

数和核函数参数进行自动寻，以此来完成对大范围关

节角度的预测。 使用 ３ 个 ＰＳＯ－ＳＶＲ 模型对小范围关

节角度进行精确预测，直接对大范围关节预测的结果

和小范围关节角度预测结果及两种处理方法的对比

结果如图 ９ 所示。 从图 ９（ａ）可以看出直接进行大范

围的关节预测时，在波谷处的拟合效果较好，但是在

较大范围中可以看出有很多采样点预测效果于实际

值相差较大；从图 ９（ｂ） ～（ｃ）可以看出相比于直接对

大范围关节角度进行拟合，将大范围关节先进行分类

再进行小范围预测的拟合结果较好，其预测关节角度

与真实关节角度的一致性更高，误差不超过 ７°。
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（ａ） 未分层预测结果图
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（ｂ） 分层预测结果图
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（ｃ） 预测结果对比图

图 ９　 预测结果图

Ｆｉｇ． ９　 Ｆｏｒｅｃａｓｔ ｒｅｓｕｌｔ ｃｈａｒｔｓ

　 　 五位受试者未分层预测和分层预测的平均性能

表现见表 ５。 从表 ５ 中可以看出，分层预测方案的

均方根误差、平均绝对误差、平均绝对百分比误差均

小于未分层预测的结果，说明分层预测方案对于角

度拟合拥有更好的精确度。

表 ５　 未分层预测和分层预测的性能表现

Ｔａｂ． ５　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｎｏｎ－ｓｔｒａｔｉｆｉｅｄ ｐｒｅｄｉｃｔｉｏｎ ａｎｄ ｓｔｒａｔｉｆｉｅｄ ｐｒｅｄｉｃｔｉｏｎ

选用策略
均方根误差
（ＲＭＳＥ）

平均绝对
误差（ＭＡＥ）

平均绝对百分比
误差（ＭＡＰＥ） ／ ％

未分层预测 ８．９２３ ７５ ０．３１２ １２ ３．９６
分层预测 ０．０９８ ７３ ０．００１ ９２ ０．５９
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