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摘　 要:
 

商品退货是影响在线快时尚运营绩效的重要因素,有效识别退货的重要因素、预测退货行为对提高在线快时尚业的

运营绩效有重要意义。 本研究基于真实在线快时尚商品退货数据,对比了 7 个应用机器学习模型的预测表现,包括决策树、随
机森林、梯度提升决策树、轻量级梯度提升机、极端梯度提升和分类特征支持的梯度提升 6 个基础模型和一个堆叠模型,并对

6 个基础预测模型中的特征重要性进行比较,以识别影响退货的重要变量。 通过 6 个评价指标来评估 7 个模型的退货预测的

表现,结果表明影响产品退货的最重要的 3 个因素,即订单总花销、推荐购买价格和付款方式;分类特征支持的梯度提升模型

的综合预测表现优于其他 5 个基础模型,更加适用于识别在线快时尚商品的退货预测;而 Stacking 组合堆叠模型在该数据集

中并没有进一步提高预测的精度。
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Abstract:
 

Merchandise
 

returns
 

are
 

an
 

important
 

factor
 

that
 

affects
 

the
 

operational
 

performance
 

of
 

online
 

fast
 

fashion.
 

Effectively
 

identifying
 

important
 

factors
 

affecting
 

returns
 

and
 

predicting
 

return
 

behavior
 

are
 

important
 

to
 

improve
 

the
 

operational
 

performance
 

of
 

the
 

online
 

fast
 

fashion
 

industry.
 

Based
 

on
 

real
 

online
 

fast
 

fashion
 

merchandise
 

return
 

data,
 

this
 

study
 

applies
 

machine
 

learning
 

models
 

to
 

compare
 

the
 

predictive
 

performance
 

of
 

seven
 

models,
 

including
 

this
 

study
 

compares
 

the
 

prediction
 

performance
 

of
 

seven
 

models,
 

including
 

six
 

base
 

models
 

of
 

Decision
 

Tree,
 

Random
 

Forest,
 

Gradient
 

Boosting
 

Decision
 

Tree,
 

LightGBM,
 

XGBoost
 

and
 

CatBoost
 

and
 

a
 

stacking
 

model,
 

and
 

compares
 

the
 

importance
 

of
 

features
 

in
 

the
 

six
 

base
 

prediction
 

models
 

to
 

identify
 

the
 

important
 

variables. The
 

performance
 

of
 

the
 

seven
 

models
 

for
 

return
 

prediction
 

is
 

evaluated
 

by
 

six
 

evaluation
 

metrics.
 

The
 

results
 

show
 

that
 

the
 

three
 

most
 

important
 

factors
 

affecting
 

product
 

returns,
 

i. e. ,
 

total
 

order
 

spend,
 

recommended
 

purchase
 

price,
 

and
 

payment
 

method;
 

the
 

combined
 

prediction
 

performance
 

of
 

the
 

CatBoost
 

model
 

outperforms
 

the
 

other
 

five
 

base
 

models
 

and
 

is
 

more
 

suitable
 

for
 

identifying
 

return
 

predictions
 

for
 

online
 

fast
 

fashion
 

items;
 

and
 

the
 

Stacking
 

combination
 

model
 

does
 

not
 

further
 

improve
 

the
 

prediction
 

accuracy
 

in
 

this
 

dataset.
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0　 引　 言

随着消费者需求的不断升级,进而推动了全球

服装零售业规模的不断壮大。 在人们实现购物简单

化和多样化的同时,也给零售商增加了多样化的收

入渠道。 而电子商务退货是网上购物过程中一个正

常的、不可预期的部分。 如果网站上的商品与实际

收到的商品不符,消费者会根据商家的退货策略进

行退货[1] 。 美国零售协会(NRF)估计,电商产品的

退货率比实体店高两到三倍。 对于专门从事快时尚

的在线零售商来说,通常有超过 50%的商品购买后

会被顾客退货,大量的退货给在线零售商带来额外

的运输、整理和检查成本,对其经营绩效产生巨大影

响。



成功而实用的策略应该侧重于在交易发生之前

识别具有极高退货率的商品[2] 。 Hess 等[3] 是最早

研究商品退货的,并为服装零售商提供了预测退货

时 间 的 模 型; Ma 等[4] 提 出 了 自 回 归 类 型

(Autoregressive-type) 的统计模型来预测退货数量

和时间;Dzyabura 等[5]提出梯度增强回归树模型,利
用图 像 处 理 技 术 来 精 确 预 测 产 品 的 回 报 率;
Tüylü 等[6]专注于客户偏好的产品的退货问题,采
用 EML 方法中的堆叠和投票模型更准确地预测产

品退货。
本文基于一个在线快时尚零售商两年的商品交

易和退货大数据,运用多种机器学习模型,分析对退

货预测产生影响的重要特征变量,并对比各个机器

学习模型的预测精度;从订单属性(如:购买方式、
购买总数量)、商品属性(如:颜色、尺寸)和顾客属

性(如:顾客平均消费、顾客购买数量)3 个角度构建

预测特征变量, 选取了决策树 ( DT)、 随机森林

(RF)、梯度提升决策树( GBDT)、轻量级梯度提升

机(LightGBM)、极端梯度提升( XGBoost)以及分类

特征支持的梯度提升( CatBoost) 6 个基础模型和一

个堆叠(Stacking)模型进行分析和预测。 为了对预

测的精度进行严格的评估,本文选取了多个绩效指

标,包括准确性、精确率、召回率、 F1 值、ROC 曲线

下面积(AUC) 和精确召回面积(AUCPR) 指数。 本

文的研究有助于更好地理解影响快时尚零售业中顾

客退货行为,通过准确预测退货为企业的退货策略

改进和退货运营调度计划提供依据。

1　 模型框架

本文选取了 6 个基础模型即 DT、 RF、 GBDT、
LightGBM、XGBoost 和 CatBoost,通过贝叶斯优化方

法对 6 个基础模型进行调参,运用五折交叉验证方

法建立 Stacking 组合预测模型,最终通过计算 6 个

性能指标即准确率、精确率、召回率、 F1 值、AUC 及

AUCPR 对 7 个模型进行比较。
1. 1　 预测因子

本文从原始数据中提取出了 22 个预测变量,可
分为 3 个类别,包括订单属性、商品属性和客户属

性。 在订单属性中包括订单花销、购买方式等;产品

属性中包括商品尺寸、商品颜色等,两者都包含了 9
个预测变量;顾客属性中包括顾客购买数量、顾客平

均花销、顾客购买频次和顾客花销 4 个预测变量;产
品退货预测的特征变量详细描述见表 1。

表 1　 产品退货预测的特征变量

Table
 

1　 Characteristic
 

variables
 

for
 

product
 

return
 

forecasting

类别 属性 特征数量

订单属性 购买方式 10

设备编号 5

是否使用优惠卷 2

购买星期 1

购买月份 1

订单购买数量 1

订单折扣 1

优惠卷价值 1

订单花销 1

商品属性 商品颜色 642

商品产品组 32

商品尺寸 29

颜色流行度 3

推荐购买价格 1

商品总价值 1

商品单价 1

商品折扣 1

商品购买数量 1

顾客属性 顾客平均花销 1

顾客购买频率 1

顾客花销 1

顾客购买数量 1

1. 2　 预测模型
 

本研究选取 7 个机器学习模型对快时尚在线零

售的退货预测问题进行研究,包括 6 个基本预测模

型和一个组合预测模型。
(1)决策树( DT)通过建立一个二叉树对数据

进行分类的概率分析模型[7] ;
(2)随机森林( RF)采用装袋法将多个基础分

类器与均匀分布的权重相结合,以提高单个决策树

的预测性能[8] ;随机森林是树预测器的集成,每棵

树都依赖于独立采样的随机向量的值,所有树都有

一样的分布[9] ;
(3)梯度提升决策树(Gradient

 

Boosting
 

Decision
 

Tree,GBDT)最早由 Friedman[10] 在 2001 年提出,采
用加法模型,以决策回归树为基学习器进行线性组

合与前向分布计算,迭代训练而构成的一种集成学

习模型;
(4)LightGBM、XGBoost 和 CatBoost 模型

LightGBM、XGBoost 和 CatBoost 模型都是基于

梯度提升决策树模型的开源机器学习模型,被广泛
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应用于分类和回归问题,都采用类似的迭代决策树

生成方法,通过多次迭代不断优化模型的性能[11] 。
LightGBM 模型是由微软开发的一种快速高效

的 GBDT 模型,具有很高的训练和预测速度,并且能

够处理大规模数据集,采用了一些独特的策略来降

低内存消耗,提高训练速度,例如直方图算法策略、
带深度限制的叶子分裂策略和互斥特征捆绑策略

等。
XGBoost 模型是由 Chen 等[12]在 2014 年创立的

GBDT 模型,也是目前最流行的 GBDT 模型之一,支
持多种语言实现,包括 Python,

 

R,
 

C++等,并且具有

很高的可扩展性和鲁棒性。 XGBoost 采用了一些独

特的算法来提高模型的性能,例如贪心算法、正则化

项算法等。
CatBoost 模型是由 Yandex 公司[13] 开发的基于

GBDT 模型的机器学习模型,采用排序提升算法

(Ordered
 

Boosting),有效减少了过拟合、梯度偏差和

预测偏移等问题, 从而提升训练和预测速度。
CatBoost 还能自动处理类别特征或文本特征,并自

动进行独热编码,能够有效地管理和利用内存,而无

需显著增加系统资源。
(5)Stacking 模型

Stacking 模型的基本思路是预测多个基模型,
然后将基模型的输出数据合并到元模型中,然后用

元模型进行预测,输出预测结果[14] 。 Stacking 模型

主要有两层,第一层由多个基模型组成,该层每一个

基模型使用的数据均是来自原始的数据集;第二层

则为元模型,通常选择较为简单的模型,元模型中训

练数据是来自第一层每一个基模型对原始训练数据

进行 k 折交叉验证得到的预测数据拼接而成的数据

集,测试数据是每一个基模型对原始的测试集进行

预测得到的预测结果取均值并拼接而成的数据

集[15] 。 Stacking 模型目的是将强大而多样的学习者

群体融合在一起,本文利用 6 个基础模型作为基模

型,逻辑回归作为元模型,对模型进行融合。
本文采取贝叶斯优化方法对各个基模型的超参

数进行选择。 贝叶斯优化是一种通过构建目标函数

的后验分布来进行优化的方法,其基本思想是将超

参数看作概率分布中的随机变量,并通过已知观察

结果对该分布进行更新,从而缩小猜测范围,找到最

优解。 本文将训练集的样本按照 80%和 20%的比

例进行进一步分割,形成训练集和验证集,并通过验

证集进行超参数的优化。

2　 实验

实验评估的目的是探究影响该在线快时尚零售

业的商品退货的重要因素,以及探究最适用于预测

退货的模型。 为了实现这一目标,首先计算出 6 个

基本模型中每个预测因子的特征重要性;其次,使用

6 个性能指标来评估 6 个基本模型和一个 Stacking
组合模型获得的性能。
2. 1　 数据样本

本文的实验数据来源于德国一家在线快时尚零

售商从 2014 年 1 月至 2015 年 12 月的历史交易和

退货记录。 在原数据集中,2014 年至 2015 年一共

有 2
 

666
 

263 条商品交易数据。 把“购买数量大于

零”以及“购买数量大于等于退货数量”作为筛选条

件,过滤了少量无效样本数据, 剩余数据共有

2
 

627
 

927 条。 本文将 2014 年 1 月至 2015 年 9 月

的数据作为训练集,2015 年 10 月至 2015 年 12 月的

数据作为测试集进行实验。
2. 2　 特征重要性

特征重要性是一个衡量每个输入特征对模型预

测结果贡献的指标,即某个特征上的微小变化如何

改变预测结果。 利用 6 个模型对数据进行了自变量

重要性分析,特征重要性分布的箱形图如图 1 所示。

订单总花销
订单购买数量
推荐购买价格

支付方式
商品总价值

商品单价
商品产品组

客户花销
商品折扣
商品尺寸

客户平均花销
客户购买总数量

商品颜色
客户购买频率

订单折扣
是否使用优惠卷

购买月份
优惠卷价值

购买星期
颜色流行度

设备编号
商品购买数量

相关重要性

0 0.1 0.2 0.3 0.4 0.5

图 1　 6 个基础模型的特征重要性分布的箱形图

Fig.
 

1　 Box
 

plot
 

of
 

feature
 

importance
 

distribution
 

for
 

the
 

six
 

base
 

models

　 　 综合所建立的 6 个基础模型的特征重要性的排

序得出,订单花销、推荐购买价格和付款方式是最重

要的影响因子;较重要的是商品的颜色和订单的购

09 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　
 

　
 

　 　
 

　
 

　 　 　 　 　 第 14 卷　



买数量。 由此表明,订单属性和商品属性对该数据

集的预测贡献率相对较大,为影响该快时尚商品退

货率的影响因素。
2. 3　 模型性能评价

本文将 7 个分类模型进行对比实验, 利用混淆

矩阵得到准确率(Accuracy)、精确率(Precision)、召
回率(Recall)、F1 值(F1 - Score)、AUC以及 AUCPR

 

6 个指标值, 基础模型和堆叠模型在训练集和测试

集上的性能比较的结果如图 2 所示。

DT RF GBDTLightGBM XGBoostCatBoostStacking
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Test
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DT RF GBDTLightGBM XGBoostCatBoostStacking
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DT RF GBDTLightGBM XGBoostCatBoostStacking
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图 2　 基础模型和堆叠模型在训练集和测试集上的性能比较

Fig.
 

2　 Performance
 

comparison
 

of
 

the
 

base
 

models
 

and
 

the
 

Stacking
 

model
 

on
 

the
 

training
 

and
 

testing
 

sets

　 　 综合 7 个模型在 6 个性能指标上的预测表现得

出:即使训练集中 GBDT 模型的性能表现为最优,但
是在测试集中,Catboost 模型优于其他 6 个分类模

型。 分别观测 6 个性能指标的折线图,在准确率、精
确率、 AUC 值和 AUCPR 值上的 CatBoost 模型是性

能表现均优于其他模型,特别是在精确率上表现尤

为突出;LightGBM、XGBoost 和 Stacking 模型的综合

预测能力基本持平;决策树模型最差;在准确率、 F1
值、AUC 值和 AUCPR 值的折线图中,7 个模型的预

测性能趋势较为相似;在召回率的折线图中,随机森

林模型表现最好。
通过比较 6 个基础预测模型和一个组合预测模

型的 6 个性能指标,综合预测结果得出 CatBoost 模
型具有较强的泛化能力和较高的预测精度,最适用

于预测该服装销售商店的退货预测。

3　 结束语

准确预测客户是否退货且分析客户退货的关键

影响因素能有效提高客户服务质量和效率。 本文建

立了 7 个机器学习算法模型来预测德国一家在线快

时尚零售商店的商品退货概率,主要目的是探究影

响快时尚零售业商品退货的重要变量;建立 6 个基

础模型及一个堆叠模型,通过 6 个评判指标识别最

优的预测模型。
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研究表明,对于该快时尚商品退货的影响因素

而言,最重要的 3 个因素为订单总花销、商品价格和

付款方式。 在所构建的 6 个基础模型中,Catboost
模型的综合预测表现最优,具有较强的泛化能力和

较高的预测精度,最适用于预测该时装销售商店的

退货预测;Satcking 组合预测模型并没有进一步提

高预测精度。
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