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摘　 要:
 

行车故障调查单是对行车故障诊断过程的文本记录,基于这些历史记录构建知识图谱可以更好地支持行车故障诊断

智能化。 由于该语料具有实体嵌套、实体跨度大、关系重叠等特点,传统的命名实体识别和关系抽取模型难以对其进行有效

的知识抽取。 针对语料中存在的实体嵌套和长实体识别问题,本文提出了一种融合强化学习的机器阅读理解模型,以问答形

式进行实体识别,以指针网络进行解码;对于语料中存在的关系重叠问题,将关系抽取分为先识别主体再识别客体的两阶段,
将不同实体对的关系抽取进行隔离。 实验结果表明,基于机器阅读理解的方法在行车故障诊断领域的知识抽取上具有较好

的性能,可以有效支持领域知识图谱构建。
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Abstract:
 

The
 

crane
 

fault
 

investigation
 

form
 

is
 

a
 

text
 

record
 

of
 

the
 

crane
 

fault
 

diagnosis
 

process.
 

Constructing
 

a
 

knowledge
 

graph
 

based
 

on
 

these
 

historical
 

records
 

can
 

better
 

support
 

intelligent
 

crane
 

fault
 

diagnosis.
 

However,
 

due
 

to
 

the
 

characteristics
 

of
 

nested
 

entities,
 

large
 

entity
 

spans,
 

and
 

overlapping
 

relations
 

in
 

this
 

corpus,
 

traditional
 

named
 

entity
 

recognition
 

and
 

relationship
 

extraction
 

models
 

are
 

unable
 

to
 

perform
 

effective
 

knowledge
 

extraction.
 

To
 

address
 

the
 

problems
 

of
 

nested
 

entities
 

and
 

long
 

entity
 

recognition,
 

this
 

paper
 

proposed
 

a
 

machine
 

reading
 

comprehension
 

model
 

fused
 

with
 

reinforcement
 

learning.
 

The
 

model
 

performed
 

entity
 

recognition
 

in
 

a
 

question-answer
 

format
 

and
 

decoded
 

the
 

output
 

using
 

a
 

pointer
 

network.
 

For
 

the
 

problems
 

of
 

overlapping
 

relations,
 

relationship
 

extraction
 

was
 

divided
 

into
 

two
 

stages:
 

first
 

recognizing
 

the
 

subject
 

and
 

then
 

recognizing
 

the
 

object,
 

to
 

isolate
 

the
 

relationship
 

extraction
 

of
 

different
 

entity
 

pairs.
 

Experiments
 

show
 

that
 

the
 

machine
 

reading
 

comprehension
 

method
 

has
 

good
 

performance
 

in
 

knowledge
 

extraction
 

for
 

crane
 

fault
 

diagnosis,
 

and
 

can
 

effectively
 

support
 

the
 

construction
 

of
 

domain
 

knowledge
 

graphs.
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0　 引　 言

行车即起重机,是现代工业领域经常用到的起

重设备,包含多部件的复杂自动化机械设备,长时间

高强度的工作会导致故障发生,而目前故障诊断主

要依靠人工经验,运维效率低下[1] 。 虽然历史故障

调查单记录了每次故障的处理经过、故障原因、解决

措施等信息,但这些信息往往以半结构化或非结构

化的形式存储,后期检索和利用困难。 因此,对故障

调查单信息进行有效抽取,构建行车故障诊断知识

图谱,可以充分利用历史数据以提升故障诊断效

率[2] 。



知识抽取是构建知识图谱的关键步骤,可以分

为两个子任务:命名实体识别和关系抽取。 命名实

体识别是自然语言处理领域中的基础任务,其目的

是从文本中识别出特定类别的实体,根据实体特点

又可以分为嵌套实体和扁平实体[3] 。 目前主流的

扁平实体识别方法是将实体识别作为序列标注任

务,使用 BIO ( Begin - Intermediate - Other) 或 BIOES
(Begin-Intermediate-Other-

 

End-
 

Single)等方法进

行序列标注,常用的模型一般是 BERT(Bidirectional
 

Encoder
 

Representations
 

from
 

Transformers) -BiLSTM
(Bi - directional

 

Long
 

Short - Term
 

Memory ) - CRF
(Conditional

 

Random
 

Fields) [4] 。 嵌套实体由于单个

字可能存在多个标签,因此传统序列标注模型难以

对其进行识别[5] 。 近年来出现了针对嵌套实体识

别的研究,如 Ju 等[6] 堆叠多层网络模型,根据嵌套

深度动态进行实体识别,初步对嵌套实体的识别进

行了尝试;Shibuya 等[7] 通过次优序列学习,由外向

内迭代识别嵌套实体,在嵌套实体的识别上取得了

良好的效果。 关系抽取作为自然语言处理领域的级

联任务,旨在识别文本中实体间的关系,主要有流水

线方法和联合抽取方法[8] 。 流水线方法是指先从

文本中识别实体对,再对实体对进行关系分类[9] ;
联合抽取方法是指通过参数共享、联合解码等方式

同时进行实体关系抽取[10] ,如 Zheng 等[11] 提出一

种标注策略,标注实体的同时标注关系,通过联合解

码进行实体关系联合抽取。
行车故障诊断领域文本与常规的识别语料不

同,其中存在着实体嵌套、实体跨度大、关系重叠的

情况,目前工业设备故障诊断领域的知识抽取方法

难以对其进行有效知识抽取,因此本文以某企业行

车故障诊断知识图谱构建的实际需求为引导,针对

企业内部积累的行车故障调查单语料的实际特点,
设计了知识抽取方法:

(1)
 

在命名实体识别任务中,提出了融合强化

学习的机器阅读理解模型,在段落级别的实体识别

任务中,使用机器阅读理解的方式,对同一文本进行

多次提问,将不同类型实体的识别进行隔离,解决多

类型实体嵌套问题;通过指针网络解码进行实体头

尾位置匹配,解决同类型实体嵌套以及长实体识别

问题,并在模型中融入了基于策略梯度的强化学习

方法,鼓励近似答案识别,进一步提升了模型识别效

果;
(2)

 

在关系抽取任务中,将关系抽取分为两阶

段,先对句子中关系主体进行识别,再用机器阅读理

解的方式把主体作为提示和文本内容一起输入到模

型中进行提示学习来识别客体,将多实体对关系识

别进行隔离,解决了句子级别的关系重叠问题;
(3)

 

通过知识抽取得到行车故障诊断领域的实

体和关系,将其整合成三元组,为行车故障诊断知识

图谱构建提供数据支持。

1　 语料特点

1. 1　 实体关系类型定义

行车故障调查单是表格类型的文档,每个文档

记录了对应故障的详细信息,其中“故障名称”、“作

业线”、“专业属性”、“设备停机时间”直接给出了对

应值,可以作为结构化数据进行抽取,其余的 3 块内

容“故障经过”、“原因分析”、“纠正措施”则是大段

文字描述,内部都包含了多种类型的实体,因此将这

3 块内容作为 3 份数据集进行实体抽取,各数据集

中实体类型见表 1。
表 1　 行车故障诊断实体类型

Table
 

1　 Type
 

of
 

crane
 

fault
 

diagnosis
 

entities

数据集 实体类型

故障经过 故障行车、发生日期、开始时间、结束时间、故障

细节、故障位置、故障表现、设备、部件、零件

原因分析 主要原因、次要原因、直接原因、间接原因、根本

原因、管理原因、普通原因

纠正措施 解决措施、责任人

　 　 本文需要对行车故障调查单进行知识提取以构

建故障诊断知识图谱,从知识图谱中获取故障发生

的原因、解决措施等信息,辅助行车的故障诊断,针
对该目标并结合故障调查单的实际内容格式,本文

将实体间关系类型定义为如图 1 所示的关系类型。

图 1　 关系类型

Fig.
 

1　 Type
 

of
 

relation

1. 2　 实体嵌套

行车故障诊断语料与常规实体识别语料不同,
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在“故障经过”数据集的实体抽取上存在实体嵌套

的情况,实体嵌套是指在一种类型的实体中还存在

着同类或者其他类型的实体[12] 。 如图 2 所示,“故

障细节”中嵌套着“故障位置” 和“故障表现”,“故

障位置”中又可能嵌套着“设备”、“部件”、“零件”
这些实体,传统的序列标注识别方式往往是通过

CRF 层解码得到每个字符最有可能对应的标签,以
这种方式识别,图 2 中“大车电气梁靠 3 号车方向车

轮有异音”的“大” 字会同时对应“故障细节”、“故

障位置”、“设备”3 类实体的开头,而单个字符无法

被同时解码为多个不同的标签,因此传统序列标注

识别方法不适用于嵌套实体的识别。

图 2　 实体嵌套

Fig.
 

2　 Nested
 

entities

1. 3　 实体跨度大

行车故障诊断语料在“原因分析” 和“纠正措

施”数据集的实体识别上存在实体跨度大的情况,
其中需要抽取的各类“故障原因”以及“解决措施”
实体往往难以用几个字符概括,其实体长度一般从

十几个到几十个字符不等,如果使用序列标注模型

进行识别,由 CRF 层解码,可能会导致实体断裂,出
现破键的情况,降低模型识别长实体的能力。
1. 4　 关系重叠

在行车故障诊断领域的关系抽取中,由于每份故

障调查单都对应单次故障,因此除“设备”、“部件”、
“零件”之间的“包含”关系,其他实体间关系在实体

被抽取出来时就已经确定了,所以本文主要针对“包
含”关系进行抽取,关系类别单一,只需找到“包含”
关系的主体和客体即可,但其语料中存在着如图 3 所

示的关系重叠问题,一个实体在两个关系中分别充当

主体和客体以及一个主体可能会对应多个客体的情

况,传统的关系抽取往往只关注于句子内单实体对之

间的关系而无法处理多实体对的关系重叠问题[13] 。

图 3　 关系重叠

Fig.
 

3　 Overlapping
 

relations

2　 行车故障诊断知识抽取方法

2. 1　 实体抽取方法

为解决命名实体识别任务中存在的实体嵌套和

长实 体 识 别 问 题, 提 出 了 RoBERTa ( Robustly
 

Optimized
 

BERT
 

Pretraining
 

Approach) - PN ( Pointer
 

Network ) - RL ( Reinforcement
 

Learning ) - MRC
(Machine

 

Reading
 

Comprehension) 模型,该模型将

RoBERTa 作为主干,将指针网络作为解码层,并融

入了强化学习方法,模型整体结构如图 4 所示。

输出层

指针网络层

RoBERTa
嵌入层

问句 文本

输入层

原始语料

实体1
实体2

图 4　 RoBERTa-PN-RL-MRC 模型结构

Fig.
 

4　 Structure
 

of
 

RoBERTa-PN-RL-MRC

2. 1. 1　 模型输入层

模型的输入是将问句 Q和本文内容X拼接而成

的字符串序列 S = {
 

[CLS],
 

q1,
 

q2,
 

…,
 

qm,
 

[SEP],
 

x1,
 

x2,
 

…,
 

xn
 }, 其中[ CLS] 和[ SEP ] 是

RoBERTa 模型中的特殊符号。 每类实体对应了不

同问句,通过将不同问句和文本内容一同输入模型

进行多次提问,不仅在识别过程中增加了先验知识,
而且把不同类型实体的识别进行了隔离,使不同类

型实体的识别互不干扰,解决了多类型实体的嵌套

问题。
2. 1. 2　 RoBERTa 编码层

序列 S 进入模型中,首先需要经过 RoBERTa 编

码层进行字嵌入编码,RoBERTa 是基于 BERT 的改

进模型,相比于 BERT,其使用了更多的预训练语料

和更长的训练时间,有很强的泛化能力,训练时去除

了 NSP(Next
 

Sentence
 

Prediction)任务,增强了模型

在单句上下文的建模能力,并且引入动态掩码机制,
使得模型更加适应不同类型的任务,适合在小样本

数据集上进行机器阅读理解[14] 。 输入序列 S 经
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RoBERTa 编码层进行特征提取后,将输出中的问句

内容以及两个特殊符号的嵌入表示去除就得到了文

本的上下文表示矩阵 E ∈ Rn ∗ d,其中 n 为文本内容

X 的长度,d 为 RoBERTa 最后一层的向量维度。
2. 1. 3　 指针网络解码层

将上下文表示矩阵 E 输入到指针网络层中进

行解码。 指针网络由两个线性层以及一个首尾匹配

分类器组成,其需要预测文本中实体首尾边界,相比

于预测整个序列标签的实体识别方法,其只需要学

习如何指向序列中实体首尾位置,而不必学习如何

生成完整的输出序列,因此模型参数更少,训练速度

更快,能更好的捕捉到实体的范围和边界,有利于长

实体的识别[15] 。
在指针网络的解码过程中,以预测实体开始位

置为例,首先要根据文本表示矩阵 E 得到每个位置

作为开始位置的概率 Pstart,计算方式如下:
Pstart = Softmaxeach

 

row(E·Tstart) ∈ RRn∗2 (1)
　 　 其中, Tstart 是一个 d × 2 的矩阵,内部权重由模

型训练所得,Pstart 每一行内容即为文本中每个位置

能否成为实体开始位置的概率分布,对于 Pstart 每一

行都使用 argmax 函数计算,即可得到实体开始位置

的预测序列 Istart, 计算方式如下:
Istart = { i | argmax(P( i)

start) = 1,i = 1,…,n} (2)
　 　 Iend 的预测方式与 Istart 类似,得到实体开始位置

和结束位置的预测序列后,还需要对首尾位置进行

匹配,由于本模型预测过程中可能存在同类型实体

嵌套的情况,因此传统的就近匹配方法并不适用,对
于每个位置的 i∈ Istart 和 j∈ Iend, 需要训练一个二分

类器来预测匹配的概率,计算方式如下:
P i,j = sigmoid(m·concat(E i,E j)) (3)

　 　 其中, m∈RR1 ∗2 d,内部权重由模型训练所得,E i

和 E j 为文本中第 i和 j位置的字嵌入表示,通过这样

的方式,开始位置和结束位置的匹配不再局限于一

对一,其匹配方式变得十分灵活,可以解决同类型实

体嵌套问题。
模型在进行训练时,主要预测的是实体的开始

位置、结束位置以及首尾位置的匹配,因此损失函数

定义如下:
Ltotal = β1Lstart + β2Lend + β3Lspan (4)

　 　 其中,每项损失 L 均为预测结果和真实标签的

交叉熵损失,β 1、β 2、β 3 作为超参数进行调整。
2. 1. 4　 基于策略梯度的强化学习方法

初步模型的损失值由预测结果和真实标签之间

的交叉熵损失来计算,但当模型预测结果与真实标

签内容上相似,而首尾位置预测有偏差时会存在问

题,因为模型对近似答案的惩罚和完全错误答案的

惩罚相同。 如在“ 41 号行车驾驶室联结螺栓盖开

裂”中识别“零件”实体,正确答案是“联结螺栓盖”,
如果模型预测“螺栓”,这是可以接受的答案,但对

于交叉熵损失,模型对近似答案“螺栓”和错误答案

“行车”的惩罚是相同的,这是不合理的。 为鼓励模

型对于近似实体的识别,本文使用基于策略梯度的

强化学习方法,这种方法是对策略进行建模,然后通

过梯度上升来更新策略网络的参数[16] ;将强化学习

损失融入到整体损失函数中作为辅助任务来对模型

做进一步微调。
奖励在强化学习中用于评估一个动作的好坏程

度[17] ,这里将奖励定义为模型的预测结果和真实标

签重叠部分的 F1 值,具体计算方式如图 5 所示。

图 5　 强化学习奖励计算方法

Fig.
 

5　 Calculation
 

method
 

of
 

reinforcement
 

learning
 

reward

　 　 强化学习的目标就是累计更多的奖励[18] , 这

就需要找到一个最优的策略 πθ 使模型在不同输入

状态 s 下输出的动作 a 所获得奖励 R(a | s) 的期望

最大,其中 πθ 实质上是动作 a 的概率密度函数,在
基于策略梯度的强化学习方法中,将神经网络近似

成策略函数 πθ,通过对目标函数求导得到策略梯度

来优化网络参数,从而找到最优的策略函数 πθ, 本

文以 RoBERTa 层来近似策略函数 πθ,θ 是网络的参

数集,策略梯度计算方法如下:
�θLrl = - E[�θ logπθ(a | s)·R(a | s)] (5)

　 　 在实际计算过程中, 式(5) 中的期望 E[ . . . ]
往往是难以计算的,常用的方法是使用蒙特卡洛近

似, 这种方法是通过从一个概率分布中随机抽取样

本,利用这些样本的统计特性来估计所需要的

量[19] 。 因此本文引入这种思想,在编码层的输出结

果上随机采样多个动作来近似整体期望,以经验平

均代替期望,并且根据 Greensmith 等[20] 的研究可

知,在随机采样所得奖励的基础上减去一个基线,可
以在不影响策略梯度结果的情况下有效减少策略梯

度的方差,加快模型收敛。 因此本文选择贪婪采样

下预测结果的奖励值作为基线,不仅用以减小方差,
而且能作为标准评判随机采样结果。

以预测实体开始位置为例,贪婪采样方法如式

(2)所示,随机采样方法如下:
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Istart_random = { i | random(P( i)
start) = 1,i = 1,…,n}

(6)
　 　 其中,random(…)表示根据每个位置的概率分

布进行一次随机抽样,将得到的 Istart_random 和 Iend_random

再经过式(3)进行匹配后就可得到随机采样的预测

结果,贪婪采样的预测结果同理可得。 最终经过蒙

特卡洛近似并减去基线奖励后,策略梯度的计算方

法如下:
�θLrl = - E[�θ logπθ(a| s)·R(a| s)] ≈

- �θ
1
n ∑

n

1
[logPstart(θ) + logPend(θ)]·

[Rrandom(ai | s) - Rgreedy(ai | s)] (7)
其中, n 为随机采样的次数,Pstart(θ) 和 Pend(θ)

分别是模型输出的头尾位置的概率分布,Rrandom

(ai | s) 和 Rgreedy(ai | s) 分别是第 i次随机采样和贪婪

采样下动作的奖励值。
通过把强化学习方法作为辅助任务来对模型进

行微调,将强化学习的策略梯度作为模型损失的一

部分,模型最终的损失函数如下:

Ltotal = β1Lstart + β2Lend + β3Lspan + β4Lrl (8)
 

　 　 其中, β4 也作为超参数进行调整。
2. 2　 关系抽取方法

由于每份行车故障调查单对应单次故障的详细

信息,因此非“包含”关系可直接基于规则定义,而
“包含”关系,虽然其关系类型单一,但存在着关系

重叠问题,因此本文将关系抽取分为先识别主体再

识别客体的两阶段,所使用的模型结构与命名实体

识别任务中的模型相同,以 RoBERTa 为主干进行编

码,以指针网络为解码层进行输出,在命名实体识别

模型抽取结果基础上进一步标注“设备”、“部件”、
“零件”之间的“包含”关系进行训练。 先用模型进

行主体识别,可能会识别出一个或多个主体,再将每

个得到的主体分别和文本内容进行拼接输入到客体

识别模型中,同样每次也可能会识别出一个或多个

客体,通过这样的方式将不同实体对之间的关系抽

取进行隔离,解决关系重叠问题,具体的抽取流程如

图 6 所示。

RoBERTa-PN-RL-MRC

关系客体1

关系主体1 文本内容

RoBERTa-PN-RL-MRC

文本内容

关系主体2 文本内容

RoBERTa-PN-RL-MRC

关系客体2 关系客体3

图 6　 关系抽取流程

Fig.
 

6　 Process
 

of
 

relational
 

extraction

3　 实验结果及分析

3. 1　 实验环境与评价指标

实验平台操作系统为 Ubuntu
 

18. 04. 4
 

LTS,支
持软件版本为 Python

 

3. 6、Pytorch
 

1. 7. 1。 模型训练

所用服务器的硬件配置 CPU 为 Intel( R)
 

Xeon( R)
 

CPU
 

E5 - 2678
 

v3, 内 存 64
 

G, GPU 为 NVIDIA
 

GeForce
 

RTX2080Ti。
本文对模型性能进行评估的评价指标是准确率

P、召回率R以及综合考虑前两者指标的F1 值,计算

方法如下:

P = TP
TP + FP

(9)

R = TP
TP + FN

(10)

F1 = 2 × P × R
P + R

(11)

　 　 其中, TP 表示模型识别为正确的正样本数;FP
表示模型识别为正确的负样本数;FN表示模型识别

为错误的正样本数。
3. 2　 数据集

3. 2. 1　 命名实体识别数据集

在故障经过、原因分析、纠正措施中分别抽取不

同的实体类型,其中故障经过为嵌套实体数据集,数
据数量为 1

 

020 条,原因分析和纠正措施是含长实

体较多的扁平实体数据集,数据数量分别为 1
 

470
条和 480 条,以故障经过数据集为例,各实体类型对
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应的问句见表 2。
表 2　 故障经过数据集

Table
 

2　 Data
 

set
 

of
 

fault
 

process

实体类型 问句

故障行车 实际生产中使用的带有特定编号的起重机

发生日期 行车发生故障的确定的日子、时期

开始时间 行车开始发生故障的时间点

结束时间 行车故障被解决的时间点

故障细节 描述故障包含设备的位置和发生的现象

故障位置 对行车发生故障的位置的整体描述

故障表现 行车故障的具体类型包括断裂、异音等

设备 行车的主要组成部分包括大车、小车、起升等

部件 行车中由若干零件装配在一起所组成的部件

零件 行车中最小的组成要素,不可拆分的单个质件

3. 2. 2　 关系抽取数据集

关系抽取任务中,需要抽取“设备”、“部件”、
“零件”之间的“包含”关系,因此先将所有文本语料

都进行分句,再根据命名实体识别任务得到的结果

对句子进行筛选,选择至少包含两个“设备”、“部

件”、“零件”实体的句子,最后进行关系标注得到标

注数据 231 条。
3. 3　 模型训练结果与分析

3. 3. 1　 命名实体识别任务

模型训练将数据集按比例 8:2 划分为训练集和

验证集。 经过多次实验,模型的主要训练参数配置

见表 3。
表 3　 命名实体识别参数配置

Table
 

3　 Named
 

entity
 

recognition
 

parameter
 

setting

实验参数 参数值

学习率 8×10-6

批次大小 1

最大长度 256

优化器 AdamW

失活率 0. 2

迭代次数 20

损失函数比例 1、1、0. 1、0. 1

　 　 本文自建的 3 份数据集分别为故障经过、原因

分析、纠正措施。 故障经过作为嵌套实体数据集,选
择文献[5]中的 Second-best

 

Path 模型作为基准模

型,并同时比较了强化学习损失对模型性能的影响;
原因分析和纠正措施是含长实体较多的扁平实体数

据集,因此把传统的 BERT-BiLSTM-CRF 序列标注

模型作为基准模型,并比较了强化学习的效果,实验

结果见表 4。

表 4　 命名实体识别实验结果

Table
 

4　 Experiment
 

results
 

of
 

named
 

entity
 

recognition

故障经过

模型 P / % R / % F1 / %

Second-best
 

Path[11] 75. 97 63. 64 69. 26

RoBERTa-PN-MRC 91. 41 85. 14 88. 17

RoBERTa-PN-RL-MRC 92. 59 85. 71 89. 02

原因分析

模型 P / % R / % F1 / %

BERT-BiLSTM-CRF 73. 91 80. 95 77. 27

RoBERTa-PN-MRC 84. 91 88. 24 86. 54

RoBERTa-PN-RL-MRC 93. 62 86. 27 89. 80

纠正措施

模型 P / % R / % F1 / %

BERT-BiLSTM-CRF 75. 00 80. 33 77. 57

RoBERTa-PN-MRC 79. 90 83. 25 81. 54

RoBERTa-PN-RL-MRC 79. 05 86. 91 82. 79

　 　 由实验结果可知,本文所使用的模型不管在嵌

套实体数据集上还是扁平实体数据集上均有良好的

性能表现。 在嵌套实体数据集上,本文模型在准确

率、召回率、 F1 值上均优于基线模型,其中 F1 值相

较于基线模型有 19. 76% 的提升;在两份扁平实体

数据集上,本文模型性能同样均优于传统序列标注

模型,在原因分析数据集上性能提升较明显,F1 值

有 12. 53% 的提升。
此外,实验结果还可证明强化学习方法的融入

有助于模型性能的提升,在 3 份不同数据集上,融合

了强化学习损失的模型在 F1 值上均优于不带强化

学习损失的模型,在原因分析数据集上的效果最为

明显, F1 值有 3. 26%的提升。 上述结果证明强化

学习方法的有效性,体现了其在机器阅读理解任务

中作为辅助任务微调模型的价值,并最终抽取实体

2
 

564 个,属性 8
 

415 个。
3. 3. 2　 关系抽取任务

将数据集按 8:2 分为训练集和验证集,通过实

验,模型训练的学习率为 3×10-5,批次大小为 4,序
列最大长度为 128,其余与命名实体识别任务相同。
实验表明,先抽取关系主体再抽取关系客体模型整

体的准确率为 91. 11%,召回率为 95. 35%, F1 值为

93. 18%,基本能够满足行车故障诊断领域中“设

备”、“部件”、“零件”之间“包含”关系的抽取,可在

保证抽取效果的情况下解决关系重叠问题,并结合

规则抽取出的关系,最终抽取关系 4
 

370 条。
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4　 结束语

为充分发挥行车故障调查单历史信息价值,本
文对其进行知识抽取,以构建故障诊断知识图谱,方
便知识检索及综合利用。 重点针对语料中存在的实

体嵌套和长实体识别问题,提出了融合强化学习的

机器阅读理解模型 RoBERTa-PN-RL-MRC,能有效

针对语料特点进行实体抽取;对于语料中存在的关

系重叠问题,将关系抽取分为先识别主体再识别客

体的两阶段,以解决多实体对之间的关系重叠问题。
实验结果表明,本文所提出的模型在行车故障诊断

领域能进行有效的知识抽取,并最终从 532 份行车

故障调查单中抽取出三元组 12
 

785 个,能支持行车

故障诊断知识图谱的构建。 在未来的工作中,将继

续扩充数据集语料,更加充分训练模型,并尝试研究

不同问句构建方法对机器阅读理解模型性能的影

响,以进一步提升模型识别效果。
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