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基于深度学习的癫痫发作预测方法研究

闵腾飞， 臧天仪
（哈尔滨工业大学 计算机科学与技术学院， 哈尔滨 １５０００１）

摘　 要： 癫痫是一种常见的神经系统疾病，影响着全世界近 １％的人。 越来越多的人认识到，采用癫痫发作预警的闭环治疗策

略，可以在一定程度上控制癫痫的发作。 本文主要基于 Ｋａｇｇｌｅ 癫痫预测 ＥＧＧ 数据集，同时采用深度学习模型，对预测癫痫发

作前片段的概率问题进行了实验性的研究。 研究通过离散傅里叶变换（ＤＦＴ）对数据集进行了预处理，并提出了利用两层卷

积神经网络（ＣＮＮ）提取频域和时间序列数据特征的模型，最终 ＡＵＣ 指标为 ０．７８６，在 ５０４ 个队伍中排到第 １１ 位。 同时，本文

采用线性判别分析（ＬＤＡ）和基本的递归神经网络（ＲＮＮ）模型对此数据集进行了对比实验与分析。
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０　 引　 言

癫痫是一种长期性的神经系统疾病，病症发作

时癫痫抽搐，俗称羊角风。 目前癫痫疾病不能治愈，
对于多数患者，抽搐发作可由足够剂量的药物控制；
如果药物无法控制，只能通过外科手术切除引起癫

痫的组织。 但是仍有许多患者虽已接受了最好的治

疗方法，却还会面临间发性的癫痫抽搐发作病症。
即使癫痫发作不会经常发生，也将导致癫痫患者由

于可能发生的癫痫发作而经历持续的焦虑［１］。
通常，癫痫可由连续的脑电图监测确诊，但以前

脑电图只能在住院治疗的环境下才能获得。 近些年

来，随着便携式脑电图系统的推出，脑电图记录变得

非常普遍。 然而，患者虽然获得了与住院治疗监控

一样的脑电图，但如何利用记录的大量脑电图在癫

痫发作之前提供可靠的预警信号成为非常有价值的

研究问题［２］。

越来越多的人认识到，通过采用癫痫发作预警

的闭环治疗策略，可以在一定程度上控制癫痫的发

作［３］。 早期癫痫发作预警系统还可以帮助患者寻

求安全的环境，提醒患者避免驾驶或游泳等潜在的

危险活动，从而降低伤害风险以及由看似不可预测

的癫痫发作导致的无助感。 通过这种早期癫痫发作

自动预警系统，可以以速效药的形式触发药物干预，
只有在需要预防即将出现的癫痫发作时才可以使用

药物，从而减少总体副作用［４］。 为了使基于 ＥＥＧ 的

癫痫发作预警系统能够有效地运行与工作，利用预

测算法可靠地识别癫痫发作可能性增加的时期则将

尤其显出其现实关键研究意义。
随着近些年数据量的急剧增长，计算机硬件设

备 ＧＰＵ、ＣＰＵ、存储设备的快速发展，以及现实世界

中实际问题与日俱增的精度和复杂度的需求，深度

学习持续成功地应用于越来越广泛的实际问题中。



在许多计算机应用领域，如计算机视觉、语音和音频

处理、自然语言处理、计算机技术、生物信息学和化

学、电子游戏、搜索引擎和推荐、网络广告和金融，深
度学习方法都取得了进步与突破［５］。

因此，利用深度学习方法分析处理巨量的脑电

波数据是非常值得尝试的研究方向。 本文的研究内

容是把深度学习模型应用于癫痫发作预测问题上，
探索基于深度学习的癫痫发作预测算法的设计，以
及仿真测试其最终实验效果。

经过国内外文献调研发现，有不少研究学者基

于深度学习方法已相继发表了不同的癫痫检测算

法。 例如 Ｖｉｄｙａｒａｔｎｅ 等人［６］提出了深度双向递归神

经网络方法进行癫痫发作检测。 Ｔｕｒｎｅｒ 等人［７］提出

利用深度信念网分层学习方法分析高分辨率多通道

脑电图数据来检测癫痫发作。 Ｙｅ 等人［８］ 利用快速

傅里叶变换预处理脑电波（ＥＧＧ）提取多个特征利

用深度学习方法进行癫痫发作检测。
本文采用 Ｋａｇｇｌｅ 上美国癫痫协会癫痫预测竞赛

的数据集及评估模型的标准，应用线性判别分析作为

基线模型，提出基于 ＣＮＮ 和 ＧＲＵ 的深度学习模型解

决癫痫预测问题。 另外在此竞赛最后提交的结果中，
并没有找到基于递归神经网络的模型，然而前人的不

少研究表明，递归神经网络区分 ＥＧＧ 数据片段是有

效的；因而探索递归网络对癫痫预测问题是否有效是

很有必要的。 为此，本文将展开研究论述如下。
１　 模型

１．１　 线性判别分析

线性判别分析 （ Ｌｉｎｅａｒ Ｄｉｓｃｒｉｍｉｎａｎｔ Ａｎａｌｙｓｉｓ，
ＬＤＡ），是一种监督学习方法。 其原理是将给定的数

据集投影到一条直线上，使得同类之间的距离尽可

能地小，不同类之间的距离尽可能地大。
一种良好的投影方式就是利用不同类别的数据

的中心来代表这类样本在空间中的位置。 考虑一个

两分类问题，两类的均值向量为：
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同时保证让投影之后的中心距离尽可能地大，也就是：
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是来自类别 ｉ 的投影数据的均值， ｗＴ 是设定的投影

向量，并且 ｗ 限制为单位长度，即∑
ｉ

ｗ２
ｉ ＝ １。

使用拉格朗日乘数法来进行有限制条件的最大

化问题的求解，就可以发现 ｗ∝ ｕ１ － ｕ２ 。 这个方

法还有一个问题，如图 １ 所示。
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图 １　 ＬＤＡ 最大化问题

Ｆｉｇ． １　 Ｍａｘｉｍｉｚａｔｉｏｎ ｐｒｏｂｌｅｍ ｏｆ ＬＤＡ

　 　 左图为最大间隔度量的降维结果，从图 １ 中可

以看出在原始数据空间，２ 类数据可以被完美分开，
但是以 ２ 类数据的均值连线的垂直方向投影，会产

生一定程度的重叠。 因此，Ｆｉｓｈｅｒ 提出的 ＬＤＡ 的优

化目标为：最大化一个函数，这个函数能够让类均值

的投影分开得较大，同时让每个类别内部的方差较

小，从而最小化了类别的重叠（图 １ 中右的结果）。
这也是 ＬＤＡ 的中心思想，即：最大化类间距离，最小

化类内距离。
１．２　 卷积神经网络

卷积神经网络的基础结构如图 ２ 所示。 从图 ２
中可以看出，二维矩阵或者三维矩阵作为输入数据

送入卷积神经网络，通过卷积神经网络的卷积和池

化自动提取数据特征，再用全连接层和 Ｓｏｆｔｍａｘ 进

行分类［５］。 卷积层和池化层的输出代表了输入传

感器数据的高级特征，全连接层的目的就是用这些

特征进行分类。 全连接层（Ｆｕｌｌｙ Ｃｏｎｎｅｃｔｅｄ Ｌａｙｅｒ）
通常使用 ｓｏｆｔｍａｘ 激活函数作为输出层的多层感知

机（Ｍｕｌｔｉ－Ｌａｙｅｒ Ｐｅｒｃｅｐｔｒｏｎ）， Ｓｏｆｔｍａｘ 函数把任意实

值的向量转变成元素取值 ０－１、且和为 １ 的向量。

卷积和池化可以重复n次
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图 ２　 卷积网络的基本结构

Ｆｉｇ． ２　 Ｔｈｅ ｂａｓｉｃ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ

　 　 卷积和池化提取高维度的数据特征主要依靠 ４
个特性，分别为：局部连接、权值共享、非线性、池化。
如图 ３ 所示，图 ３ 中左侧表示卷积网络的局部连接

的特性，输入数据为 ６∗６ 的矩阵，利用 ３∗３ 的卷积

核经过步长为 １ 的移动后，提取特征获得 ４∗４ 的特

征图。 图 ３ 中右侧表示每次当卷积核扫描到神经网

络的神经元时，每个神经网络边上的权值和偏移量
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是共享的。 卷积网络的非线性就是在每个卷积操作

之后，都有一个 ＲｅＬＵ 的附加操作。 ＲｅＬＵ 的全称是

纠正线性单元（Ｒｅｃｔｉｆｉｅｄ Ｌｉｎｅａｒ Ｕｎｉｔ）。 ＲｅＬＵ 是以

像素为单位生效的，可将所有负值像素替换为 ０。
池化，也称为下采样，降低了每个特征映射的维度，
但是保留了最重要的信息。 池化可以有多种形式：
最大（Ｍａｘ）、平均（Ａｖｅｒａｇｅ）、求和（ Ｓｕｍ）等等。 目

前，最大池化用得最多、也最广泛。 池化的功能在于

逐步减少输入特征的空间尺寸，从而减少网络中的

参数与计算数量，并抑制过拟合［５］。

6?6
输入数据 共享权重

特征图

卷积核

图 ３　 卷积网络的局部连接和权值共享

　 Ｆｉｇ． ３　 Ｌｏｃａｌ ｃｏｎｎｅｃｔｉｏｎ ａｎｄ ｗｅｉｇｈｔ ｓｈａｒｉｎｇ ｏｆ Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ

１．３　 递归神经网络

如图 ４ 所示， 左侧是时间维度展开前，回路方

式表达方式的递归神经网络，其中 ｘ 表示输入层，ｓ
表示隐藏层，ｏ 表示输出层。 右侧为按照时间线展

开后，可以看到当前时刻的 Ｓｔ 并不仅仅取决于当前

时刻的输入 ｘｔ，同时与上一时刻的 Ｓｔ － １ 也存在某种

相关，Ｓｔ同样也由 ｘｔ 经Ｕ的变化后的信息决定，此外

这里包含另一份信息Ｗ·Ｓｔ －１，该信息是从上一时刻

的隐藏状态 Ｓｔ －１ 经过一个不同的Ｗ变换后得出的。
递归神经网络（ＲＮＮ）的计算公式为：

Ｓｔ ＝ ｆ Ｕ·ｘｔ ＋ Ｗ·Ｓｔ －１( ) ， Ｏｔ ＝ ｇ Ｖ·Ｓｔ( ) ， （４）
　 　 其中， ｆ 与 ｇ 表示神经网络的激活函数。

按照时间线展开
循环层

输出层

隐藏层

输入层

o

v

s

u

x

w W

U U U

W W W

xt-1 xt xt+1

st-1 st st+1
V V V

ot-1 ot ot+1

图 ４　 递归神经网络（ＲＮＮ）基本结构

Ｆｉｇ． ４　 Ｔｈｅ ｂａｓｉｃ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ （ＲＮＮ）

　 　 但是普通的 ＲＮＮ 结构却很难以传递相隔较远

的信息。 例如图 ４ 中的部分，研究只考虑黑色箭头

的线性的传递过程，不考虑非线性部分，由此就会将

式（４）简化为：
Ｓｔ ＝ Ｗ·Ｓｔ －１， （５）

　 　 如果将起始时刻的隐藏状态信息 Ｓ０向 ｔ 时刻传

递，就会得到式（６）：
Ｓｔ ＝ Ｗｔ·Ｓ０， （６）

　 　 此时， 当 Ｗ ＜ １ 时，不断相乘的结果是 Ｗｔ 向 ０
衰减；当Ｗ ＞ １时，不断相乘的结果是Ｗｔ 向∞ 扩增，
导致 Ｓ０ 中的信息会被覆盖掉，无法向 ｔ 时刻传递。
尤其对于某些复杂的问题，可能需要更早的一些信

息，甚至是时间序列的初始的信息，但间隔太远的输

入信息，ＲＮＮ 是难以记忆的［５］。 因此，递归神经网

络需要通过门（ｇａｔｅｓ）控制，使不断相乘的梯度保持

在接近 １ 的数值是非常重要的。
　 　 如图 ５ 所示，ＬＳＴＭ 的内部结构相比 ＲＮＮ 更复

杂，设计上包括了 ４ 层神经网络，其中小圆圈是

ｐｏｉｎｔ－ｗｉｓｅ 的操作，比如向量加法、点乘等，而小矩形

表示一层可学习参数的神经网络。 ＬＳＴＭ 单元上面

的那条直线表示了 ＬＳＴＭ 的状态 ｓｔａｔｅ，并且会贯穿

所有串联在一起的 ＬＳＴＭ 单元，从第一个 ＬＳＴＭ 单

元一直流向最后一个 ＬＳＴＭ 单元。 状态 ｓｔａｔｅ 在这

条通道中传递时，ＬＳＴＭ 单元可以对其添加或删除

信息，相应的对信息流的修改操作由 ＬＳＴＭ 中的

ｇａｔｅｓ 控制。 这些 ｇａｔｅｓ 中包含了一个 Ｓｉｇｍｏｉｄ 层和

一个向量点乘的操作，继而研究可知 Ｓｉｇｍｏｉｄ 层的

输出是 ０～１ 之间的值，该值将直接控制信息传递的

比例。 因此在 ＬＳＴＭ 中，网络首先构建了 ３ 个 ｇａｔｅｓ，
即 （ ｉｔ， ｆｔ，Ｏｔ） 来控制信息的流通量。 对此设计可分

述如下。

xt-1 xt xt+1 xt-1 xt xt+1

tanhA A A

ht-1 ht ht+1 ht-1 ht ht+1

A
σ σ tanh σ

tanh

图 ５　 递归神经网络（ＲＮＮ）与长短时记忆网络（ＬＳＴＭ）基本结构

Ｆｉｇ． ５　 Ｔｈｅ ｂａｓｉｃ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ （ＲＮＮ）
ａｎｄ ｌｏｎｇ ｓｈｏｒｔ ｔｅｒｍ ｍｅｍｏｒｙ ｎｅｔｗｏｒｋ（ＬＳＴＭ）

　 　 （ １） 输入门 ｉｔ： 控制有多少信息可以流入

ｍｅｍｏｒｙ ｃｅｌｌ，即如下方公式（１０）求得的 Ｃ ｔ。
（２）遗忘门 ｆｔ： 控制有多少上一时刻的 ｍｅｍｏｒｙ

ｃｅｌｌ 中的信息可以累积到当前时刻的 ｍｅｍｏｒｙ ｃｅｌｌ
中。
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（３）输出门 Ｏｔ： 控制有多少当前时刻的 ｍｅｍｏｒｙ
ｃｅｌｌ 中的信息可以流入当前隐藏状态 ｈｔ 中。

研究中拟将用到的数学公式可表述如下：
ｉｔ ＝ Ｓｉｇｍｏｉｄ Ｗｘｉ Ｘ ｔ ＋ Ｗｈｉ ｈｔ －１ ＋ ｂｉ( ) ； （７）
ｆｔ ＝ Ｓｉｇｍｏｉｄ Ｗｘｆ Ｘ ｔ ＋ Ｗｈｆ ｈｔ －１ ＋ ｂｆ( ) ； （８）
Ｏｔ ＝ Ｓｉｇｍｏｉｄ Ｗｘｏ Ｘ ｔ ＋ Ｗｈｏ ｈｔ －１ ＋ ｂｏ( ) ； （９）

Ｃ ｔ ＝ ｆｔ∗ Ｃ ｔ －１ ＋ ｉｔ∗ｔａｎｈ Ｗｘｃ Ｘ ｔ ＋ Ｗｈｃ ｈｔ －１ ＋ ｂｃ( ) ；
（１０）

Ｓｔ ＝ Ｏｔ∗ｔａｎｈ Ｃ ｔ( ) ． （１１）
　 　 但 ＬＳＴＭ 也因为引入了很多内容，使得参数增

多，训练难度也因此加大了很多。 故而很多时候研

究中常会使用效果与 ＬＳＴＭ 相当、但参数更少的

ＧＲＵ 来构建大训练量的模型。 对此可解析得到如

下数学公式：
ｚｔ ＝ σ（Ｗｚ·［ｈｔ －１， ｘｔ］）； （１２）
ｒｔ ＝ σ（Ｗｒ·［ｈｔ －１， ｘｔ］）； （１３）

ｈｔ ＝ ｔａｎｈ（Ｗ·［ ｒｔ∗ｈｔ －１， ｘｔ］）； （１４）
ｈｔ ＝ （１ － ｚｔ）∗ｈｔ －１ ＋ ｚｔ∗ｈｔ ． （１５）

　 　 如图 ６ 所示，首先是 ＧＲＵ 的 ２ 个门， 分别是

ｕｐｄａｔｅ ｇａｔｅ（ ｚｔ） 和 ｒｅｓｅｔ ｇａｔｅ（ ｒｔ）， 计算方法和 ＬＳＴＭ
中门的计算方法一致，方法公式具体如下：

ｚｔ ＝ σ Ｗｚ· ｈｔ －１，ｘｔ[ ]( ) ， （１６）
ｒｔ ＝ σ Ｗｒ· ｈｔ －１，ｘｔ[ ]( ) ． （１７）

tanhσ σ
rt zt ht

~

ht-1

xt

ht

1-

图 ６　 门控循环单元（ＧＲＵ）基本结构

Ｆｉｇ． ６　 Ｔｈｅ ｂａｓｉｃ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔｓ（ＧＲＵ）

　 　 然后是计算候选隐藏层 （ Ｃａｎｄｉｄａｔｅ Ｈｉｄｄｅｎ
Ｌａｙｅｒ） ｈｔ， 这个候选隐藏层可以看成是当前时刻的

新信息，其中 ｒｔ 用来控制需要保留多少之前的记忆，
而 ｒｔ 如果为 ０，那么ｈｔ 只包含当前词的信息，对此可

推得数学公式如下：
ｈｔ ＝ ｔａｎ ｈ Ｗ· ｒｔ∗ ｈｔ －１，ｘｔ[ ]( ) ． （１８）

　 　 ｚｔ 控制需要从前一时刻的隐藏层 ｈｔ －１ 中遗忘多

少信息，需要加入多少当前时刻的隐藏层信息ｈｔ，运
算后得到 ｈｔ， 从而直接得到最后输出的隐藏层信

息，ＧＲＵ 与 ＬＳＴＭ 的区别是 ＧＲＵ 中没有 ｏｕｔｐｕｔ ｇａｔｅ。
通常情况下，ＧＲＵ 更容易进行训练，能在相当程度

上提高训练效率。

２　 实　 验

２．１　 数据集

Ｋａｇｇｌｅ 竞赛美国癫痫协会癫痫预测竞赛的颅内

脑电图（ｉＥＥＧ）记录，采集自 ５ 条患有癫痫症的狗和

２ 个接受 ｉＥＥＧ 监测的人。 狗的 ｉＥＥＧ 记录以 ４００
Ｈｚ 通过 １６ 个电极采样得到，记录每组电极电压组

的平均值。 这些 ｉＥＥＧ 数据记录有的延至数月，有
的长达一年，并且在一些狗的记录中有多达 １００ 次

的癫痫发作。 研究中基于植入装置（Ａ）的癫痫警告

系统如图 ７ 所示。 通过植入装置（Ａ），获得 １６ 个电

极上的 ｉＥＥＧ 数据（Ｂ）；并将数据无线传输到个人警

告系统设备上；个人警告系统设备将其存储在闪存

驱动器中，再通过互联网每周上传到中央数据存储

服务器上。 （Ｃ）展示了癫痫发作的时间和阈值分

布，该阈值定义了癫痫发作概率增加时期（发作前

状态）。 当预测的概率超过定义的阈值时，会触发

警告［９］。

图 ７　 患癫痫病犬的癫痫发作预警系统

Ｆｉｇ． ７　 Ｔｈｅ ｓｅｉｚｕｒｅ ａｌａｒｍ ｓｙｓｔｅｍ ｆｏｒ ｅｐｉｌｅｐｔｉｃ ｄｏｇｓ

　 　 除了狗的数据外，此次竞赛数据集还包括有，２
位人类癫痫患者少于一周的颅内脑电图监测，其以

５ ０００Ｈｚ频率进行采样，记录的电压来自大脑外部的

电极的电压值。
众所周知，癫痫发作会聚集在一起，或者以组的

形式出现。 通常具有癫痫发作集群的患者从预测后

续癫痫发作中获益甚微，而区分出癫痫发作前状态，
就能为患者做出及时预警以及适当治疗。 此竞赛的

挑战是区分前 １ ｈ 的 １０ ｍｉｎ 长的数据片段和发作间

活动的 １０ ｍｉｎ ｉＥＥＧ 片段。 在这次竞赛中，定义癫

痫发作前为癫痫发作开始前的 ４ ｈ，发作间为任何癫

痫发作之前或之后至少 ４ ｈ［１０］。
数据集中每条数据为 １０ ｍｉｎ 长的 ＥＧＧ 时序数

据片段，来自癫痫对象的发作前或者发作后时期。
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训练数据中 １ ｈ 的数据片段将按照编号顺序存储，
测试数据片段则是随机的。 如图 ８ 所示，１ ｈ 发作前

片段定义为癫痫发作前 １：０５ 至 ０：０５，这即确保了

可以预测癫痫发作时间足够长，以允许快速作用下

优选用药。

10m 10m 10m 10m 10m 10m 5mSz
1h

图 ８　 癫痫发作前 １ ｈ 的 ５ 个电极上的 ＥＥＧ 信号

Ｆｉｇ． ８　 ＥＥＧ ｓｉｇｎａｌｓ ｏｎ ５ ｅｌｅｃｔｒｏｄｅｓ ｗｈｉｃｈ ａｒｅ １ ｈｏｕｒ ｂｅｆｏｒｅ ｓｅｉｚｕｒｅ

２．２　 数据预处理

对于每一个 １０ ｍｉｎ 的 ＥＧＧ 脑电图数据片段，
一些特定的特征从每个电极上的时域电压值中提

取。 主要的提取数据特征方法可参考文献［９，１１］，
方法步骤详见如下。

（１）重采样。 以 ４００ Ｈｚ 对数据片段的每个电极

上的数据重新采样，使得每个 １０ ｍｉｎ 的数据片段统

一维度为： Ｎ × ６００ｓ·４００ １
ｓ

æ

è
ç

ö

ø
÷ 。 这一步可运用

ｓｃｉｐｙ 包中 ｓｉｇｎａｌ 模块的 ｒｅｓａｍｐｌｅ 方法来实现。
（２）过滤。 使用巴特沃斯带通滤波器过滤掉低

频（小于 ０．１ Ｈｚ）和高频（高于 １８０ Ｈｚ）的采样点数

据。 这一步可运用 ｓｃｉｐｙ 包中的 ｓｉｇｎａｌ 模块的 ｂｕｔｔｅｒ
和 ｌｆｉｌｔｅｒ 来实现。

（３）离散傅里叶变换（ＤＦＴ）。：每 １０ ｍｉｎ 的数据

片段被分割为 ２０ 个不重叠的 ３０ ｓ 的小片段，每个

小片段应用离散傅里叶变换从时域信号变成频域信

号。 傅里叶变换的公式为：

Ｘ ｋ( ) ＝ ∑
Ｎ－１

ｎ ＝ １
ｘ ｎ( ) ｅｘｐ － ２πｉ ｎ

Ｎ
ｋæ

è
ç

ö

ø
÷ ． （１９）

　 　 （４）划分频率带。 每个 １０ ｍｉｎ 的数据片段被分

割成 ２０ 个小片段的频域信号后，把频域从 ０．１ Ｈｚ
至 １８０ Ｈｚ 划分为 ８ 个互不相交的频率带，这些区间

分别是： ｄｅｌｔａ （０．１ Ｈｚ～４ Ｈｚ）、 ｔｈｅｔａ （４ Ｈｚ～８ Ｈｚ）、
ａｌｐｈａ （８ Ｈｚ ～ １２ Ｈｚ）、 ｂｅｔａ （１２ Ｈｚ ～ ３０ Ｈｚ）、 ｌｏｗ －
ｇａｍｍａ － ０（３０ Ｈｚ～５０ Ｈｚ）、 ｌｏｗ － ｇａｍｍａ － １（５０ Ｈｚ
～ ７０ Ｈｚ）、 ｈｉｇｈ － ｇａｍｍａ － ０（７０ Ｈｚ～１００ Ｈｚ）、 ｈｉｇｈ
－ ｇａｍｍａ － １（１００ Ｈｚ～１８０ Ｈｚ）。

在该步划分频率带后，研究对每个片段的幅度

谱的振幅 Ａｋ 取 ｌｏｇ１０ 处理后的结果如图 ９ 所示。 经

此 处 理 后， 数 据 矩 阵 的 大 小 从 Ｎ ×

６００ ｓ·４００ １
ｓ

æ

è
ç

ö

ø
÷ 变换为 Ｎ × ８ × ２０， 其中 Ｎ 表示 Ｎ

个不同位置的电极，８ 表示频率带的数目，２０ 表示

１０ ｍｉｎ 数据片段以 ０．５ ｍｉｎ 的窗口、０．５ ｍｉｎ 的步长

向后移动得到 ２０ 个 ３０ ｓ 的小数据片段。
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图 ９　 数据预处理后的幅度谱

Ｆｉｇ． ９　 Ｔｈｅ ａｍｐｌｉｔｕｄｅ ｓｐｅｃｔｒｕｍ ａｆｔｅｒ ｄａｔａ ｐｒｅｐｒｏｃｅｓｓｉｎｇ

　 　 （５）正则化。 本实验一共有 ２ 种标准化方法，
一种是把每个数据片段上每个电极的频率谱上 ８ ×
２０ 特征矩阵压缩成一维，进行标准化；另一种是把

每个 ８ × ２０ 的频率谱特征矩阵，视为 ２０ 个样例的 ８
个特征，开始对这 ２０ 个长度为 ８ 的向量进行标准

化。 这 ２ 种标准化中，前者考虑到了特征在时域和

频域的位置，而后者没有考虑时域。
综合前述的数据预处理步骤提取信息，数据集

大小从最开始竞赛提供的总共 １１１ Ｇ，增长至当下

１９１ Ｍ 的数据量，从而为后续实验减少了许多训练

模型的时间。
２．３　 评估标准

本文的实验任务是区分出测试集中给定的数据

片段是属于发作前、还是属于发作中。 由于癫痫病

的特性，癫痫发作间隔时间长，即使得数据集中属于

发作中的片段占据了大多数。 对此，研究使用 ＲＯＣ
曲线下的面积 ＡＵＣ 来评估，并且是在所有 ７ 个对象

测试数据集的预测概率的 ＲＯＣ 曲线下的面积 ＡＵＣ
来评估各模型的运行性能，而这同时也是竞赛的评

判打分排名标准。
２．４　 基于线性判别分析的方法

基于线性判别分析的方法，在数据预处理中与

２．２ 节探讨的不同之处就在于，窗口大小为 ６０ ｓ，步
长为 ３０ ｓ，这样 １０ ｍｉｎ 的数据被划分成了 １９ 个 ６０ ｓ
的有重叠的小片段数据，那么每个 ６０ ｓ 的片段共有

Ｎ × ８ 个数据特征，其中 Ｎ代表电极的数目。 模型结

构如图 １０ 所示，模型用所有片段的 １９ 个小片段进

行线性判别分析训练，选取这 １９ 个小片段的预测平

均值作为整个片段的预测值，在如前描述的数据预
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处理条件下， 研究得到了最好的结果是整体的 ＡＵＣ
为 ０．７４７ ６６。

0.1709
0.1721
0.1801

0.1698

均值
0.1715LDA模型

预测

1
2
3
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图 １０　 基于 ＬＤＡ 的预测模型

Ｆｉｇ． １０　 Ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ＬＤＡ

２．５　 基于 ＣＮＮ 的方法

在 ＥＧＧ 数据采集的过程中，由于脑电信号非常

不平稳，在整个 １０ ｍｉｎ 的片段中或许并不存在发作

前活动的迹象。 这可能是因为发作前特征出现在片

段的开头或者最后，也有可能发作前的癫痫患者许

多位置的电极和平常一样，根本没有癫痫预警症状。
为了使本文设计的模型尽可能多地掌握患者脑部各

处电压的异样，研究考虑先合并所有电极上的处理

后的频域信息，而后合并不同时间片段的信息。 研

究中可通过卷积神经网络实现这一设计。 设计的网

络通过时间执行一维卷积，从而分别从每个时间片

段中提取相同类型的特征，继而在较高层中跨时间

轴来组合有关信息。 此外，在 Ｍｉｒｏｗｓｋｉ 等人［１２］的研

究中提出脑电图各电极上的信息之间的关系对癫痫

的预测非常重要；在此竞赛中也有不少参赛者，把这

个特征扩展到了各自的数据集中。 在本文研发的网

络中，研究旨在运用第一个卷积层中的滤波器在相

同的时间片段内看到所有电极上的数据特征信息，
这样可使其学习彼此之间的互相关关系。 基于此，
下面将给出本文网络结构设计详述如下。

　 　 如图 １１ 所示，研究把数据分成了 ２０ 个小片段

以及 ８ 个频率带，其第一层卷积 Ｃ１ 在相同时间帧上

的所有电极的频带上执行卷积，第一层为 １６ 个过滤

器的大小为 （８·Ｎ） × １ 的卷积核，一共有 （ １６·
８· Ｎ ＋ １６）个参数。 通过第一层得到了 １６×２０ 的

矩阵；第二层卷积 Ｃ２ 是 ３２ 个过滤器大小为 １６×１２
的卷积核，一共有（３２·１６·１２＋３２） ＝ ６ １７６ 个参

数；第三层是全连接层 Ｆ３，通过 ２ 个卷积层提取 ３２×
９ 的特征矩阵与 Ｆ３ 的 ５１２ 个神经元全连接，把所有

特征信息提取到 ５１２ 个神经单元中用来分类，共３２×
９×５１２＋５１２＝ １４７ ９６８ 个参数；最后一层是一个逻辑

回归单元。 由此计算可得模型的总参数共有

１５ 万个，巨量的参数给后续模型的参数寻找带来了

很大的困难，因此必须尽可能在此结构上加以优化，
从而降低模型的参数总量。

F3:512个
全连接神经元

C2:32@1*9
特征图

C1:16@1*20
特征图

16个8N*1卷积核

卷积

32个1*12卷积核

卷积

8个

频率

带
N
个
电
极

10min，每0.5m取一个数据

图 １１　 基于 ＣＮＮ 的模型

Ｆｉｇ． １１　 Ｔｈｅ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ＣＮＮ

　 　 为了减少参数的数量，研究即在 Ｃ２ 与 Ｆ３ 直接

引入全连接池化层 ＧＰ３，如图 １２ 所示，池化层在 Ｃ２
层得到的 １ × ９ 矩阵上计算了均值、最大、最小、方
差、Ｌ２ 正则化值、几何平均值，这样得到 ３２ 个 １×６
的矩阵与具有 ５１２ 个单元的全连接层连接。 如此一

来池化层和全连接层只有（１９２·５１２＋５１２）＝ ９８ ８１６
个。 由于加入的池化层，参数在数目上就大约减少

了 ５ 万个。

最大值
最小值
平均值
方差

L2正则化
几何平均值

C1∶16@1*20特征图 C2∶32@1*9特征图

10min，每0.5m取一个数据

8个
频率带

16个8N*1卷积核

卷积

N
个
电
级

32个1*12卷积核

卷积 池化 全连接 预测分类

GP3∶32@1*6特征图
F4∶512个

全连接神经元 F5:Softmax

图 １２　 卷积和池化的 ＣＮＮ 模型

Ｆｉｇ． １２　 Ｃｏｎｖｏｌｕｔｉｏｎａｌ ａｎｄ ｐｏｏｌｅｄ ＣＮＮ ｍｏｄｅｌ
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　 　 研究中又设置了不同的数据预处理参数，并对

预测的原始结果， 分别进行了 Ｓｏｆｔｍａｘ、 ｍｉｎｍａｘ、
ｍｅｄｉａｎ 标准化，应用此模型得到的结果见表 １。

表 １　 不同数据预处理参数下模型的结果

Ｔａｂ． １ 　 Ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｍｏｄｅｌ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｄａｔａ ｐｒｅｐｒｏｃｅｓｓｉｎｇ
ｐａｒａｍｅｔｅｒｓ

数据 ＡＵＣ Ｓｏｆｔｍａｘ ＡＵＣ Ｍｉｎｍａｘ ＡＵＣ Ｍｅｄｉａｎ ＡＵＣ

６ 频率带

３０ ｓ 窗口
０．７７０ ６ ０．７７０ ７ ０．７８１ １ ０．７６９ ５

６ 频率带

１２０ ｓ 窗口
０．７６３ ２ ０．７８６ ０ ０．７７５ ２ ０．７５３ ４

８ 频率带

３０ ｓ 窗口
０．７６６ ８ ０．７４３ ７ ０．７７３ ７ ０．７８０ ８

　 　 由表 １ 可以看出，经过如上的标准化处理对最

终的预测结果有一定的修正，但是尚未确定哪种标

准化处理会得到比原始预测更好的收益；同时，也可

以看出本模型效果明显超出基线模型大约 ３％左

右，并且最好的结果能在 ５０４ 个队伍的竞赛排行榜

上取得排名第 １１ 位的成绩，可以说基于卷积深度学

习方法对于癫痫前期症状的预测是有用的。
２．６　 基于 ＲＮＮ 的方法

脑电波（ＥＧＧ）原始数据是时序的，可以直接利

用 ＲＮＮ 网络的持续性和记忆性特点直接处理，但通

过前面提及的预处理步骤将使所得的信息既有时间

特性、又有频率大小的位置特性，因此本次研究拟尝

试运用卷积神经网络解决发作前预测问题。
首先，研究对数据应用基础的 ＲＮＮ、ＬＳＴＭ、ＧＲＵ

模型，探索其性能，其中 ＧＲＵ 结构如图 １３ 所示，输
入数据先通过一层 ２０ 个节点的 ＧＲＵ 单元，其上各

单元以 ０．２ 随机失活，再全连接到一个逻辑回归单

元上输出预测值。 在其它基础的递归神经网络模型

的结构中只有第一层的 ＧＲＵ 不同，分别为 ＬＳＴＭ、
ＳｉｍｐｌｅＲＮＮ。

=========================================

=========================================

Layer(type)

gru_1(GRU)

dropout_1(Dropout)

dense_1(Dense)

activation_1(Activation)

Totalparams:9,921
Trainableparams:9,921
Nontrainableparams:0

OutputShape

(None,20)

(None,20)

(None,1)

(None,1)

Param#

9900

0
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0

图 １３　 简单的 ＧＲＵ 模型

Ｆｉｇ． １３　 Ｓｉｍｐｌｅ ＧＲＵ ｍｏｄｅｌ

　 　 这些简单模型在频率带为 ８，窗口长度为 ３０ ｓ，
步长为 ３０ ｓ 数据预处理设置下，得到的结果见表 ２。

表 ２　 不同 ＲＮＮ 模型的结果

Ｔａｂ． ２　 Ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ＲＮＮ ｍｏｄｅｌｓ

模型 ＡＵＣ Ｓｏｆｔｍａｘ ＡＵＣ Ｍｉｎｍａｘ ＡＵＣ Ｍｅｄｉａｎ ＡＵＣ

ＳｉｍｐｌｅＲＮＮ ０．５１９ １ ０．４４４ ７ ０．４８０ ５ ０．４２７ ０

ＧＲＵ ０．５５７ ３ ０．４４１ １ ０．５４７ ８ ０．４７２ ９

ＬＳＴＭ ０．５２１ １ ０．４３２ １ ０．５２５ １ ０．４４１ ７

　 　 由表 ２ 可知，此时得到的结果远远低于 ＬＤＡ 的

基线模型，甚至比随机猜得的效果更差。 这一仿真

结果表明：虽然基于 ＲＮＮ 的方法在癫痫发作片段的

诊断上效果明显，但在预测发作前片段的任务上，效
果并不好。
３　 结论与展望

本文以 ＬＤＡ 为基线模型，探索了基于 ＣＮＮ 和

ＲＮＮ 的模型，对 ＥＧＧ 数据预测癫痫发作前状态概

率的问题进行了实验性的研究。 本文发现 ＥＧＧ 数

据从时域信号转换到频率信号后，利用卷积神经网

络提取整合特征的能力，能较成功地预测癫痫发作

前的数据片段。 虽然基于 ＲＮＮ 的模型在 ＥＧＧ 数据

片段属于癫痫发作、非癫痫发作和健康人的分类问

题上得到了好的效果，但在癫痫发作前的预测问题

上效果并未臻至理想，当然这也许是本文的 ＲＮＮ 实

验模型偏于基础简单，参数设置或者数据预处理也

有待进一步改善的原因。 后续工作可以考虑直接对

原始的 ＥＧＧ 数据，按照电极上采样数据量平均划分

为 ｎ 个时间步，以每个时间步的采样数据作为 ＲＮＮ
的输入，或许在这样的情况下 ＲＮＮ 就能提取出有效

的特征信息。
４　 结束语

本文讨论了癫痫发作前片段预测任务的背景及

意义，并基于具体的数据集说明了任务评估标准。
研究即以 ＬＤＡ 为基线模型，探讨了基本 ＲＮＮ 模型

对此任务的有效性，并提出了基于 ＣＮＮ 模型的深度

学习方法，较为成功地对癫痫发作前片段进行了预

测。
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