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基于 Ｄｏｃ２Ｖｅｃ 和深度神经网络的战场态势智能推送研究

申　 远， 黄志良， 胡　 彪， 王适之
（空军预警学院， 武汉 ４３００１９）

摘　 要： 战场态势智能推送中的推荐算法是最核心、最关键的组成部分，在很大程度上决定了战场态势推送性能的优劣。 深

度神经网络推荐算法对用户和态势的需求度关系进行建模学习，能够学习到两者之间隐含的、更为复杂的非线性关系，缺点

在于未利用到态势的额外信息。 因此以深度神经网络推荐算法为基础，利用 Ｄｏｃ２Ｖｅｃ 方法提取态势文本内容信息来作为深

度神经网络模型的辅助输入，设计了一种基于 Ｄｏｃ２Ｖｅｃ 和深度神经网络的战场态势智能推送方法。 实验仿真结果表明，利用

Ｄｏｃ２Ｖｅｃ 算法来对态势的额外信息进行建模，能够提升算法推荐效果。
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０　 引　 言

随着战场信息搜集手段、处理分析方法的快速

发展，使得作战用户能够获得大量的不同类型、不同

粒度、不同时空的战场态势资源，但是也会使得指挥

员需要耗费很大的时间精力才能从海量的态势中发

掘有效信息资源，会出现“态势泛滥”和“态势缺乏”
的矛盾，即一方面战场态势呈指数级增长，另一方面

作战用户可以利用到的合适态势资源却很少［１］。
目前解决该矛盾问题最直接有效的方法就是智能推

送，态势智能推送是以推荐算法为核心，利用知识发

现、数据挖掘、机器学习、人工智能等多种方法为用

户提供合适的态势资源，态势智能推送能够根据用

户个性化需求，主动为用户提供合适的态势，并且当

用户需求变化时，态势智能推送也能自适应变化，及
时准确地为用户提供个性化、智能化、动态化的态势

资源。

智能推送的核心是推荐算法，常见的推荐算法

有协同过滤推荐算法［２］、基于内容的推荐算法［３］ 和

组合推荐算法［４］。 目前在军用领域，推荐算法理论

研究也有一定的成果。 胡旭等人［５］ 针对协同过滤

推荐算法的数据稀疏性、扩展性差问题，提出了初始

聚类中心优化的 Ｋ－均值项目聚类推荐算法；余苗等

人［６］利用层次向量空间构建用户兴趣空间，根据情

报用户少量的定制信息和朴素贝叶斯分类算法建立

用户兴趣模型，提出了一种基于朴素贝叶斯分类算

法的雷达情报按需分发技术；傅畅等人［７］ 设计并实

现了一个包括采集、处理、存储与检索的 Ｗｅｂ 军事

情报挖掘模型，提出了一种面向军事情报应用的文

本聚类方法；袁仁进［８］ 围绕军事新闻推荐模型构建

与更新、融合地理情境的军事新闻推荐模型构建等

方面进行了研究，提出了一种基于向量空间模型和

Ｂｉｓｅｃｔｉｎｇ Ｋ－ｍｅａｎｓ 聚类的军事新闻推荐方法，针对



顾及时间上下文的用户兴趣模型更新问题，构造了

一种基于时间的遗忘函数，最后针对地理推荐问题，
提出了基于地理上下文的军事新闻推荐算法，并构

建了军事新闻个性化推荐原型系统。
上述研究主要是利用用户和态势两者之间的历

史交互关系进行学习建模，但该方法存在的问题是

用以实现算法模型训练的用户历史行为记录数据是

比较稀疏的，并且很难解释用户与这类态势产生交

互行为（如定制、浏览、评价等）的原因，比如用户定

制这类态势而不定制另外一类态势，很难用用户—
态势需求度矩阵来解释。 如果能够对用户产生交互

行为的相对应态势内容进行分析，那么必将使得用

户建模更为准确，并具有很强的解释性，能够描述用

户历史行为记录背后隐藏着抽象的用户—态势需求

关系。 因此本文在神经网络推荐算法的基础上，利
用自然语言学习中的 Ｄｏｃ２Ｖｅｃ 算法来提取态势内

容特征信息，并训练成态势内容特征向量，再与用

户—态势需求度矩阵中的用户—态势交互行为向量

进行融合，这就使得算法模型能够学习到态势更多

的特征信息，在一定程度上缓解数据稀疏性问题，从
而提升推荐效果。
１　 基于 Ｄｏｃ２Ｖｅｃ 的词嵌入模型

在对态势进行建模时，一般采用向量空间模型

来表示。 以预警情报为例，预警情报则可以表示为

ｎ 维的特征向量 ｛ ｔ１，ω１( ) ， ｔ２，ω２( ) ，．．． ｔｉ，ωｉ( ) ，
ｔｎ，ωｎ( ) ｝，ｔｉ、ωｉ 分别表示这些特征的关键词和相应

的权重。 这种表示方法的核心是对关键词进行提

取，如文献［９］将预警情报特征提取为位置、高度、
航向、速度、属性、机型等特征，这样一来该特征选取

方法明显带有主观性，无法将情报更多的特征信息

挖掘出来，会造成情报特征信息的流失，使得用户需

求建模就会变得不准确。
在实际运用过程中，战场态势种类是多种多样

的，如视频类、音频类、图像类、文本类等。 其中，文
本类态势特征明显，特征提取相对容易，而诸如视频

类、音频类、图像类这些态势特征提取较为困难，因
此需要对这些非结构化数据进行结构化处理，形成

文本类态势。 在得到同类型的态势文本数据后，可
以利用相应的方法对态势内容进行表示。 而文本内

容一般采用词袋模型将文本转化成低维空间的稠密

向量，这样的表示方法会使得文本所有重要的特征

被提取出来，而不是仅仅取几个主要的文本特

征［１０］。 以“敌方 ／导弹 ／距离 ／我方 ／ ２０ｋｍ”和“敌方 ／
飞机 ／在 ／我方 ／东北 ／方向”为例，基于以上文本内

容则可建立词典为： ｛“敌方”：１， “导弹”：２， “飞

机”：３，“距离”：４，“在”：５，“我方”：６，“２０ｋｍ”：７，
“东北”：８，“方向”：９｝。 假设每一个词都有唯一的

索引，根据各词的出现顺序及频率，则上述文本用词

袋模型中 ９ 维的词向量分别表示成［１，１，０，１，０，１，
１，０，０］、［１，０，１，０，１，１，０，１，１］。 这种表示方式好

处在于将文本内容的所有关键词都提取出来，态势

信息主要信息被提取出来。 缺点在于该方法忽略了

各词语的上下文顺序，且当存在大量且特征繁多的

战场态势时，态势特征的表示就会变得非常稀疏，即
用词袋模型表征所有的态势特征时，对于单个态势

而言，所拥有的特征相对有限，则词袋模型表示的大

部分特征对单个态势是没有意义的。 因此用向量空

间模型来表示态势将具有很大的局限性。
基于 Ｄｏｃ２Ｖｅｃ 的词嵌入模型是 Ｌｅ 和 Ｍｉｋｏｌｏｖ

提出的一种深度文本学习算法。 Ｄｏｃ２Ｖｅｃ 算法是从

大型原始数据中以完全无监督的方式进行训练，而
无需任何针对于特定任务的标记数据［１１］。 该方法

的优点在于应用场景广阔，可利用神经网络将任何

长度的文本生成词向量嵌入到算法模型。 Ｄｏｃ２Ｖｅｃ
方法的基本思想是通过神经网络学习训练，将文本

中每一个词表示成低维稠密向量形式，最终的目标

是生成可表示的词向量。 根据文本领域的不同，该
向量的维度会有所不同，通常的做法是取值 ５０ 或

１００，针对特定领域，向量维数固定的好处在于不会

产生高维向量造成“维数灾难”问题。 其中，向量的

每一个维度包含着文本的某一种潜在特征，每个维

度的取值范围为 ０～１ 的实数。 对于一个文本而言，
在经过预处理后，文本主要内容特征很容易人工提

取，关键问题战场态势是海量的，不可能对每个文本

都采用这样的方式，因此要根据文本内容的上下文

顺序，利用 Ｄｏｃ２Ｖｅｃ 训练模型训练语料库来预测下

一个词语，根据预测结果可以为每一个文本生成词

向量，然后， Ｄｏｃ２Ｖｅｃ 方法具有 ２ 种模型。 一种是

分布式记忆模型（Ｄｉｓｔｒｉｂｕｔｅｄ Ｍｅｍｏｒｙ，ＤＭ），另外一

种是分布式词袋模型 （ Ｄｉｓｔｒｉｂｕｔｅｄ Ｂａｇ ｏｆ Ｗｏｒｄｓ，
ＤＢＯＷ）。 ２ 种方法的训练方式相同，都采用神经网

络为基础进行训练。 不同之处在于前者是设定一定

阈值后，利用当前词语去预测阈值范围内的词语，从
而形成词向量，而后者是根据词语之间的上下文关

系来预测下一个词语，从而形成词向量。 对于态势

文本而言，文本中各类词语往往具有很大的关联性，
采用分布式词袋模型来对文本建模更为准确，分布

式词袋模型结构如图 １ 所示。
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分布式词袋模型的输入为一个随机段落，将文

本段落映射到低维稠密形式的段落向量，分布式词

袋模型可以通过一个段落向量来预测某个随机词的

概率分布，而后将出现概率高的词组成关键词［１２］。
假设语料库由长度为 ｎ 的词序列 （ｘ１，ｘ２，．．．，ｘｉ，．．．，
ｘｎ） 组成，文本组成的序列集合 Ａ ，则 Ｄｏｃ２Ｖｅｃ 算法

的训练目标是使每一个词在语言生成模型出现的概

率最大，即 ∑
Ａ
ｐ（ｘｉ ｜ ｘ１，ｘ２，．．．，ｘｉ，．．．，ｘｎ） 最大，而当

利用随机梯度下降法对算法模型训练后，在输出层

将每一个词向量按顺序进行连接，则此时文本可以

由多维词向量进行表示。

敌方 导弹 距离 我方 20km

分类

段落向量

文本
段落

图 １　 分布式词袋模型结构

Ｆｉｇ． １　 Ｄｉｓｔｒｉｂｕｔｅｄ ｗｏｒｄ ｂａｇ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

２　 深度神经网络推荐算法

深度神经网络算法因其鲁棒性好、自适应能力

强、处理非线性关系能力优异、并行计算速度快等优

点而广泛应用于图像处理、模式识别、经济预测、业
务决策等领域。 文献［１３］提出将深度学习方法—
多层感知机应用于协同过滤推荐算法，该深度神经

网络推荐算法（Ｄｅｅｐ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＤＮＮ）通过建

立多层前馈神经网络模型来学习用户—态势交互关

系，使得算法模型更具备非线性建模能力。
深度神经网络推荐算法是利用需求度的已知项

来预测需求度未知项。 深度神经网络推荐算法通过

建立利用用户—态势交互函数 ｆ∈ ＲＸ×Ｙ 来表示用户

历史反馈行为数据， Ｒ 为用户—态势需求度矩阵， Ｘ
和 Ｙ 分别表示用户和态势的数目，定义如下：

ｆｕｉ ＝
０，　 用户和态势无交互行为；
１，　 用户和态势有交互行为．{ （１）

　 　 研究中，利用用户行为数据来进行推荐的问题

可以抽象表示为学习模型函数 ｆ
～

ｕｉ ＝ ｈ（ｕ，ｉ θ） ，其

中， ｆｕｉ
～
表示用户 ｕ 对态势 ｉ 的预测需求度， θ 表示模

型参数，此处模型为深度神经网络， ｈ 为模型参数映

射到预测需求度的函数。 与矩阵分解推荐算法类

似，假设 Ｐ∈ＲＸ×Ｋ 和 Ｑ∈ＲＹ×Ｋ 分别表示用户和态势

的特征矩阵，则深度神经网络推荐模型预测需求度

为：

ｆ
～

ｕｉ ＝ ｈ（ ＰＴ ＳＵ
ｕ ， ＱＴ ＳＩ

ｉ Ｐ，Ｑ，θ ｈ） ＝ ψ ｏｕｔ（ψＺ（ ．．．
ψ ２（ψ １（ＰＴ ＳＵ

ｕ ，ＱＴ ＳＩ
ｉ）） ．．．））， （２）

其中， Ｕ 和 Ｉ 分别表示用户和态势集合； ＳＵ
ｕ 和

ＳＩ
ｉ 分别用来描述用户 ｕ 和态势 ｉ ； θ ｈ 表示映射函数

ｈ 的模型参数； ψ ｏｕｔ 为输出层映射函数； ψＺ 表示隐藏

层第 Ｚ个映射函数。 设置 Ｓｉｇｍｏｎｄ 激活函数 σ（ｘ）＝
１ ／ １ ＋ ｅ －ｘ( ) 作用于输出层，定义权重为 ＯＴ，则预测

需求度修正为：

ｆ
～

ｕｉ ＝ １ ／ （１ ＋ ｅｘｐ（ － ψＺ（ ．．．ψ ２（ψ １（ＰＴ ＳＵ
ｕ ，ＱＴＳＩ

ｉ）） ．．．））
·ＯＴ） ． （３）
　 　 和矩阵分解推荐算法一样，在得到预测需求度

后，可建立目标函数进行参数优化来找到最合适的

参数 Ｐ、Ｑ 和 ＯＴ。
综上所述，研发得到深度神经网络推荐算法的

流程步骤分述如下：
Ｓｔｅｐ １　 输入用户—态势需求度矩阵；
Ｓｔｅｐ ２　 对 Ｐ、Ｑ 和ＯＴ 等模型参数进行初始化；
Ｓｔｅｐ ３ 　 通过相关处理，将用户和态势特征向

量输入到深度神经网络来预测需求度；
Ｓｔｅｐ ４ 　 利用随机梯度下降法对模型进行训

练，直到模型收敛；
Ｓｔｅｐ ５　 根据模型迭代结果，找到最合适的 Ｐ、

Ｑ 和 ＯＴ， 计算此时的预测需求度 ｆ
～

ｕｉ；
Ｓｔｅｐ ６ 　 对各态势的预测需求度进行排序，将

排序高的态势推送给用户。
３　 基于 Ｄｏｃ２Ｖｅｃ 和深度神经网络的推荐算法

研究中利用 Ｄｏｃ２Ｖｅｃ 方法将态势的文本信息

融入到深度神经网络模型后，文本中的内容信息被

建模成词向量，与深度神经网络中的用户的潜在特

征向量和态势潜在特征向量进行拼接融合，通过在

嵌入层的特征叠加，则算法模型可以学习用户—态

势建立关联关系隐含着的抽象特征。 基于 Ｄｏｃ２Ｖｅｃ
和深度神经网络推荐算法结构如图 ２ 所示。

该模型主要分为输入层、嵌入层、隐藏层和输出

层。 其中，输入层是输入已经分布式处理后的用户

特征向量、态势特征向量和态势内容特征向量；嵌入

层用于将用户序列、态势序列以及态势内容序列转

换成表征各自特征的低维稀疏向量，对于态势内容
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特征向量，文本中每一个词语在嵌入层表示为多维

向量 Ｄｉ ＝ ｛ｄ１，ｄ２，．．．，ｄｉ，．．．，ｄｎ｝， 这样的表示方法使

得文本中更多的特征被提取出来；在隐藏层，主要是

对用户特征向量、态势特征向量以及态势内容特征

向量进行连接得到一个用户—态势—态势内容特征

向量，用于深度神经网络的多层感知机的输入，其中

神经网络的结构采用是倒塔式结构，即下一层的神

经元的数目为上一层的一半，此时可以利用多层感

知机对用户—态势—态势内容特征向量进行特征学

习并作为输出层的输入；输出层主要是根据学习到

的用户—态势—态势内容特征，可对用户—态势—
态势内容特征向量进行需求度预测，根据预测值与

实际值的误差情况进行自适应调整，如果输出结果

与实际结果相差太大，则不断调整各个参数，直到预

测值与实际值的误差值小到一定程度后，即神经网

络训练达到最优值，这时就不再调整参数，每次这样

的深度神经网络学习成功的结果都会被神经网络中

的神经元记忆储存，当作战用户提出态势需求时，深
度神经网络都可以根据学习的结果向该用户主动推

送合适的态势资源。

态势内容
特征向量

DNN用户
特征向量

DNN态势
特征向量

第1层

第2层

第Z层

预测需求度

00100 00100 00100

态势内容 用户 态势

输入层

嵌入层

隐藏层

输出层

图 ２　 基于 Ｄｏｃ２Ｖｅｃ 和深度神经网络推荐算法模型

Ｆｉｇ． ２ 　 Ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ Ｄｏｃ２Ｖｅｃ ａｎｄ
Ｄｅｅｐ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ

　 　 假设态势内容特征向量记为 Ｄｉ， Ｄｏｃ２Ｖｅｃ 向量

预测已建模成态势潜在向量的堆积，假设权重向量

为 Ｇ， 偏置向量为 ｂ， Ｄｏｃ２Ｖｅｃ 预测向量为 Ｄ
～

ｉ， 则各

向量间满足以下等式：

Ｄ
～

ｉ ＝ Ｇ Ｄｉ ＋ ｂ， （４）
　 　 因为在深度神经网络算法中，态势内容向量也

是在进行预测，因此也会存在预测上的误差（预测

值与真实值），为防止训练过拟合，添加权重正则化

项 λＤ‖Ｇ‖ ２， 则此时基于态势内容向量预测的目

标函数为：

ＦＤｏｃ２Ｖｅｃ ＝ ∑
ｉ∈Ｉ

‖ Ｄｉ － Ｄ
～

ｉ‖
２ － λＤ ‖Ｇ‖２， （５）

　 　 对于深度神经网络部分，定义 ｆ ＋ 表示用户和态

势有交互行为， ｆ － 表示用户和态势无交互行为，将
输出层输出值范围限定为［０，１］，输出层激活函数

保持不变，则定义似然函数为：

ｐ（ ｆ ＋，ｆ － ｜ Ｐ，Ｑ，θ ｈ） ＝ ∏
ｒｕｉ∈ｆ

ｆ
～

ｕｉ∏
ｒｕｉ∈ｆ －

（１ － ｆ
～

ｕｉ）， （６）

对式（６）取负对数， ｆ（λＤＮＮ） 表示深度神经网络

的正则化项，用于防止模型过拟合，则此时深度神经

网络算法需要进行优化的目标函数为：

ＦＤＮＮ ＝ － ∑
ｒｕｉ∈ｆ ＋

ｌｇ ｆ
～

ｕｉ － ∑
ｒｕｉ∈ｆ －

－ ｌｇ（１ － ｆ
～

ｕｉ） － ｆ（λＤＮＮ） ＝

∑
ｒｕｉ∈ｆ ＋∪ｆ －

ｆｕｉ ｌｇ ｆ
～

ｕｉ ＋ （１ － ｆｕｉ）ｌｇ（１ － ｆ
～

ｕｉ） － ｆ（λＤＮＮ） ＝

∑
ｒｕｉ∈ｆ ＋∪ｆ －

ｆｕｉ ｌｇ ｆ
～

ｕｉ ＋ （１ － ｆｕｉ）ｌｇ（１ － ｆ
～

ｕｉ） － λＤＮＮ（‖Ｐ‖２ ＋

‖Ｑ‖２ ＋ ‖ＯＴ‖２）， （７）
根据式（５） ～式（７）可知基于 Ｄｏｃ２Ｖｅｃ 和深度

神经网络的推荐算法的目标函数为：
ＦＤＮＮ＋Ｄｏｃ２Ｖｅｃ ＝ ＦＤ ＋ ＦＤＮＮ ＝

　 　 　

∑
ｉ∈Ｉ

‖ Ｄｉ － Ｄ
～

ｉ‖
２ － λＤ ‖Ｇ‖２ ＋

∑
ｒｕｉ∈ｆ ＋∪ｆ －

ｆｕｉ ｌｇ ｆ
～

ｕｉ ＋ （１ － ｆｕｉ）ｌｇ（１ － ｆ
～

ｕｉ） －

λＤＮＮ（‖Ｐ‖２ ＋ ‖Ｑ‖２ ＋ ‖ ＯＴ‖２） ．

ì

î

í

ï
ï
ï

ï
ï
ï

（８）

在得到目标函数后，利用随机梯度下降法［１４］进

行学习训练，根据训练结果，将一组预测需求度高的

相应态势推送给用户。
综上所述，则可以得到基于 Ｄｏｃ２Ｖｅｃ 和深度神

经网络的推荐算法的算法步骤详述如下：
Ｓｔｅｐ １　 输入用户—态势需求度矩阵；
Ｓｔｅｐ ２ 　 对态势原始数据进行预处理，包括数

据清洗，预训练等；
Ｓｔｅｐ ３　 利用 Ｄｏｃ２Ｖｅｃ 方法训练词向量，并将

文本内容特征耦合到用户—态势潜在特征中去；
Ｓｔｅｐ ４　 对推荐模型参数初始化；
Ｓｔｅｐ ５ 　 利用随机梯度下降法对模型进行训

练，直到模型收敛；
Ｓｔｅｐ ６ 　 根据模型迭代结果，找到最合适的用

户特征矩阵、态势特征矩阵和各参数的权重值，计算

此时的预测需求度 ｆ
～

ｕｉ；
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Ｓｔｅｐ ７ 　 对各态势的预测需求度进行排序，将
排序高的态势推送给用户。
４　 实验结果及分析

本文实验数据采用雷达航迹仿真得到各类情报

７５０ ０００条，其中用户定制的情报为 １ ５００ 条，将数据

划分为训练集和测试集。 将各类情报数据转化成文

本类型情报后，首先要对文本进行清洗，包括剔除文

本中无用的标点符号信息；其次需要对文本进行分

词及同义词合并，在分词的结果中剔除对语义表达

没有影响的停用词；最后训练词向量，实现更加精确

的词向量表示。
为评估算法性能，需要设置相应的评价指标来

衡量算法优劣。 本文采用均方根误差、准确率、召回

率和 Ｆ１ 这四个指标，各指标详细解析参见文献

［１５］，此处不再赘述。 实验编程语言用 Ｐｙｔｈｏｎ３．５，
采用的机器学习库包括 Ｎｕｍｐｙ、 Ｐａｎｄａｓ、 Ｓｃｉｋｉｔ －
Ｌｅａｒｎ、Ｇｅｎｓｉｍ、Ｊｉｅｂａ 和 ＣＰＵ 版本的 ＴｅｎｓｏｒＦｌｏｗ。

在参数设置上，最大迭代次数为 ４０ 次、批处理

参数为１ ０００、隐因子个数为 ８、正则化参数为 λＤ ＝
λＤＮＮ ＝ ０． ０５、学习速率为 ０． ００１、网络层数分布为

［６４，３２， １６， ８， １ ］。 本文算法性能受迭代次数

（ｅｐｏｃｈ）、 隐 因 子 个 数 （ ｆａｃｔｏｒ）、 正 则 化 参 数

（ ｒｅｇｕｌａｔｉｏｎ）、学习率（ ｌｅａｒｎｉｎｇ ｒａｔｅ）、神经网络层数

（ ｌａｙｅｒ）、推荐数目（ｋ） 等参数的影响。 其它参数条

件不变，来比较分析单一参数对算法性能的影响。
对比实验的研究分析内容具体如下。

（１）对比实验 １。 其它参数不变，不同迭代次数

条件下，对比本文算法（ＤＮＮ＋Ｄｏｃ２Ｖｅｃ）与深度神经

网络推荐算法（ＤＮＮ）、矩阵分解推荐算法［１６］（ＭＦ）
的均方根误差。 实验结果如图 ３ 所示。
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图 ３　 ３ 种算法均方根误差比较

Ｆｉｇ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｏｏｔ ｍｅａｎ ｓｑｕａｒｅ ｅｒｒｏｒ ｏｆ ｔｈｒｅｅ ａｌｇｏｒｉｔｈｍｓ

　 　 由图 ３ 可知，分析得到的研究结论可阐释表述

如下：

① 本文算法（ＤＮＮ＋Ｄｏｃ２Ｖｅｃ）均方根误差随迭

代次数增加而减少，并且要小于深度神经网络推荐

算法和矩阵分解推荐算法，本文算法在深度神经网

络推荐算法的基础上，利用 Ｄｏｃ２Ｖｅｃ 方法学习文本

内容特征，能够提升模型精度；
② ＤＮＮ＋Ｄｏｃ２Ｖｅｃ 算法均方根误差随迭代次数

增加而减少，但减小速率变慢，这是因为此时 ＤＮＮ＋
Ｄｏｃ２Ｖｅｃ 算法训练正逐渐逼近最优解，故而算法推

荐性能有所提升。
（２）对比实验 ２。 其它参数不变，迭代次数为 ３０

次，不同推送数目下，本文算法与深度神经网络推荐

算法（ＤＮＮ）、矩阵分解推荐算法（ＭＦ）的准确率、召
回率和 Ｆ１ 指标比较。 实验结果如图 ４ 所示。

0.86

0.84

0.82

0.80

0.78

0.76

0.74

0.72
5 10 15 20 25 30

k

Pr
e

MF
DNN
DNN+Doc2Vec

（ａ） 准确率

（ａ） Ａｃｃｕｒａｃｙ

5 10 15 20 25 30
k

0.65

0.60

0.55

0.50

0.45

0.40

0.35

0.30

Re
c

MF
DNN
DNN+Doc2Vec

（ｂ） 召回率

（ｂ） Ｒｅｃａｌｌ

MF
DNN
DNN+Doc2Vec

5 10 15 20 25 30
k

0.75

0.70

0.65

0.60

0.55

0.50

0.45

F1

（ｃ） Ｆ１
（ｃ） Ｆ１

图 ４　 ３ 种算法准确率、召回率、Ｆ１ 指标比较

Ｆｉｇ． ４ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｐｒｅｃｉｓｉｏｎ， ｒｅｃａｌｌ ａｎｄ Ｆ１ ｏｆ ｔｈｅ ｔｈｒｅｅ
ａｌｇｏｒｉｔｈｍｓ

４５ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



　 　 由图 ４（ａ）、（ｂ）、（ ｃ）可知，分析得到的研究结

论可阐释表述如下：
（１）本文算法（ＤＮＮ＋Ｄｏｃ２Ｖｅｃ）与深度神经网络

推荐算法和矩阵分解推荐算法一样，准确率均随推

送数目增大而变小，３ 种算法的召回率均随推送数

目增大而变大，３ 种算法的 Ｆ１ 指标均随推送数目增

大而变大；
（２）ＤＮＮ＋Ｄｏｃ２Ｖｅｃ 算法与 ＤＮＮ 算法、ＭＦ 算法

相比而言，前者的均方根误差要小于后两种算法，说
明本文算法利用 Ｄｏｃ２Ｖｅｃ 方法学习文本内容特征

后，算法的推荐准确性有一定的提升。
　 　 综上所述，深度神经网络是推荐算法的基础，引
入 Ｄｏｃ２Ｖｅｃ 方法来学习态势文本内容，能够挖掘出

用户需求背后隐藏的用户和态势更加复杂的交互关

系，使得态势特征表征更加明确，推荐效果得以提

升，证明本文算法（ＤＮＮ＋Ｄｏｃ２Ｖｅｃ）确实能够提升推

荐质量。
５　 结束语

本文在军事运用背景条件下，提出了一种基于

Ｄｏｃ２Ｖｅｃ 和深度神经网络的推荐算法。 该算法是在

深度神经网络推荐算法对用户—交互关系进行建模

的基础上，引入基于 Ｄｏｃ２Ｖｅｃ 的词嵌入模型来对文

本态势实现建模，以期挖掘到态势更多的特征信息，
使得用户需求建模更为准确。 实验表明，基于

Ｄｏｃ２Ｖｅｃ 和深度神经网络的推荐算法与深度神经网

络推荐算法、矩阵分解推荐算法等算法相比，本文算

法得到的推荐效果更为优异。
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