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基于病理特征和改进随机森林的肺结节分类

孟晋洁， 程远志
（哈尔滨工业大学 计算机科学与技术学院， 哈尔滨 １５０００１）

摘　 要： 针对基于小样本训练的机器学习模型对肺结节良恶性分类精确度不高的问题，本文提出了一种基于病理特征和改进

随机森林的肺结节良恶性分类方法。 首先利用灰度级转换、两次区域生长和一次腐蚀膨胀，将肺结节周围的 ＣＴ 图像数据完

整地分割出来，保留了特征细节，然后提取了语义特征、形态学特征、图形学特征、临床特征组合而成的病理特征，接着选取不

同的特征分别训练 ２ 种随机森林分类器，最后将 ２ 种分类器进行集成加权得到肺结节良恶性的分类结果。 通过 ＲＯＣ 曲线、
ＡＵＣ 值和其他机器学习方法进行对比，表明本文的方法能有效提升肺结节良恶性的分类精确度。
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０　 引　 言

研究指出，肺癌已经成为中国发病率最高的癌

症［１］。 而且由于被检查出患有肺癌的患者大多数

都已进入癌症晚期，致使肺癌的预后非常差，５ 年存

活率只有 １６．１％［２］。 但随着目前科技发展，已有文

献表明：如果能尽早使用计算机断层扫描技术

（Ｃｏｍｐｕｔｅｄ Ｔｏｍｏｇｒａｐｈｙ ｓｃａｎｓ， ＣＴ） 检查出肺部问

题，就能够进行有效的治疗。
总地来说，肺结节是指直径在 ３～３０ ｍｍ 的肺内

类球形结节，这是肺癌早期的明显特征，如果能及时

发现并诊断其良恶性，根据后续跟踪情况辅以手术

治疗，对恶性肺结节进行切除，５ 年存活率能够提高

到 ６０％［３］。 有经验的医生可以对肺结节进行准确

判断，但考虑到一张 ＣＴ 图像一般有 ２００ 张以上的

切片，长时间根据多个特征对肺结节进行判断容易

产生视觉疲劳，很可能发生漏判、错判。 因此，利用

计算机辅助诊断技术 （ Ｃｏｍｐｕｔｅｒ Ａｉｄｅｄ Ｄｉａｇｎｏｓｉｓ，
ＣＡＤ）提前给出肺结节的良恶性的分类结果供医生

参考引证，帮助医生更全面地了解肺部病情，就能够

提高效率和减少最终的误判风险。
目前，对肺结节良恶性分类存在着很多难点。

首先，肺结节和周围血管、肌肉组织的灰度值十分接

近，有的肺结节会粘连在血管、肺壁上，难以分割；其
次，肺结节良恶性的区别特征不太明显，有些恶性结

节和良性结节的影像非常类似，结节的形态、密度千

变万化，有的血管和结节本身的毛刺特征十分类似，
对分类是个很大的挑战；最后，如何利用小样本去构

造效果较好的分类模型，也是需要攻克的研究难题。
国内外已然涌现对肺结节分类的许多研究。

Ｄｈａｒａ 等人［４］ 利用 ５７ 个形状和纹理混合的特征，利
用传统的支持向量机 （ Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ，
ＳＶＭ），使用 ８７１ 个来自肺部影像数据库联盟（Ｌｕｎｇ



Ｉｍａｇｅ Ｄａｔａｂａｓｅ Ｃｏｎｓｏｒｔｉｕｍ， ＬＩＤＣ）的肺结节，得到

９５．０５％的分类准确度，但该方法特征过于稀少，并
且容易产生过拟合。 Ｋａｙａ 等人［５］ 利用病理和其它

共 １５５ 个特征与基于潜在狄利克雷分布 （ Ｌａｔｅｎｔ
Ｄｉｒｉｃｈｌｅｔ Ａｌｌｏｃａｔｉｏｎ， ＬＤＡ）、支持向量机 ＳＶＭ、ｋ 近邻

（ｋ－Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｕｒ， ｋＮＮ）、提升方法（Ａｄａｂｏｏｓｔ）、
随机森林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ， ＲＦ）的集成分类器，对来

自 ＬＩＤＣ 的 ２ ６３５ 个肺结节进行分类，实验结果表明

ＲＦ 和 ＳＶＭ 分类器的分类效果要明显好于 ＬＤＡ、
Ａｄａｂｏｏｓｔ、ｋＮＮ，比较贴近本文提出的算法，但是该方

法却需要大量的样本进行训练，并且也不适合样本

数目较少、而特征较多的肺结节分类。 Ｚｈａｏ 等人［６］

放弃了传统算法，采用灵活卷积神经网络对 ＬＩＤＣ
的 ７４３ 个肺结节进行分类，取得了 ８２．２％的准确度，
适用于小规模的数据库和小的肺结节，但却需要不

断地去优化网络的参数才能达到最好的性能，训练

比较费时。 Ｊｏｈｎ 等人［７］ 对肺结节的特征进行了大

量研究［７］，使用基础的阈值分割算法来体现特征的

优越性，分割效果较好。 Ｌｉ 等人［８］ 利用深度卷积神

经网络的新型算法对 ＬＩＤＣ 的 ４０ ７７２ 个肺结节、
２１ ７２０个非肺结节进行训练，取得了较好的结果，但
是同时也表现出深度模型比传统算法需要更多的数

据、更长的时间去训练的弊端。 Ｌｉ 等人［９］ 提出了一

种改进的 ＲＦ 算法分类肺结节，对 ＬＩＤＣ 的肺结节数

据良恶性分类灵敏度取得了 ９２％的业界领先数值，
对广州军区总医院的肺结节数据平均灵敏度也获得

了 ８５％的较高结果值，说明 ＲＦ 对肺结节的分类是

合理、且有效的，但该方法需要的数据集也十分庞

大。
综上论述可知，本文针对小样本的胸部 ＣＴ 训

练图像集，首先利用区域生长和形态学方法对肺结

节 ＣＴ 图像进行了自动分割，然后根据肺结节形成

和发展的特点，提取了语义信息、形态学信息、图像

学信息组合成的肺结节良恶病理特征，最后利用改

进的随机森林作为分类器进行肺结节良恶性分类，
从而达到辅助诊断的目的。
１　 胸部 ＣＴ 图像中肺结节特点研究

１．１　 一般肺结节在 ＣＴ 图像中的形态

肺结节通过皮样细胞的堆积进行生长，一般由

多核巨噬细胞、大量淋巴细胞组成，因此肺结节在

ＣＴ 图像中通常呈现为一个高密度的灰白色类球体，
如图 １ 所示，图（ａ）、图（ｂ）、图（ｃ）分别展示了肺结

节在横向、侧向、纵向上的切片影像，在这些切片影

像中肺结节为一个实心圆，图（ｄ）展示了肺结节的

３Ｄ 立体形态，从模型中可以看出肺结节类似一颗肺

中的小球，至此对肺结节有了感官上的认识。

(a)肺结节形态（从上到下）
(a)Pulmonarynodule(toptobottom)

(b)肺结节形态（从左到右）
(b)Pulmonarynodule(lefttoright)

(c)肺结节形态（从前到后）
(c)Pulmonarynodule(fronttoback)

(d)肺结节形态（3D建模）
(d)Pulmonarynodule(3Dmodel)

图 １　 一般肺结节在 ＣＴ 图像中的形态

Ｆｉｇ． １　 Ｔｈｅ ｓｈａｐｅ ｏｆ ｔｈｅ ｐｕｌｍｏｎａｒｙ ｎｏｄｕｌｅｓ ｉｎ ｔｈｅ ＣＴ ｉｍａｇｅ

１．２　 肺结节良恶性特点

良性肺结节和恶性肺结节虽然难以做到完全区

分，但也有一些比较清晰的基于病理学、统计学的辨

识特征。 根据尺寸大小划分，直径小于 ５ ｍｍ 的肺

结节通常为良性结节，直径大于等于 １５ ｍｍ 的肺结

节通常为恶性结节；根据分叶情况来区分，恶性结节

通常沿各个方向生长的速度不一致，表面呈现凹凸

结构分叶，越深的分叶恶性程度越高；根据钙化特征

来区分，良性结节通常呈现中心、分层、爆米花式的

钙化，钙化面积较大、较均匀，因而亮度很高，恶性结

节通常在边缘呈针状、小面积、形状迥异的钙化；根
据球形程度划分，一般来说良性结节球形程度较高，
表面光滑，恶性结节球形程度较低，甚至发展成长条

形，表面粗糙；根据毛刺多少来划分，恶性结节表面

通常有针尖状的突起，像毛刷一样密集分布，这是恶

性结节的典型特征；根据密度来划分，直径大于

８ ｍｍ的实性结节存在恶性的可能，直径大于５ ｍｍ的

密度极小（类似磨玻璃看不清楚）的磨玻璃结节存

在更大的恶性的可能；根据空洞程度来划分，恶性结

节内部通常会产生坏死、液化，并将这些液化物质通

过痰的形式排出体外，造成结节内空洞，空洞越严重

说明恶化程度越高；根据边界清晰程度划分，一般肺

结节周围出现模糊的现象，就是癌细胞开始侵入良

性肺结节引起一系列反应并开始长出毛刺造成的，
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这也是恶化的表现，边界越模糊、恶化程度越高；根
据位置划分，位于肺上叶的肺结节恶性概率更高。
经典的良性肺结节和恶性肺结节如图 ２ 所示。

图 ２　 经典的良性肺结节（左）和恶性肺结节（右）切片图像

Ｆｉｇ． ２　 Ｂｅｎｉｇｎ ｐｕｌｍｏｎａｒｙ ｎｏｄｕｌｅｓ （ ｌｅｆｔ） ａｎｄ ｍａｌｉｇｎａｎｔ ｐｕｌｍｏｎａｒｙ

ｎｏｄｕｌｅｓ （ｒｉｇｈｔ）

　 　 梅奥临床人员提出了一个肺部结节恶性病变预

测模型［１０］，研究 ６ 个独立的肺结节恶化因素，并可

利用式（１）和式（２）计算出肺结节的恶性程度：

Ｐ（肺结节为恶性） ＝ ｅα
１ ＋ ｅα

， （１）

　 α ＝ － ６．８２７ ２ ＋ （０．０３９ １ × Ａ） ＋ （０．７９１ ７ × Ｓ） ＋
（１．３３８ ８ × Ｈ） ＋ （０．１２７ ４ × Ｄ） ＋ （１．０４０ ７ ×
Ｂ） ＋ （０．７８３ ８ × Ｕ） ． （２）

其中， ｅ为自然对数；Ａ为年龄（岁）；Ｓ为是否现

在或者曾经吸烟（是 ＝ １，否 ＝ ０）；Ｈ为是否有 ５年以

上的胸腔恶性肿瘤史（是 ＝ １，否 ＝ ０）；Ｄ表示肺结节

的直径（ｍｍ）；Ｂ 表示肺结节边缘是否有毛刺特征

（是 ＝ １，否 ＝ ０）；Ｕ 表示肺结节是否位于肺上叶（是
＝ １，否 ＝ ０）。 从前文设计模型中可以看出，这些病

理特征对于判断肺结节的良恶性是非常有用的。

２　 基于病理特征和改进随机森林的肺结节

分类算法

２．１　 ＣＴ 图像中肺结节的分割

首先，提取肺结节区域。 假设给定一幅 ＣＴ 图

像的所有横向切片，以 ＣＴ 图像左上角为原点， 横向

向右为 ｘ 轴，纵向向下为 ｙ 轴建立坐标系，同时给定

肺结节中心点（ｃｘ， ｃｙ） 和肺结节所在切片 ｄｉｄ。 定

义以肺结节中心点为中心，中心点所在切片为中心

切片，以 ２ × ＮＷ ＋ １个单位为宽，２ × ＮＷ ＋ １个单位

为高，前后各 ＰＮＵＭ 个切片、即 ２ × ＰＮＵＭ ＋ １ 为长

所构成的长方体为肺结节区域。 尤需一提的是，研
究中需要重视解决边界问题。 如果肺结节区域的

宽、高超出ＣＴ图像边界，需要进行偏移处理，使得肺

结节中心点和肺结节区域中心点重合。 为表述方

便，一幅ＣＴ横向切片中取得的肺结节区域切片即如

图 ３ 所示，左图假设 ｙ 方向两侧都触及了边界，造成

原本应该取得 ２ × ＮＷ ＋ １ 的高，只取得了阴影面积

的高，阴影面积的中心点（ｃｘ’， ｃｙ’） 未能与（ｃｘ，
ｃｙ） 重合，为了使二者逐渐接近、直至重合，需要将

ｙ１ 偏离一个 ｏｆｆ，ｙ２ 偏离一个 ｏｆｆ，研究中推得的 ｏｆｆ的
计算公式为：
ｏｆｆｕｐ ＝ ｆｌｏｏｒ（（２ × ＮＷ ＋ １） － （ｙ２＇ － ｙ１＇ ＋ １） ／ ２），

（３）
ｏｆｆｄｏｗｎ ＝ ｃｅｉｌ（（２ × ＮＷ ＋ １） － （ｙ２＇ － ｙ１＇ ＋ １） ／ ２）．

（４）

2?NW+1

(x2,y2)

(x1,y1')

(x2,y2')

(cx,cy)
(cx',cy')

(x1,y1)

(x1,y1'+offup)

(cx,cy)

(x2,y2'-offdown)

(x1,y1)

图 ３　 超出边界示意图（左）和进行偏移处理后（右）
Ｆｉｇ． ３　 Ｂｅｙｏｎｄ ｔｈｅ ｂｏｕｎｄａｒｙ （ ｌｅｆｔ） ａｎｄ ａｆｔｅｒ ｔｈｅ ｏｆｆｓｅｔ ａｄｊｕｓｔｍｅｎｔ

ｐｒｏｃｅｓｓｉｎｇ （ｒｉｇｈｔ）

　 　 将提取的图像由高灰度级（一般为－１ ０２４ ～ １
０２４）转为标准灰度级（０ ～ ２５５），并将超出边界的区

域设置为背景（０），这样就将肺结节基本分割出来

了，粗分割完成。
然后以中心点 （ｃｘ，ｃｙ） 为种子，以 ２ × ＮＷ ＋ １

为宽，２ × ＮＷ ＋ １ 为高，ｔｈｅｔａ 为灰度值相似度度量，
肺结节区域中心切片进行区域生长，得到初步分割

结果。 然而结节旁边灰度值相似的血管、肺组织等

物质也可能被区域生长选中，因此需要以 ３×３ 的模

板进行一次腐蚀和膨胀，去除周围组织的连通性。
腐蚀和膨胀只进行一次，这样可以很好地避免毛刺

等特征在腐蚀和膨胀的过程中被丢弃。 最后再次进

行区域生长，得到最终的肺结节分割结果。 分割肺

结节完整流程图如图 ４ 所示。

区域
生长

腐蚀和
膨胀

转换
灰度级

提取
“肺结节区域”

区域
生长

图 ４　 肺结节分割流程图

Ｆｉｇ． ４　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｐｕｌｍｏｎａｒｙ ｎｏｄｕｌｅ ｓｅｇｍｅｎｔａｔｉｏｎ

２．２　 肺结节病理特征的选择和提取

基于前面的肺结节良恶性特点，首先可以提取

出语义特征，详述如下：
（１）圆形程度，表明肺结节类圆的程度，从长条

形（圆 ＝ ０）变化到椭圆形（圆 ＝ ２）、再变化到圆形

（圆＝ ４）。 通常恶性肺结节呈现长条形，良性肺结节

呈现圆形。
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（２）贴壁程度，表明肺结节和肺部组织粘连的

程度，从完全独立（贴 ＝ ０）变化到完全粘连（贴 ＝
４）。

（３）毛刺突起程度，表明肺结节周围针状物质

的粗细程度和数量，从无毛刺（毛＝ ０）变化到有非常

多细毛刺（毛＝ ４）。 通常恶性肺结节具有非常多细

毛刺，良性肺结节则表面光滑。
（４）内部空洞程度，表明肺结节内部空洞的大

小和数量，从无空洞（洞＝ ０）变化到有非常多的大的

空洞（洞＝ ４）。 通常恶性肺结节具有非常多的大的

空洞，良性肺结节则实心的居多。
（５）固态程度，表明肺结节呈现固态的程度，从

非固态（固 ＝ ０）变化到固态（固 ＝ ４）。 通常恶性肺

结节呈现液态，良性肺结节呈现固态。
（６）边缘清晰程度，表明肺结节边缘清晰的程

度，从非常模糊（清 ＝ ０）变化到非常清晰（清 ＝ ４）。
通常恶性肺结节边缘模糊，良性肺结节边缘清晰。

（７）分叶情况，表明肺结节分叶的数目和程度，
从无分叶（叶 ＝ ０）变化到有分叶（叶 ＝ ４）。 通常恶

性肺结节有很深的分叶，而良性肺结节则均匀生长。
（８）切片均匀变化程度，表明肺结节的形状是

否规则，从完全随机（均 ＝ ０）变化到部分均匀（均 ＝
２），最后到非常均匀（均 ＝ ４）。 通常恶性结节呈现

不规则立方体导致切片图像的尺寸、面积发生剧烈

改变，良性结节从中心切片到两侧切片的尺寸和面

积应该是从大到小均匀变化的。
其次，可以提取出一些形态学的数值特征，分述

如下：
（１）坐标位置。 表明肺结节在肺部的位置。 位

于肺上叶的肺结节恶性居多。
（２）切片位置。 同样表明肺结节在肺部的位

置。
（３）尺寸。 可通过肺结节占整个肺结节区域宽

高面积的比例来计算，通常恶性肺结节尺寸较大，良
性肺结节尺寸较小。 研究推得数学公式如下：

尺寸 ＝ ｐｉｘｅｌＮｕｍ（肺结节）
（２ × ＮＷ ＋ １） ２ ． （５）

　 　 （４）密度变化。 表明肺结节的密度变化情况。
通常良性肺结节密度变化较小，而恶性肺结节密度

变化剧烈，通过灰度值的方差可以很好地反映这一

情况，为了避免较少的灰度值产生较大的干扰，取
［０．１× ｍａｘＧｒａｙＬｅｖｅｌ， ｍａｘＧｒａｙＬｅｖｅｌ］ 之间的灰度值

进行方差计算，相应数学公式可表示为：
密度变化 ＝ ｖａｒ（肺结节灰度值向量） ． （６）

此外，也可以提取一些图像学特征。 诸如，ｈａａｒ
特征，表明了肺结节边界的变化情况，采用了 ５ 种模

板生成的 １００ 个随机长宽、随机位置的 ｈａａｒ 特征，
ｈａａｒ 模板如图 ５ 所示。 而 ｈａａｒ 模板的生成算法可

参考如下设计代码。

图 ５　 ５ 种 ｈａａｒ 模板

Ｆｉｇ． ５　 ５ ｋｉｎｄｓ ｏｆ ｈａａｒ ｔｅｍｐｌａｔｅｓ

　 　 算法 １　 ｈａａｒ 特征模板随机生成算法

［ｈａａｒＩＤ， ｌｅｆｔｕｐｘ， ｌｅｆｔｕｐｙ， ｗ］ ＝ ｇｅｎＨａａｒ
Ｔｅｍｐｌａｔｅ （ｐｘ， ｐｙ， ｈａａｒＩＤｓ）

ｎｕｍ ← ０；
ＦＯＲ ｉ ← １：ｌｅｎｇｔｈ（ｈａａｒＩＤｓ）
　 ｗｓ ← 随机抽取 ｐｘ × ｐｙ 矩形内不重复的、 基

于 ｈａａｒＩＤ 模板的、合法的宽度

　 ＦＯＲ ｊ ← １： ｌｅｎｇｔｈ（ｗｓ）
　 　 ［ ｌｅｆｔｕｐｘ， ｌｅｆｔｕｐｙ］ ← 根据宽度、 ｈａａｒＩＤ 模

板，随机抽取不重复的合法的左上角坐标

　 　 ｎｕｍ ← ｎｕｍ ＋ １；
　 　 ｒｓ（ｎｕｍ） ← ［ｈａａｒＩＤｓ（ｉ）， ｌｅｆｔｕｐｘ， ｌｅｆｔｕｐｙ，

ｗｓ（ｊ）］
　 ＥＮＤＦＯＲ
ＥＮＤＦＯＲ
ＲＥＴＵＲＮ ｒｓ
最后，如果有良好条件可以获取到一些临床信

息，也可以加入作为一部分特征，可对此表述如下：
（１）患病年龄。 低于 ３５ 岁的患者肺部的肺结

节大多为良性。
（２）吸烟。 吸烟者肺结节恶化的可能性高于非

吸烟者 １０～２０ 倍。
（３）性别。 一般男性肺结节为恶性的人数高于

女性。
（４）生活环境。 生活环境如果遭受污染，比如

经常有 ＰＭ２．５ 的天气，那么肺结节为恶性的可能性

很大。
综合上述特征形成了肺结节的病理特征，见

表 １。
２．３　 改进的随机森林肺结节良恶性分类器

肺结节灰度值变化范围较宽，为了避免 ｈａａｒ 特
征对整个特征向量产生影响，并增加 ＲＦ 的稳定性，
针对肺结节的特点，本文提出一种加权的随机森林
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（Ｗｅｉｇｈｔｅｄ Ｒａｎｄｏｍ Ｆｏｒｅｓｔ， ＷＲＦ）算法。 将特征分为

２ 部分，一部分为全部的语义特征、全部的形态特

征、全部的临床特征（可选）、ｈａａｒ 特征 α 个，另一部

分完全为 ｈａａｒ 特征 β 个，两部分 ｈａａｒ 特征不重叠，
分别训练 ｍ 组 ＲＦ（记为 ＭＲＦ） 和 ｎ 组 ＲＦ（记为

ＮＲＦ）。 每组 ＲＦ 中有 ｔｎ 棵相互独立的决策树，采用

有放回的抽样形式处理训练数据，并且在 ＮＲＦ 中对

β 个 ｈａａｒ 特 征 也 采 用 随 机 抽 取 的 方 式， 抽 取

ｆｎ（０．５ｔｎ ＜ ｆｎ ＜ ｔｎ） 个特征值来进行训练。 在每棵

决策树中，采用 Ｇｉｎｉ 指数［１１］ 作为熵来进行阈值分

割，每棵树的节点最小样本数目设置为 Δ。 肺结节

良恶性 ＷＲＦ 的训练算法设计详见如下。
表 １　 肺结节病理特征

Ｔａｂ． １　 Ｐａｔｈｏｌｏｇｉｃａｌ ｆｅａｔｕｒｅｓ ｏｆ ｐｕｌｍｏｎａｒｙ ｎｏｄｕｌｅｓ

特征类别 特征名称

语义特征 圆形程度

贴壁程度

毛刺突起程度

内部空洞程度

固态程度

边缘清晰程度

分叶情况

切片均匀变化程度

图像特征 ｈａａｒ 特征

形态特征 坐标位置

切片位置

尺寸

密度变化

临床特征

（可选）
患病年龄

吸烟

性别

生活环境

　 　 算法 ２　 肺结节良恶性加权随机森林分类器训

练算法

［ＷＲＦ］ ＝ ｇｅｎＨａａｒＴｅｍｐｌａｔｅ（ ｔｒａｉｎＦｅａ， ｍ， ｎ，
ｔｎ， ｆｎ， Δ， α， β）

［ ｔｒａｉｎＦｅａＭ， ｔｒａｉｎＦｅａＮ］ ← ｓｐｌｉｔＦｅａ（ ｔｒａｉｎＦｅａ，
α， β）

ＦＯＲ ｉ ← １：Ｍ
　 ＦＯＲ ｊ ← １：ＴＮ
　 　 ｄｔｍ（ ｉ） ← ｔｒａｉｎＣＡＲＴ（ ｔｒａｉｎＦｅａＭ， Δ）
　 ＥＮＤＦＯＲ
ＥＮＤＦＯＲ
ＦＯＲ ｉ ← １：Ｎ
　 ＦＯＲ ｊ ← １：ＴＮ
　 　 ［ ｓｅｌＮｕｍ， ｓｅｌＴｒａｉｎＦｅａＮ］ ← ｒａｎｄｏｍＳｅｌｅｃｔ

Ｆｅａ（ ｔｒａｉｎＦｅａＮ）；
　 　 ｄｔｎ（ ｉ） ← ｔｒａｉｎＣＡＲＴ（ ｔｒａｉｎＦｅａＭ， Δ）
　 　 ｓｅｌＮｕｍｓ（ ｊ） ← ｓｅｌＮｕｍ
　 ＥＮＤＦＯＲ
ＥＮＤＦＯＲ
ＲＥＴＵＲＮ ［ｄｔｍ， ｄｔｎ， ｓｅｌＮｕｍｓ］
在测试阶段，将提取出来的特征向量分别输入

所有的 ＭＲＦ、ＮＲＦ 的 ＲＦ 分类器中，假设 Ｙｍｉ 是每组

ＭＲＦ 的分类结果（概率形式）， Ｙｎｉ 是每组 ＮＲＦ 的分

类结果（概率形式），采用加权投票的方式获得最终

的分类结果 Ｃ ｉ ，为此将用到如下数学公式：

Ｃ ｉ ＝ ｓｉｇｎ（ １
２Ｍ∑

Ｍ

ｍｉ ＝ １
Ｙｍｉ ＋

１
２Ｎ∑

Ｎ

ｎｉ ＝ １
Ｙｎｉ） ． （７）

其中， Ｃ ｉ ＝ ０ 表示良性肺结节， Ｃ ｉ ＝ １ 表示恶性

肺结节。 肺结节良恶性 ＷＲＦ 的测试算法的运行设

计参见如下。
算法 ３　 肺结节良恶性加权随机森林分类器测

试算法

［Ｃ］ ＝ ｇｅｎＨａａｒＴｅｍｐｌａｔｅ（ ｔｅｓｔＦｅａ， ＷＲＦ）
ＦＯＲ ｉ ← １：Ｍ
　 Ｙｍ（ ｉ） ← ｔｅｓｔＭＲＦ（ ｔｅｓｔＦｅａ， ＷＲＦ｛ｄｔｍ｝）；
ＥＮＤＦＯＲ
ＦＯＲ ｉ ← １：Ｎ
　 ｔｅｓｔＮＦｅａ ← ｅｘｔＦｅａ（ｔｅｓｔＦｅａ， ＷＲＦ｛ｓｅｌＮｕｍｓ｝）
　 Ｙｎ（ ｉ） ← ｔｅｓｔＮＲＦ（ ｔｅｓｔＦｅａ， ＷＲＦ｛ｄｔｎ｝）
ＥＮＤＦＯＲ
Ｃ ← ０．５∗ｓｕｍ（Ｙｍ） ／ Ｍ ＋ ０．５∗ｓｕｍ（Ｙｎ） ／ Ｎ；
ＲＥＴＵＲＮ Ｃ

３　 实验结果与分析

３．１　 实验数据

本次实验采用了 Ｌｕｎｇｘ 肺结节分类挑战赛

（ ＬＵＮＧｘ ＳＰＩＥ － ＡＡＰＭ － ＮＣＩ Ｌｕｎｇ Ｎｏｄｕｌｅ
Ｃｌａｓｓｉｆｉｃａｔｉｏｎ Ｃｈａｌｌｅｎｇｅ）的数据［１２］，训练数据来源于

美国国家癌症研究所 （ Ｎａｔｉｏｎａｌ Ｃａｎｃｅｒ Ｉｎｓｔｉｔｕｔｅ，
ＮＣＩ） ２０１４ 年 １１ 月 ２６ 日的癌症影像档案 （ Ｔｈｅ
Ｃａｎｃｅｒ Ｉｍａｇｉｎｇ Ａｒｃｈｉｖｅ ， ＴＣＩＡ） ［１３］，一共 １０ 张胸部

ＣＴ 图像，５ 名男性患者，５ 名女性患者，中位年龄 ６５
岁。 ５ 个良性肺结节，５ 个恶性肺结节，共 １０ 个肺结

节，良恶性判断结论是由多个放射科医生根据病例

评估和后续跟踪检查得出的。 测试阶段一共用到

６０ 张胸部 ＣＴ 图像，２３ 名男性患者，３７ 名女性患者，
平均年龄 ６０．５ 岁。 ３７ 个良性肺结节，３６ 个恶性肺

结节，共 ７３ 个肺结节［１４］。 ＣＴ 图像以 Ｄｉｃｏｍ 的格式

保存，每张切片大小均为 ５１２×５１２ 像素，附带肺结

８７２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



节的位置和良恶性判断数据，统计结果见表 ２。
表 ２　 训练和测试 ＣＴ 图像中的肺结节信息

Ｔａｂ． ２ 　 Ｐｕｌｍｏｎａｒｙ ｎｏｄｕｌｅｓ ｉｎｆｏｒｍａｔｉｏｎｓ ｆｏｒ ｔｒａｉｎｉｎｇ ａｎｄ ｔｅｓｔｉｎｇ
ＣＴ ｉｍａｇｅｓ

ＣＴ 编号
肺结节

编号

肺结节

中心点坐标

肺结节

切片编号
诊断结果

ＬＵＮＧｘ－ＣＴ００１ １ １３５， ３０３ １４２ Ｂｅｎｉｇｎ ｎｏｄｕｌｅ

　 　 大赛的组织者精心设计了这些数据，良恶性比

例都是被平衡过的，非常适合 ＷＲＦ 算法。 但同时

也对分类带来了挑战，对此可做阐释分析如下。
（１）训练数据集非常少。
（２）包括肺结节的尺寸都是被平衡过的，恶性

结节也会有很小的尺寸，良性结节也会有很大的尺

寸，这是为了避免通过尺寸来构造简单的分类器进

行良恶性判断，尽管这种尺寸判断在实际应用中分

类精确度很高［１５］。
（３）ＤＩＣＯＭ 头文件信息不允许使用，无法使用

包括性别、年龄在内的分类特征，即便使用了也不会

有太大效果，因为在性别和年龄上的数据也非常平

衡。
３．２　 实验结果

设定前后切片数目 ＰＮＵＭ ＝ １０，半宽 ＮＷ ＝ ２５，
ＣＴ 切片边界 ＭＡＸＷ ＝ ５１２，ＭＡＸＨ ＝ ５１２，ｔｈｅｔａ ＝
０．１５， 对肺结节图像进行分割，分割的效果如图 ６ 所

示，左侧为转换灰度级后的图像，还有很多粘连血管

或者独立血管影像。 中间图像为第一次区域生长后

的图像，还有一部分粘连血管没有清除。 右侧为腐

蚀膨胀运算后再次区域生长的图像，可以看出粘连

的血管已经被分割掉，并且完整地保留了肺结节边

缘的形状信息和内部的灰度信息。

（c）腐蚀膨胀运算后

再次区域生长的图像
（b）第一次区域

生长后的图像

（a）转换灰度级
后的图像

（a）Convertedgrayscale

image

（b）Imageafterthe
firstregion
growth

（c）Imageofregion
growthaftercorrosion
expansionoperation

图 ６　 训练图像的图像分割效果示意图

Ｆｉｇ． ６　 Ｔｈｅ ｅｆｆｅｃｔ ｏｆ ｔｒａｉｎｉｎｇ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ

　 　 设定 α ＝ ３０， β ＝ ７０。 训练 ｍ ＝ １ 组 ＭＲＦ， ｎ ＝ ５
组 ＮＲＦ，每个 ＲＦ 中产生 ｔｎ ＝ ５０ 棵树，ＮＲＦ 中随机

选择 ｆｎ ＝ ［３０，６０］个 ｈａａｒ 特征， Δ ＝ １，采用受试者

工作 特 征 曲 线 （ ｒｅｃｅｉｖｅｒ ｏｐｅｒａｔｉｎｇ ｃｈａｒａｃｔｅｒｉｓｔｉｃ
ｃｕｒｖｅ， ＲＯＣ）来对比直接使用随机森林（所有参数

一致）、使用 ＳＶＭ（所有参数一致） 和本文提出的

ＷＲＦ 算法的分类效果，如图 ７ 所示。

RF
SVM
WRF

1.0

0.8

0.6

0.4

0.2

0

-0.2
0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0

1-特异度

灵
敏

度
图 ７　 ＲＯＣ 曲线对比图

Ｆｉｇ． ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＲＯＣ ｃｕｒｖｅｓ

　 　 由图 ７ 可以看出，使用相同数据、相同分割方

法、相同特征的 ＷＲＦ 相对于 ＲＦ、ＳＶＭ 的效果都要

好得多。 使用相同数据的参赛者的曲线下面积

（Ａｒｅａ Ｕｎｄｅｒ Ｃｕｒｖｅ， ＡＵＣ） 值范围为［０．５０， ０．６８］，
表 ３ 罗列了部分分类方法的 ＡＵＣ 值，ＡＵＣ 在［０．６０，
０．６８］区间内的分类方法只有 ３ 组，而 ＷＲＦ 的 ＡＵＣ
值高达０．６０８ ８６，已经达到很高的水平，并且远远优

于其中在分类器上同样使用随机森林算法进行分类

的最高 ＡＵＣ 值 ０．５６［１５］，说明了本算法的优越性。
表 ３　 相同数据集分类方法效果对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｅｆｆｅｃｔ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｅｔｈｏｄｓ ｏｎ ｔｈｅ
ｓａｍｅ ｄａｔａ ｓｅｔ

编号 分割方法 分类器 ＡＵＣ 值

１ 基于体素分割 ＳＶＭ ０．５０

２ 区域生长 ＷＥＫＡ ０．５０

３ 图割 ＲＦ ０．５６

４ 区域生长＋形态学 ＷＲＦ（本文） ０．６１

５ 半自动阈值 ＳＶＲ ０．６８

４　 结束语

本文提出了一种基于病理特征和改进随机森林

的肺结节良恶性分类方法，首先利用肺结节及其周

围组织的特性，采用灰度级转换、两步区域生长和一

步形态学腐蚀膨胀将肺结节完整地分割出来，最大

程度地保留了原始特征；然后逐步提取出语义信息、
形态学信息、图像学信息、临床信息作为特征；最后

为了充分利用这些小样本高维度特征，提出了一种

集成加权的改进随机森林算法 ＷＲＦ。 在 Ｌｕｎｇｘ 数

据集上的实验结果表明，ＷＲＦ 算法相比于其它算

９７２第 １ 期 孟晋洁， 等： 基于病理特征和改进随机森林的肺结节分类



法、尤其对于使用 ＲＦ 分类器的算法而言有更好的

分类效果。 在未来的工作中，需要提取更多在分割

步骤中被忽略的特征，同时对比更多机器学习方法

在肺结节良恶性分类上的效果，进一步探索 ＷＲＦ
算法在肺结节辅助诊断中具有广阔重要前景的各类

技术研发及实践应用。
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ａｎｄ ｌｅｓｓｏｎｓ ｌｅａｒｎｅｄ［Ｊ］ ． Ｊｏｕｒｎａｌ ｏｆ Ｍｅｄｉｃａｌ Ｉｍａｇｉｎｇ， ２０１５， ２（２）：
０２０１０３．

［１５］ＡＲＭＡＴＯ Ｓ Ｇ， ＤＲＵＫＫＥＲ Ｋ， ＬＩ Ｆｅｎｇ， ｅｔ ａｌ． ＬＵＮＧｘ ｃｈａｌｌｅｎｇｅ
ｆｏｒ ｃｏｍｐｕｔｅｒｉｚｅｄ ｌｕｎｇ ｎｏｄｕｌｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ［Ｊ］ ． Ｊｏｕｒｎａｌ ｏｆ Ｍｅｄｉｃａｌ
Ｉｍａｇｉｎｇ， ２０１６， ３（４）：０４４５０６．

（上接第 ２７３ 页）
５　 结束语

本文基于 Ｌｅａｐ Ｍｏｔｉｏｎ 传感器采集了不同人的

４ 组三维动态手势，采用 ＳＶＭ 模型和经过优化的

ＰＮＮ 神经网络模型进行识别。 本文得到的研究结

论可分述如下：
（１）对于三维动态手势，ＰＮＮ 神经网络可以达

到更高的准确率。
（２）多类手势分类的识别率与两类手势分类相

比较低，但总体规律不变。
（３）动态手势识别前期采用 ＰＣＡ 处理数据对

ＳＶＭ 准确率有所提高，且可以大幅减少 ＰＮＮ 的运

行时间。
未来的工作可以研究新的分类算法，进一步提

高其识别率，并探索在各个领域的应用等。
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